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Sammanfattning

Mabema har en produkt som mäter vedvolym av virkestravar på lastbilar. Systemet är
byggt på att en bildbehandlingsalgoritm hittar silhuetterna av stockarna på renderade

bilder av lastbilstravar. Arbetsgivaren är inte helt nöjd med prestandan av algoritmen och
vill utreda om djupinlärning kan förbättra resultatet. Detta arbete undersöker hur
diameterfördelningen i varje trave kan estimeras med hjälp av djupinlärning och
objektdetektering i synnerhet. Två metoder granskas, den ena hanterar problemet
abstrakt med djup regression medan den andra metoden går in i detalj och nyttjar

objektigenkänning för att hitta stockändar. Arbetet utvärderar även möjliheterna att träna
dessa modeller baserat på data från fysiska simulationer. Det visar sig vara användbart att
nyttja syntetisk data för träning och med transfer learning lyckas de syntetiska modellen

uppnå kraven Biometria ställer på automatiserad diameterberäkning. Med
objektdetektering visar det sig också gå att uppnå samma prestanda som arbetsgivarens

algoritm med en bättre stocksökning tre gånger så snabbt eller snabbare.



Abstract

Mabema has a product that measures the log volume of timber stacks on tim-
ber trucks. This system is built with a image processing algorithm that finds
the silhouettes of each log in rendered images of the stack. Mabema is not to-
tally satisfied with the performance of the algorithm and wants to investigate
if deep learning can do a better job at estimating log diameters. This paper
examines how the diameter distribution in each stack of logs can be estimated
with the help of deep learning and object detection in particular. Two methods
are examined, the first one tackles the problem in an abstract way with deep
regression and the other goes more into detail with object detection in order
to solve the task. The paper also evaluates the possibilities of training these
models based on data from physical simulations. It proves to be useful to use
synthetic data for training and the model passes the requirements Biometria
has for automatic timber measurement with transfer learning. Object detec-
tion proves to be capable of the same performance as Mabemas method and
beyond three times as fast or faster.
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1 Introduktion

1.1 Motivering

Företaget Mabema är integratörer av visionsystem med kunder runt om i Sverige. Ett av Ma-
bemas fyra områden är Wood där Mabema har produkten GPV (Gauging Pile Volume). GPV
är ett multi-sensorsystem som mäter vedvolymen av virkestravar på lastbilar med hjälp av
sex stycken kamera-laserpar, två LiDAR Measurement Sensorer och en avancerad algoritm
som tolkar data. I systemet ingår även övriga sensorer för logik som automatiserar systemet
och färgbildsvisning (separata färgkameror). Vedvolymen räknas ut med hjälp av en stock-
sökning som hittar stockändar och dess diameter i traven med hjälp av bildbehandling. Ma-
bema är inte helt nöjda med noggrannheten på algoritmen som hittar stockändar och dess
diametrar och vill utvärdera om djupinlärning kan göra mätningen mer precis. Diameteres-
timeringen används inte bara till volymberäkning utan fungerar också som information till
kunden om vilka diametrar som finns i traven. I dagsläget delar Mabema upp diametrarna i
olika diameterintervall som sedan presenteras för kunden. Mer precist syftar diameterfördel-
ningen till hur stor del av den totala volymen stockar i traven som har en toppände som är
under eller över en viss diameter.

1.2 Problemställning

De bilder som behandlas i den befintliga algoritmen är bilder på framsida och baksida av
varje trave. Svårigheten med bilderna på stocktravarna är relativt unika då de genereras från
ett punktmoln. De har artefakter som skymmande grenar och ris eller stockar som skymmer
andra stockar. Delar av lastbilen som stöttor och kran kan också skymma sikten för stockarna.
Stor problematik finns också i att varje stock inte är annoterad i de dataset med facit. Där facit
på stockar finns så existerar enbart en lista utan koppling till stockens position i traven. Detta
är en nödvändighet för att nyttja objektdetektering för stocksökning. Denna problematik kan
lösas genom att antingen personligen sitta och annotera varje bild vilket skulle vara mycket
tidskrävande eller genom att generera syntetisk data. Den syntetiska datan blir då istället
annoterad automatiskt.

1



1.3. Syfte

1.3 Syfte

Syftet med arbetet är att utvärdera möjligheterna att estimera diameterfördelningen med
hjälp av djupinlärning. Det kommer att utföras med hjälp av beprövade neurala nätverk
arkitekturer och syntetisk bildgenerering. Följaktligen syftar arbetet till att jämföra två oli-
ka metoder för estimering. Första metoden går ut på att fördela diametrarna i två intervall
och den andra identifierar varje enskild stock. Den första metoden bemöter problemet mer
abstrakt medan den senare bygger på att skapa en robust stocksökning som vidare kan ligga
till grund för volymberäkning.

1.4 Forskningsfrågor

1. Hur kan en ett neuralt nätverk tränas på syntetisk data för att skapa ett robust stock-
sökningssytem på Mabemas data?

2. Hur påverkar syntetisk data modellen baserad på enskild stockprediktion?

3. Hur mäter sig modeller baserade på syntetisk data med modeller baserade på handan-
noterad data?

1.5 Avgränsningar

Metoder för diameterfördelningsestimering som tas fram ska inte överskrida exekveringsti-
den av den nuvarande algoritmen. Arbetsgivaren strävar efter att hålla nere processerings-
tiden och dessutom bidrar det till en mer attraktiv produkt. Denna studie är avgränsad till
bilder renderade på fram och baksida i from av djupbilder och gråskalebilder av traven. Detta
beslut är taget för att begränsa komplexiteten av modellen och för att i första hand utgå från
de bilder som innehåller mest användbar information. Följaktligen går arbetet inte igenom
arbetsgivarens metod för att beräkna diameterfördelninngen i minutsiös detalj då det är en
företagshemlighet. Istället läggs fokus på att införskaffa data av god kvalité till volymberäk-
ning och således diameterfördelning genom stocksökning.
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2 Teori

Detta kapitel presenterar teori och bakgrund som är relevant för arbetet med information om
domänspecifika svårigheter samt teori bakom djupinlärning och objektigenkänning.

2.1 Bakgrund

I denna del presenteras information från arbetsgivaren Mabema som är relevant för arbetet.
Dessa förutsättningar utgår projektet ifrån.

Dataextraktion

För att förstå problematiken med att uppskatta en diameterfördelning är det viktigt att känna
till hur nuvarande systet hos arbetsgivaren fungerar. Mabemas GPV pipeline som införskaf-
far datan till grund för diameterfördelningsalgoritmen sker enligt följande: en lastbil med
virke kör genom ett tält som är utrustad med sex stycken kameror och lasrar där hela bilen
scannas och volymetrisk data sparas i form av ett punktmoln. En typisk lastbil har 3-5 tra-
var med virke på sin last. Från punktmolnet genereras tvådimensionella bilder av fram och
baksida av dessa travar. En av bilderna som genereras är en djupbild av traven där stock-
sökningsalgoritmen försöker passa in cirklar över stockarnas silhuetter. Stockarna sorteras
sedan efter diameter ett antagande görs att de minsta 50% av diametrarna är toppändar och
resterande stockar antas vara rotändar. Det konventionella sättet att mäta stockar på trave
är genom att räkna på toppändan och därmed justeras den undre häften för att representera
dess toppända.

Diameterfördelning

För att virkesmätningen ska ske regelrätt så anlitar skogsbruk, massaverk eller dylikt i samar-
bete med skogsägare en tredje part för redovisning. I Sverige är Biometria den enda aktören
som genomför kontrollering av virke och är även tredje part i Mabemas GPV system[4].
Biometria ställer särskilda krav på automatisk diameterfördelning av en trave virke:

3



2.1. Bakgrund

1. Systematiska avvikelsen av medelvärdet av diametrarna ska vara mindre än 3 %

2. Andel travar som är inom +- 10 % enheter ska vara 65% eller fler

3. Andel travar som är inom +- 15 % enheter ska vara 85% eller fler

Detta gäller för travar med stockar av fast längd av stickprov om 20 travar, för stockar i
travar med fallande längd gäller samma krav men den systematiska avvikelsen får då uppnå
5%. För att precisera meningen av de krav nummer 2 och 3 så handlar det om en traves esti-
merade diameterfördelning i procentenheter. De olika sorters virke som behandlas i travarna
är gran och tall. Detta virke kan vara lastat med fast eller fallande längd. Fast längd innebär
att alla stockar på traven är lika långa och är antingen 305, 275 eller 245 cm långa. Fallande
längd innebär att längden kan variera. Timmer är alltid fallande längd enligt arbetsgivaren.

Diameterfördelningen och volym är det som kunder är intresserade av när det kommer
till virkesmätning och det är detta som Mabema med hög precision vill estimera. Var stocks
diameter definieras som diametern av toppänden av stocken under bark [19]. I samman-
hanget definierar Biometria diameterfördelningen som hur stor volym av traven som utgörs
av stockar under tröskelvärdet [19]. Arbetsgivaren räknar på diameterfördelningen enligt an-
talet stockar hittade från ena sidan av traven. Vidare bearbetas datan med Mabemas algoritm
där volymen beräknas med hjälp av formeln för en kon enligt ekvation 2.1.

V =
πr2h

3
(2.1)

V är volymen i kubikmeter, r är radien och h är höjden av konen. Arbetsgivaren räknar voly-
men in till mitten av traven enligt ekvation 2.1. Efter detta räknas volymen ut på samma sätt,
men från den bild som är renderad på andra sidan traven. Till sist läggs båda sidor ihop för
att skapa hela volymen av traven.

Dataset

Dataseten är bilder renderade som en ortografisk projektion av virkestravars fram och bak-
sida. Till skillnad från vanliga bilder med perspektiv går det inte att se djup i en ortografiskt
projicerad bild. Två renderingar av stockar i olika färger visas i perspektiv och i ortografiska
i figur 2.1 och 2.2. De olika färgerna är enbart för enklare urskilja stockarna.
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2.1. Bakgrund

Figur 2.1: En ortografisk projektion av stockar
med olika färger.

Figur 2.2: En projektion med perspektiv av
stockar i olika färger.

I projektet analyseras en renderad djupbild av traven och en gråskalebild. I djupbilden
representerar pixel-värdena avståndet mellan kameran och stocken. Desto högre pixel-värde
desto längre avstånd. Gråskalebilden är en reflektansbild av stockarna.
Dataseten är på formaten:

• Djupbild: 875x1000 single precision floating point

• Gråskalebild: 875x1000 unsigned integer 8 bit

I figurerna 2.3, 2.4 nedan ses djupbild och gråskalebild av baksidan på testtrave a som
är en del av ett handplockat antal testbilder som använts för analys. Mer om denna samling
bilder i sektionen 3.9.

Bilder på framsidan av dessa travar finns också tillgängliga. De är näst intill identiska
med skillnaden att travar som angränsar till hytten av lastbilen är mer ockluderade och därav
sämre kvalité. Motsatt argument gäller för baksidan av sista traven på lastbilen som istället är
helt oskymd, därmed kan man säga att bilder på baksidan av travarna generellt är av bättre
kvalité än framsidan.

Generellt sätt delas stockarna upp i storleksordningen kubb och timmer. Deras minimi
samt deras maximidiameter enligt Biometria kan ses i Tabell 2.1 nedan. Dessa värden är i
intervall då det beror på affärsvisa bestämmelser.

Tabell 2.1: Tabell över diameteromfång

Minimidiameter Maximidiameter
Kubb 10-13cm 26-36cm
Timmer 15-18cm 50+cm

Denna fördelning av diametrar för kubb och timmer är väldigt bred eftersom det varierar
mycket från kund till kund vad som är acceptabelt enligt Biometria. Men generellt sätt har
timmer en större diameter än kubb.
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2.1. Bakgrund

Figur 2.3: Renderad djupbild på baksida av
testtrave a.

Figur 2.4: Renderad gråskalebild på baksida
av testtrave a.

Tillgängliga dataset med diameterfördelning

Tillgodo i examensarbetet finns drygt 300 dataset med facit där olika diameterfördelningar
är uträknade av Biometria. Facit består av diameterfördelning som Biometria har uppmätt
på respektive trave. Varje enskild stock mäts manuellt 10 cm från stockens toppända med
ett mätdon enligt Biometrias nationella instruktioner för virkesmätning [19]. Mätningen av
toppdiameter illustreras i figur 2.5 nedan[19].

Figur 2.5: Biometrias diametermätningsmetod.

Biometria har räknat fram diameterfördelning med volymen enligt ekvation 2.2 nedan
och använder ett mätdon för att ta fram varje enskild diameter i varje trave enligt figur 2.5.
Notera att Biometria inte preciserar om mätningen sker över stockens bredaste ledd eller
smalasta ledd vilket potentiellt skulle kunna variera mycket i en stock som är oval. Efter
detta estimerar de med ögonmått hur många procent av stocken som är bark. Enligt Björn
Wernersson, utvecklare av GPV på Mabema, kan stockens barkmängd skilja sig upp till sex
procent från stock till stock vilket är en väsentlig potentiell felkälla i diameterfördelningen.
Utöver dessa dataset finns det en stor mängd dataset utan facit.

V =
π

4
L(αDr2 + (1 ´ α)Dt2) (2.2)
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2.1. Bakgrund

I ekvation 2.2 betecknar V stockens volym i kubikmeter, L betecknar stockens längd, Dr dess
rotdiameter, Dt dess toppdiameter och α varierar beroende på längd av stock enligt tabell 2.2
[19].

Tabell 2.2: Konstanten α i ekvation 2.2.

Notera att ekvation 2.2 är en omskrivning av formeln för volymen av en cylinder med
skillnaden att diametern är beroende av α. α speglar hur stor del av en cylinder som ska
räknas med topp respektive rotdiameter för att representera volymen av stocken.

Problematik med diameterestimering

Det finns problematik i digital diameterestimering av stockar eftersom stockarna inte är öron-
märkta med en diameter. Därför går det ej att med säkerhet säga om metoden eller algoritmen
som hittar stockändar är korrekt. Utöver detta finns det osäkerhet kring hur nära verkligheten
diameterfördelningen som Biometria uppmätt är. Flera faktorer tyder på detta: som nämnt är
mängden bark på varje stock uppskattat med ögonmått, faktumet att mätning sker endast
på en ledd samt att alla stockar antas vara raka utan krökningar. Förvisso tar Biometria hän-
syn till eventuella utbuktningar av stocken, det vill säga ifall en utbuktning av stocken är
större än rot-diametern så antas stocken vara av diametern uppmätt vid utbuktning[19]. En-
ligt skogskunskap.se, en grupp av experter och forskare från SLU och Skogsforsk, är det inte
ovanligt att stockar kröker sig eller växer ojämnt[34].

Dessa variationer i stockens fysiska form är väsentliga då stockens volym beräknas enligt
ekvation 2.2 som är en omskrivning av volymen av en cylinder med skillnaden att volymen
justeras med en interpolation av stockens diameter i kvadrat i förhållande till längden. For-
meln tar ej hänsyn till krökning eller ojämn tillväxt. Däremot justerar Biometria mätmetoden
om stocken anses vara så oval att den största diametern är 10% större än den minsta i änden
[19].

Vidare är diameterfördelningen baserad på att vi hittar alla stockändar i traven på ett kor-
rekt sätt. Detta steg i diameterfördelningsestimeringen kallas stocksökning och är ett väsent-
ligt skede för att identifiera vart i bilden stockarna befinner sig samt hur stor diameterarna är.
Som nämnt i kapitlet Dataextraktion görs detta i dagsläget med bildbehandling där en typisk
obehandlad bild ser ut som figur 2.6 och stocksökning med Mabemas algoritm på samma
bild i figur 2.7.
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2.1. Bakgrund

Figur 2.6: Renderad djupbild på baksida av
testtrave a.

Figur 2.7: Funna stockar i testtrave a med
hjälp av bildbehandlingsalgoritm (Röda).

I figur 2.6 ser vi en baksida av relativt god kvalité där konturer av majoriteten av stockarna
är synligt urskiljbara. Däremot finns det stockar i traven som är halva och andra stockar med
svarta hål eller artefakter. Detta beror på att något ockluderat laserstrålarna från att nå fram,
högst troligt en annan stock i detta fall. Dessa problem kan förekomma i högre grad som
i figur 2.8 ett exempel på en trave framifrån. Ibland är traven helt ockluderad så att ingen
information går att avläsas.

Figur 2.8: Ocklusions problem på framsida av trave.

Eftersom det inte finns någon öronmärkning på stockarna är det en svårighet att säga vart
stockarna ligger i bilden. Därmed är annoterade stockar som med hjälp av granskning av
både gråskalebilden och djupbilden av en trave det noggrannaste sättet att beskriva stockens
ände med position och diameter i form av exempelvis en boundingbox.
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2.2. Relaterat arbete

2.2 Relaterat arbete

Här diskuteras andra projekt som använt maskininlärning för att lösa liknande problem och
tidigare internt arbete hos Mabema kring ämnet.

Internt arbete kring diameterfördelning

Mabema har tidigare försökt förbättra GPV systemet bland annat genom en utvärdering Pon-
tus Lindberg gjort i sitt examensarbete där han försöker göra en bättre volymbestämning än
den arbetsgivaren använder i dagsläget och därmed även kolla på stocksökningsmomen-
tet[18]. I Pontus examensarbete kommer han fram till en metod för att hitta stockändar som
han utvärderat med hjälp av visuell inspektion av stickprov. Han anser att denna stocksök-
ningsmetod baserad på bildbehandling är mer pricksäker på att hitta stockändar än Mabemas
befintliga algoritm. Denna metod implementerades däremot inte på grund av ekonomiska
skäl. Algoritmen tog 7-10 minuter per dataset vilket är långt över gränsen för vad som anses
rimligt då nuvarande algoritm klarar av stocksökning på ca 5-6 sekunder enligt uppdragsgi-
varen. Pontus hävdar att en utvecklingsmöjlighet är att ta RGB bilder på travarna för att det
skulle kunna förbättra möjligheterna att rendera bort bark och skymmande ris enligt beprö-
vade metoder [18].

Pontus diskuterar också andra projekt som sysslat med relaterad verksamhet däribland
Asif ur Rahman Shaik med flera [3] som gjort en bildbehandlingsalgoritm för att hitta antalet
stockar i en bild. Denna metod behandlar däremot enbart den bakersta traven på lastbilen.
Den behandlar alltså inte problemet med ocklusion. I en bildtagning av den typiska bilen
med flera travar skulle endast baksidan av den bakersta traven vara av god kvalité medan
resterande travar skulle vara ockluderade.

Intervallsprediktion

För att dela upp stockar i två intervall krävs det en estimering av volymen stockar med en
diameter över eller under valt tröskelvärde. Det kan beskrivas som ett regressionsproblem
där andelen under diametern x skattas till y procent av traven. Det har gjorts flera försök
med djupregression att bland annat bestämma ålder [10], kroppspose [24] och huvudpose
[9]. Djupregression är ett område som utforskas stadigt och är baserat på klassiska convolu-
tional neural networks (CNNs). Vanligtvis består ett CNN av ett antal konvolutionslager följt
av ett par fullt kopplade lager samt ett klassificeringslager av typen softmax. CNNs nyttjas
inte bara i syftet att klassificera utan även för djupinlärning och har med framgång löst flera
datorsynsproblem tidigare [17]. Det som skiljer djupregressions nätverk från CNNs är gene-
rellt att softmaxlagret ersätts av ett fullt kopplat lager och en linjär aktiveringsfunktion[17].

Objektigenkänning och djupinlärning

Djupinlärning är framgångsrikt inom många bildapplikationer och framförallt objekigen-
känning[11]. Flera vetenskapsmän hävdar att deras modeller är likvärdiga eller överskrider
mänsklig förmåga att identifiera objekt som trafikskyltar [6], ansikten [25] och handskrivna
siffror [32]. Därför anses det som en lämplig metod för att skatta stockars diametrar. Vidare
har flera forskare byggt arkitekturer som klarar toppmodern prestanda i realtid (50-100FPS)
[5].

2.3 Syntetisk generering av bilder för objektdetektering

Fotorealistiska renderingar har visats användbara för visuell inlärning under tidigare studier
där syftet har varit att skapa bilder för uppgiften att objektdetektera[22]. Sun och Saenko
bedrev en studie där de renderade 2D och 3D modeller av de objekt som skulle detekteras i
så kallad Domain adaptation(DA)[23]. Enligt Mei Wang och Weihong Deng är DA en version
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2.3. Syntetisk generering av bilder för objektdetektering

av transfer learning (TL) som nyttjar annoterad data i en eller flera relevanta domäner för
att exekvera nya uppgifter i måldomänen[33]. I studien fann de att detektorer som tränat
på virtuell data presterade jämförbart med detektorer som tränat på riktiga bilder, däribland
ImageNet [12]. Notera att denna studie enbart studerat objekt som människan skapat som
stolar, koppar och cyklar. Stockar var därmed troligtvis inte med i studien, däremot utgör
de en simpel geometrisk silhuett vilket djupa neurala nätverk med gott resultat behandlat
tidigare [29][30]. Utöver detta kunde de konstatera att icke-fotorealistiska bilder presterade
precis lika bra som mindre realistiska bilder.

Istället för Domain adaptation har Tobin m.fl. försökt sig på Domain randomization(DR),
ett simpelt koncept där en modell tränas på simulerade bilder som är renderade på ett slump-
mässigt sätt[29]. Med tillräcklig variation i bilderna är syftet att verkligheten ska förefalla som
en variant av den simulerade datan. Målet med denna studie var att lokalisera objekt i en 3D
scen för att sedan plocka upp objektet med en robotarm. Här sparas endast koordinaten på
det objekt som plockas upp.

För träning av modellen skapade de ett slumpmässigt antal objekt där ett utav objekten
var intressant för roboten att plocka upp. Vidare fann de i denna studie att denna metod
visade bättre resultat med följande faktorer:

• Förekomsten av distraherande objekt i träningsbilderna

• Randomisering av kamera positionen

• Brus i träningsbilderna

• Att inte nyttja TL

Mängden brus i bilderna hade mycket liten påverkan på modellens prestation, det som lades
vikt på var ifall brus introducerades i bilderna eller ej. Att använda komplexa texturer samt
ljussättning har också visat sig vara viktiga aspekter i syntetiska dataset [30].
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2.4. Utvärderingstekniker för objektigenkänning

2.4 Utvärderingstekniker för objektigenkänning

Det råder konsensus kring hur objektigenkänning bör mätas i professionella sammanhang.
Intersection over union (IoU) är en evaluering över hur mycket utav prediktionsområdet som
överlappar med det annoterade området (ground truth). IoU kan då variera mellan 0-1 där 1
är en exakt överlappning och en perfekt objekt estimering och 0 är helt felaktig. Anta att IoU
med ett värde över 0.5 är en korrekt klassning och ett värde under 0.5 är en felaktig klassning.
Klassningarna delas in i true positives (TP), true negatives (TN), false positives (FP) och false
negatives enligt figur 2.9[20].

Figur 2.9: Illustration av relevanta element.

Då definieras Precision som ekvation 2.3 och Recall som ekvation 2.4.

Precision =
TP

TP + FP
(2.3)

Recall =
TP

TP + FN
(2.4)

AP =
ÿ

n
(Rn ´ Rn´1)Pn (2.5)

Average precision (AP) är arean av relationen mellan Recall och Precision beskriven som en
stegplot enligt ekvation 2.5. Där Pn och Rn är Precision och Recall vid var n:te steg. Detta mått
används för att jämföra objektigenkänningsresultat från dataset som COCO och ImageNet
för att utvärdera objektdetekteringen. COCO är ett dataset sponsrat av Google och Facebook
med över 135k annoterade bilder[7].

Det går att utvärdera AP i en objektigenkänningsmodell för syntetiska bilder men det går
inte att applicera på bilder från arbetsgivarens dataset. Därmed bör en lösning med visuell
inspektion användas i stil med den metod Pontus gjort i sitt arbete [18].
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3 Metod

I detta kapitlet beskrivs analys av underliggande data, de två metoder som använts för att
estimera diameterfördelningen och tillvägagångsättet till resultatet. Alla beskrivna modeller
har implementerat en version för att estimera kubb-virke och en för timmer-virke.

3.1 System

Allt arbete i form av bildbehandling och träning av neurala nätverk skedde med processorn
Intel i7-6700 CPU @ 3.40GHz, 3401 Mhz, 4 Core(s) och grafikkortet NVIDIA GeForce RTX
2060 nyttjades där det var möjligt för att öka processeringshastigheten.

Dataset

De dataset som nämnts i 2.1 är sparade i olika strukturer beroende på från vilken GPV-
anläggning de är genererade. Dess diameterfördelning är sparad på en separat plats men
länkas ihop med rätt dataset med hjälp av ett ID. Om inget annat nämns syftar ett dataset till
den renderade djupbilden av baksidan av traven.

3.2 Analys av dataset

Det är inte trivialt hur diametrarna fördelar sig över alla stockar som processeras av GPV-
systemet. Det finns många olika ändamål som virke kan användas till, som tillexempel såg-
timmer, massaved, pappersbruk eller biobränslen. De olika brancherna har sina krav och
önskemål när det kommer till hur stockarna optimalt ska se ut. Dessa parametrar och vilka
områden som avverkning sker på är svåra att förutspå, därför är det intressant att analysera
data från stockar som uppmätts i systemet.

För att framgångsrikt analysera och förutspå diametrar i datan delades alla dataset upp i
kubb respektive timmer enligt kapitel 2.1. I arbetsgivarens databas finns data om 5892 kubb-
stockar där deras topp och rotdiameter är uppmätta av Biometria. Istället för att anta att
diametrarna är normalfördelade analyseras denna data. Travarna virke lastas slumpvis så
toppändan kan hamna bak eller fram med lika stor sannolikhet. Bilderna som analyseras
har därmed en slumpmässig blandning. De 11784 uppmätta kubbändarna är fördelade enligt
figur 3.1.
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3.2. Analys av dataset

Figur 3.1: Stockdiametrars fördelning av 11784 stockarändar. Virke: kubb. Längd: 245cm.

Utöver fördelningen av diametrar kan vi se en Kernel density estimation (KDE) i figur
3.1 med en blå linje. KDE är ett sätt att estimera täthetsfunktionen eller probability density
function (PDF) som beskriver fördelningen av ett ändligt antal stickprov från en population.
Denna data är användbar i skedet att skapa syntetisk data då vi kan skapa dataset med lik-
nande fördelning. För att analysera timmerstockarna har samma sorts figur tagits fram i figur
3.2.

Figur 3.2: Stockdiametrars fördelning av 7338 stockarändar. Virke: Timmer. Längd: fallande
längd.
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3.2. Analys av dataset

Om vi jämför fördelningarna i figur 3.1 och 3.2 kan vi se att diametrarna överlappar stort.
Den största skillnaden är att timmerstockar inte har något tak på hur stora de får vara. Där-
med blir det en liten svans upp mot diametrar som närmar sig metern. I dessa extremfall när
virket är i större änden av spektrumet skiljer sig bilderna väsentligt från bilder på mindre
stockar. Detta för att roten av en större stock ofta är mindre cirkulär. Det kan vi se i timmer-
testtrave f exempelvis i figur 3.3.

Figur 3.3: Timmertesttrave f.

Trädet blir format av omgivningen under dess livstid och är därför inte lika lik en per-
fekt cirkel som stockar med mindre diameter blir. Vidare konstateras att flera stora stockar
befinner sig i samma trave trots att sannolikheten borde vara väldigt låg om en stock drogs
slumpmässigt ur populationen som figur 3.2 beskriver. Detta fenomen beror troligtvis på att
större träd kapas till flera timmerstockar och läggs på samma trave. Därmed kommer extrem-
fallen med stora stockar ofta i samma trave eller med samma lastbil. Timmerdataseten som
finns tillgängliga med facit överrepresenteras av dessa travar med stora stockar, detta leder
till att diameterfördelningsestimering av dessa blir ensidig alltså nära 0 eller 100%.

Relation mellan topp och rotdiameter

I många dataset går det inte att identifiera den andra ändan av stocken och vissa stockar
slutar mitt i traven och är helt ockluderad. Diameterfördelningen räknas med hjälp av topp-
diametern av alla stockar och därför är det intressant att hitta en relation mellan topp- och
rotdiametern på stockar. Nedan visualiseras den data av stockändar som var tillgängliga i
arbetet i scatterplots.
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3.2. Analys av dataset

Figur 3.4: Scatterplot mellan topp- och rotdiameter samt linjär regression av 5892 stockar.
Virke: kubb. Längd: 245cm.

I figuren 3.4 går det att urskilja ett avstickande spår med stockar som har en toppdiameter
som är större än rotdiametern. En möjlig anledning till detta är att det finns felaktigheter i
uppmätta stockarna. Alternativt att topp- och rotdiameter blivit ihopblandade.

Vidare är en enkel linjär regression gjord för att approximera en funktion som beskriver
förhållandet mellan rot- och toppdiameter. Denna linje är ritad i rött i figur 3.4.

Samma regression gjordes för att hitta realtionen mellan topp- och rotdiameter för tim-
merstockar i figur 3.5.

Figur 3.5: Scatterplot mellan topp- och rotdiameter av timmer samt linjär regression av 3669
stockar.
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3.3. Matematisk modell för diameterfördelningen

3.3 Matematisk modell för diameterfördelningen

Oberoende av de två olika metoderna som presenteras nedan så nyttjas samma teknik för att
räkna på diemeterfördelningen. För att räkna på volymen av varje stock i traven nyttjades
formeln för en stympad kon:

V =
πh
3
(R2 + Rr + r2) (3.1)

Där R är radien av rotändan, r är radien av toppändan och h är längden av stocken. Alterna-
tivet hade varit att räkna på stockens volym med formeln för en kon men formen av en kon
smalnar av helt till en punkt. En stympad kon smalnar av på samma sätt men till en mindre
diameter, likt en stock.

Vidare för att ta fram diametern för varje stock med boundingbox-data nyttjades ett me-
delvärde av boundingbox-koordinaterna för varje stock enligt ekvation 3.2.

D =
(xmax ´ xmin) + (ymax ´ ymin)

2
(3.2)

Diametern D blir då helt korrekt för en cirkulär stock medan mer ovala stockar blir approxi-
merade till att vara runda. För att avgöra vilka stockändar i traven som är topp och rotstockar
sorterades alla stockar efter diameter och sedan antogs den mindre hälften vara topp ändar
samt den större hälften rotändar. Detta bör vara en god uppskattning då stockar lastas slump-
vis på lastbilsflak. De diametrarna omvandlades sedan till R och r för att pluggas in i ekvation
3.1 genom det linjära förhållanden mellan rot och topp som presenteras i sektionen 3.2. Det
vill säga att de rotändar som hittas omvandlas till toppändar enligt den linjära formel som
plockats fram. Denna beräkning implementerades i ett Pythonskript.

3.4 Metod 1: Intervallbestämning med hjälp av maskininlärning

Med problematiken att det inte finns några öronmärkta stockar i något dataset var det förs-
ta tillvägagångssättet att bestämma vilka diameterintervall bilderna visade. Det vill säga att
modellen tar in en bild på en trave och sedan förutsäger hur många procent av diameterför-
delningen som är över eller under ett visst tröskelvärde. Idén var att se om TL i olika modeller
är effektivt för att förutspå diameterintervallet. En modell använder intervallet för att diame-
terfördela över eller under exempelvis 18 cm. Frågan är om ett neuralt nätverk skulle kunna
hitta features för att komma över komplexiteten i de ekvationer som bygger diameterfördel-
ningen. Är det möjligt att komma runt stocksökningsmomentet? Genom att abstrahera steget
stocksökning skulle diameterestimeringen potentiellt kunna vinna i tid och reducera onödig
komplexitet.

Ramverk för Metod 1

För att komma igång med en prototyp användes Keras som är ett djupinlärnings API utveck-
lat för att snabbt kunna experimentera [15]. Detta bibliotek är byggt i Python och kördes ovan-
på TensorFlow[21][26]. IrfanView användes för konvertera bilder mellan olika filformat[13].

Arkitektur för Metod 1

I figur 3.6 nedan presenteras den övergripande arkitekturen för modellen.
Det första steget i processen är att gå in i mappstrukturen där all genererad data finns och

hämta ut alla dataset med en facit diameterfördelning för att sedan konverteras till filformatet
PNG. Detta görs för att TIFF, formatet som datasetet är producerat i, inte är kompatibelt med
Keras samt för att PNG är ett icke-förstörande filformat.

I nästa skede kopplas varje dataset till dess andel av diameterfördelningen som är över
18cm i diameter. Beslutet togs att separera delen som är över 18cm respektive under 18 cm
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3.4. Metod 1: Intervallbestämning med hjälp av maskininlärning

Figur 3.6: Struktur av Intervallbestämningsmodell.

eftersom majoriteten av stockarna i de annoterade dataseten är kring 18cm i diameter. På så
vis får modellen iaktta många dataset på båda sidor tröskelvärdet. Arbetsflödet delades upp
i två olika projekt i Jupyter notebook skrivna i Python. Ett projekt för förbehandling av data
och ett för maskininlärning. Jupyter notebook är en öppen källkodswebapplikation som möj-
liggör att skapa dokument med kod, visualiseringar och narrativ text[28]. Jupyter och Python
kördes från en virtuell miljö som sköttes från Anaconda [1]. Anaconda är en datavetenskaps-
platform med funktionen att enkelt kunna hantera digitala tillgångar som virtuella miljöer.
Detta är ett kraftfullt verktyg när olika mjukvarupaket inte är kompatibla med varandra. Med
hjälp av dessa virtuella miljöer går det snabbt att hantera versionskonflikter mellan paketen
vilket var frekvent förekommande i projektet.

Vidare utfördes försök med olika djupinlärningsmodeller för att få en grov uppfattning
om deras användbarhet. Följande modeller testades från Keras applikationsbibliotek:

1. MobileNet

2. MobileNetV2

3. Resnet50

4. DenseNet121

Dessa modeller laddades in med förtränade vikter från ImageNet [12]. Därmed nyttjades
TL och modellerna modifierades genom att hålla majoriteten av lagrena i modellerna frusna
och låta vikterna ändras på de översta lagren för att anpassa modellen till projektets pro-
blemdomän. Aktiveringsfunktionen byttes till en linjär för att skapa regression. Dataseten
delades upp enligt tabell 3.1.

För att förvränga och mata in bilderna i modellen användes Keras imageDataGenerator.
Bilderna normaliseras i detta skede och förvrängs på olika sätt allt eftersom träning sker
enligt figur 3.7
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3.4. Metod 1: Intervallbestämning med hjälp av maskininlärning

Tabell 3.1: Tabell över träning/valideringsfördelning

Antal dataset Andel av alla dataset
Träning 214 70%
Validering 92 30%

Figur 3.7: on the fly data augmentaiton process för att förvränga data.

Detta innebär att nätverket ser olika variationer av datan för varje epoch. En epoch
har gått när alla dataset har passerat genom nätverket en gång. Träningen sker med loss-
funktionen mean square error (MSE) vilket är ett medelvärde av den kvadrerade differensen
mellan predikterat värde och faktiskt uppmätt diameter (ground truth). Loss-funktionen me-
an absolute percentage error (MAPE) experimenterades med men den visade sig inte fungera
särskilt bra på värden nära noll. Loss-funktionerna presenteras i ekvation 3.3 och 3.4.
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I ekvation 3.3 och 3.4 är e felet och y ground truth. Följaktligen används modellen för att
prediktera diameterfördelningen enligt det tröskelvärde som den tränats identifiera.

Avfärdande av Metod 1

Efter flera försök med olika modeller i Keras applikationsbibliotek avfärdades denna metod
då modellen inte gav några goda resultat. På grund av dessa faktorer avslutades utvecklingen
av metoden:

1. Liten mängd träningsdata.

2. Brist på vetenskaplig dokumentation inom ämnet regression utifrån bilder.

3. Bristande modell som inte konvergerar tillräckligt väl.

4. Bristfällig information till modellen.

5. Känslig för intervallkonfiguration.

Om modellen konfigureras till högt/lågt tröskelvärde för intervallindelningen är risken hög
att väldigt lite data med den extrema diametern finns tillgänglig för inlärning. Det gör model-
len sårbar för små dataset. För att räkna på diameterfördelningen krävs en volymberäkning
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3.5. Metod 2: Objektigenkänning med hjälp av syntetisk data

också, det blir då svårt för modellen då stockar med samma diameter kan ha olika längd. Mo-
dellen blir också oflexibel då den behöver tränas om för varje tröskelvärde. Enligt de belägg
som nämnts ovan togs beslutet att avsluta utvecklingen av denna metod. Det betyder inte att
det inte går att få ett okej resultat men detta tillvägagångsätt, men det anses inte vara värt att
fortskrida. Resultat från de försök som gjorts kommer ändå att presenteras.

3.5 Metod 2: Objektigenkänning med hjälp av syntetisk data

Denna metod till skillnad från Metod 1 bryter ner problemet för att sedan lösa det med ekva-
tionerna som ligger till grund för diameterfördelningen. Det innebär att så precis som möjligt
estimera varje enskild stocks diameter med hjälp av objektdetektering. För att skapa en god
objektigenkänningsmodell krävs det att iterativt testa sig fram med olika hyperparametrar
och justera dessa med trial and error i kombination med kunskap från tidigare försök och
vetenskaplig litteratur.

Ramverk för Metod 2

Denna metod syftar till att hitta stockarna med hjälp av objektdetektering, mer precist med
Tensorflows objektdetekteringsAPI [27]. Detta är ett ramverk med öppen källkod som är ska-
pat för att göra det enkelt att skapa och träna modeller. Detta ramverk valdes eftersom stor
mängd information finns tillgängligt och gemenskapen kring förvaringen på Github är en
av de största när det kommer till objektigenkänning. Unity användes för att fysiskt simule-
ra travar med stockar samt för att fånga bilder på dessa[31]. Unity är en spelmotor som är
utvecklad av Unity Technologies. Motorn används också utanför spelindustrin i industrier
så som film-, bil-, arkitektur-, ingenjör- och konstruktionsindustrin. Unity lämpade sig väl
i projektet då erfarenhet i att utveckla mjukvara med motorn gjorde det snabbt att komma
igång.

Arkitektur för Metod 2

För att iterativt kunna jobba fram en objektigenkänningsmodell var det viktigt att först skapa
ett helt system från träning till analys av resultat[14]. Arkitekturen är uppritat grovt i figur
3.8.

Träningsdata skapas i from av syntetiska bilder i Unity vilket beskrivs mer i detalj i nästa
kapitel. I samband med att syntetiska bilder av travar skapas så plockas också boundingbox
koordinater ut och skrivs till en CSV-fil för varje producerad bild. För att objektdetekterings
API:et ska kunna hantera dessa koordinater krävs det att de serialiseras i en TFRecord-fil
där alla koordinater också länkas till rätt bild. Vid serialisering då antalet bilder överskrider
1000 rekommenderas att lagringen delas upp i så kallade shards[27]. Sharding implemente-
rades med tanke på att stor mängd bilder är önskvärt. Modellen som användes för träning
var Faster-RCNN-Inception-V2, vilket är en integrerad modell i objektdetekterings API:et
som ligger i mitten av spannet modeller när det kommer till uppoffring av pricksäkerhet för
snabbhet. I nästa steg matas en bild in i modellen för att prediktera vart det finns stockar i bil-
den med hjälp av boundingboxes. Detta steg kallas också för stocksökning. För att underlätta
identifieringen av stockar skrevs en funktion som ritar ut en cirkel i dessa boxar för att repre-
sentera varje funnen stock. För att utvärdera resultatet jämförs resultatet med ett handplockat
urval bilder med olika egenskaper för att utvärdera visuellt hur väl prediktionerna stämmer
med verkligheten. Detta beskrivs mer i detalj i sektion 3.9. I detta steg kalibreras också de-
tektorns parametrar innan den slutligen testas på alla facitbilder. I detta skede räknas också
diameterfördelningen ut med den matematiska modell som beskrivs i kapitel 3.3.
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3.5. Metod 2: Objektigenkänning med hjälp av syntetisk data

Figur 3.8: Struktur av modell 2

Syntetisk generering av bilder

Den syntetiska bildgenereringen bygger på Domain adaptation och Domain randomization
som omnämns i kapitel 2. Genom att fysiskt simulera hur en lastbilstrave lastas och sedan
ta bilder av dem skapades träningsdataseten. Genom att skapa bilder så lika arbetsgivarens
bilder som möjligt är förhoppningen att attribut som symboliserar en stock och dess diameter
går att överföra från den simulerade domänen till arbetsgivarens domän.

Det första steget i Unity var att skapa en miljö som har samma fysiska begränsningar som
en lastbilstrave. För att relatera fysiska mått i verkligheten till scenen representerar en meter
en längdenhet i Unity. Måtten av bankbäddens bredd är tagen från en typisk lastbil på 2,3
meter[19]. Genom att låta plan agera som golv, stöttor och hytt skapades en prototyp av en
trave som i figur 3.9.

Dessa plan renderas inte i själva bildtagningen av traven. Stockarna i figuren 3.9 skapades
i form av cylindrar med en diameter som var inom omfånget för kubb. Alla stockar i model-
len är baserade på en och samma cylinder och kopior skapas sedan som enbart varierar i
diameter och längd. På dessa cylindrar är också ett plan fäst längst ut på stocken med samma
sidlängd som diameter av stocken. Detta plan renderas inte i bilderna utan används för att
hämta boundingbox koordinater från vardera hörn och representerar stockens position.

Stockarna släpptes från en höjd över marken för att staplas på ett naturligt sätt i traven.
För att generera bilder skrevs fyra skript:

Tabell 3.2: Skript för bildsyntes

Skript Funktion
Scenkontrollerare Hantera scenen och stockarnas dimensioner
BildSyntes Att skriva CSV och PNG filerna
BoundingBoxes Regristrera boundingbox data
objektPool Nyttja designmönstret “objekt pool pattern”

En objekt pool nyttjades för att slippa instansiera nya objekt och ta bort dem hela tiden.
Detta gjordes för att nya objekt skapas snabbare än skräpinsamlingen hinner ta bort objek-
ten. Genom att återanvända samma stockar kunda minnesallokeringen vara på en stadig
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3.5. Metod 2: Objektigenkänning med hjälp av syntetisk data

Figur 3.9: Fysisk simulering med begränsande barriärer

nivå i takt med att programmet kör. En bild skapas i varje cykel av syntesprogrammet och
händelseförloppet sker i denna följd:

1. Ett slumpmässigt antal transformer skapas.

2. Transformerna blir tilldelade slumpmässiga diametrar.

3. Stockar från objekt poolen aktiveras och tilldelas transformernas dimensioner.

4. Stockarna släpps från slumpmässig position ovanför traven.

5. Stockarna landar och bildar en trave.

6. Boundingbox koordinater läses av och sparas samtidigt som en bild sparas.

7. Stockarna återvänder till objektpoolen och avaktiveras.

Steg 1 och 2 baseras på fysiska storlekarna av stockarna och gjordes då olika beroende
på om modellen justerades för kubb eller timmer. Fördelningen diametrar implementerades
för att efterlikna KDE för respektive virkessort som presenterats i kapitel 3.2. I steg 4 aktive-
ras stockarna slumpmässigt inom en låda med bredden av lastbilen och en höjd på två till
tio meter. Detta sker för att stockar inte ska kollidera med varandra i aktiveringsskedet. När
stockarna väl lagt sig ner hämtas stockarnas position i scen-rymden och konverteras till pix-
elkoordinater. Dessa koordinater skrivs sedan till en CSV fil per bild och sparas med ett ID
som namn. Bilden fångas på traven och döps med samma ID som CSV filen. Bilderna testades
och utvecklades allt eftersom och såg ut som figuren 3.10.
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3.6. Metod 1 i symbios med syntetiskt genererad data

(a) 512x512 (b) 512x512
(c) 512x512

(d) 875x1000 (e) 875x1000

Figur 3.10: Progression av genererade bilder.

Till en början utfördes experiment med låg kvalité för att snabbt skapa en prototyp. Dessa
bilder genererades och såg ut som figur 3.10a. Denna prototyp visade lovande resultat och
hittade stockar trots att domänen skiljer sig grovt från måldomänen. I nästa iteration (b) ef-
terliknas bilden lite bättre med svart bakgrund. I iteration (c) har kamereperspektivet ändrats
till ortografiskt samt att grafiken målas med hjälp av en djuphets shader. Denna fungerar på
samma sätt som djupbilderna i och med det att gråskalan förändras beroende på avstånd
mellan stock och kamera. I figur (d) har upplösningen uppgraderats till att stämma överens
med datasetets (875X1000). Vidare i figur (e) så har meter/pixel ration korrigerats så att den
stämmer överens med dataseten och antalet stockar är uppdaterat för att stämma överens
med antalet i en riktig trave. Vidare försök gjordes för att modifiera meshen av stockarna för
att introducera mer realistiska oregelbundenheter i dem. Utan vidare framgång lades dessa
försök ned då det var tidskrävande och visade sig vara svårare än förväntat.

3.6 Metod 1 i symbios med syntetiskt genererad data

Då resultaten från metod 1 inte var lovande och problematik fanns i de få dataset tillgängliga
kom möjligheten att introducera en mängd nya syntetiska bilder. I och med att koden redan
finns tillgänglig för metod 1 kunde en ny version arbetas fram för att dra nytta av samma
bilder som genererats i metod 2. Därmed kunde modell 1 träna på en större mängd data.
Med hjälp av skriptet för volymberäkning beskrivet i kapitel 3.3 pluggades facit snabbt in i
modellen. I övrigt ändrades inget i arkitekturen för metod 1.
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3.7. Handannoterad modell

3.7 Handannoterad modell

Denna modell skapades för att riktmärka och kunna utvärdera värdet av den syntetiskt ge-
nerade datan. Modellen gör stocksökningsmomentet med objektigenkänning tränad på han-
dannoterad data. Arkitekturen är densamma som metod 2 med skillnaden att modellen trä-
nas på data från facit dataseten. Annoteringen gjordes med hjälp av LabelImg som är ett
verktyg för detta med öppen källkod [16]. Annoteringen utfördes rent praktiskt genom att
placera ut alla fyra hörn av en boundingbox kring klart urskiljbara stockar, processen uppre-
pades sedan för alla stockar i bilden. Många stockar är svåra att definiera med blotta ögat på
grund av störningar i bilden och utelämnades då. För att med så stor säkerhet som möjligt
pricka rätt vid stockannoteringen granskades både djupbilden och gråskalebilden av samma
trave. För kubb versionen annoterades fyra bilder med totalt 680 stockar och för timmer nio
bilder med totalt 380 stockar.

3.8 Iterering av objektdetekteringen

I skedet att bygga beräkningsprocessen för diameterfördelningen klarnar en del tillkortakom-
manden som objektdetektorn har. Därmed beskrivs vilka åtgärder som görs för att försöka
bättra på resultatet i denna del.

Stockar som hittas utanför traven

Ett problem uppstår när säkerheten på stockarna är väldigt låg i modellen vilket krävs i vissa
fall för att hitta stockar. Då kan flera stockar detekteras i bankbädden som ofta består av
brus exempelvis. De stöttor som finns och håller stockarna på plats är bortrenderade medan
bankbädden finns kvar i bilden. Artefakter bildas ibland också i bilden när stöttor inte har
renderats bort ordentligt men dessa artefakter är oftast inte lika signifikanta som de brus som
blir av bankbädden. I figur 3.11 och 3.12 illustreras två exempel på detta fenomen.

En metod för att exkludera stockar som hittas i bankbädden är att avskilja stockar funna
under ett visst pixelvärde med en avskiljningslinje som illustrerat i figurerna 3.11 och 3.12.
Naturligtvis är det samma princip som att beskära bilden vilket hade varit mer beräknings-
vänling, men eftersom detta är ett så sällan förekommande fenomen tacklades inte den mer
komplexa uppgiften att beskära alla bilder olika. I stället observerades ca 100 dataset för att
välja en avskiljningslinje som enbart skiljer av uppenbart felplacerade stockträffar.

Stockar som överlappar

I vissa fall kan mindre stockar hittas i större stockar om bilden är brusig eller trasig på grund
av någon annan störning. Detta fenomen är ganska ovanligt men bör tacklas eftersom bilder-
na som analyseras är djupbilder. Stockarna sticker ut olika mycket och kan därför ockludera
varandra i stor utsträckning i de projicerade bilderna. Några exempel på fenomenet presen-
teras nedan i figur 3.13

Non-maximum supression (NMS) är en hyperparameter eller ett begrepp som används
inom objekt detektering som avgör hur mycket detekteringar får överlappa. För att fortfaran-
de detektera stockar som överlappar lite applicerades NMS med ett IoU tröskelvärde på 0.3.
Detta innebär att där det sker en kollision med mer än 30 procent överlappning så prioriteras
den detektion modellen anser vara mest lik en stock.

Hål i dataseten

I vissa bilder saknas det information om stockändar och istället för stockar är det svarta hål.
Detta bidrar till en felkälla i estimeringen av diameterfördelningen. För att ta hänsyn till den-
na volym av stockar som inte upptäcks av detektorn eller de stockar som inte finns med i
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3.8. Iterering av objektdetekteringen

Figur 3.11: Renderad djupbild av funna stoc-
kar samt avskiljningslinje (grön).

Figur 3.12: Ytterligare ett exempel med av-
skiljningslinje (grön) där stockar hittas i brus.

(a) Önskvärt beteende vid överlappning (b) Oönskad överlappning

(c) Oönskad överlappning (d) Oönskad överlappning

Figur 3.13: Överlappningar av olika slag.
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3.8. Iterering av objektdetekteringen

bilden över huvud taget så bör volymen justeras. För att justera för håligheter i traven upp-
skattades ett rektangulärt område som förväntas vara fyllt av stockar. Med hjälp av bredden
av en bankbädd och den avskiljelinje som tagits fram i avsnittet 3.8 skapades botten och sidor
av rektangeln. Topppen av rektangeln skapas av att analysera de tre överst funna stockarna
och plockar ett av dessa värden som tak. Här analyseras de tre översta funna stockarna ef-
tersom extremfall förekommer då en stock hittas långt över den faktiska traven och skapar
därmed en redundans mot sådana fel. Ett exempel på ett sådant rektangulärt område syns i
figur 3.14.

Figur 3.14: Exempel på områdesuppskattning för timmertraven (Grön)

En algoritm implementerades för att justera volymen genom att räkna ut medeldiametrar-
na av de funna stockarna och sedan fylla det rektangulära området med dessa stockar. Sedan
jämförs antalet funna stockar i bilden med det approximerade antalet stockar för att se hur
många stockar som detektorn eventuellt missar. Volymen av de missade stockarna fördelas
enligt fördelningen av de funna stockändarnas diametrar och adderas till respektive volym
över och under diameter-tröskelvärdet.

Augmentering av träningsdata

I tensorflows objektdetekterings API finns en mängd olika augmenteringar som går att ap-
plicera på träningsdatan. För att visualisera dessa och granska vilka som skulle kunna var
relevanta att använda i projektet skrevs ett skript som visualiserar de valda augmentering-
arna X antal gånger. Eftersom augmenteringarna har unika slumpmässiga parametrar är det
intressant att titta på effekten av när de verkar på åtminstone en handfull bilder. Därefter
kunde beslut fattas hurvida de är intressanta för användning. Två stycken augmenteringar
stack ut från mängden och ansågs vara mest relevanta.

1. Random_black_patches

2. Auto_augment_images

Random_black_patches ansågs vara relevant då den introducerar svarta fyrkanter slumpvis i
träningsbilderna. Eftersom djupbilderna är helt svarta där information om stockarna saknas
kan dessa svarta lådor bidra med realistiskt trasiga bilder. I synnerhet passar denna modifi-
ering till de syntetiskt genererade bilderna medan de eventuellt kan introducera för mycket
trasighet i de handannoterade bilderna som redan är fulla av artefakter och saknar data.

Auto_augment_images är enligt tensorflows dokumentation den policy innefattande en
mängd olika augmenteringar som presterat bäst på COCOdatasetet[27]. Om denna policy
fungerat bra på en mängd olika sorters objekt finns det goda förhoppningar om att den kan
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3.9. Utvärderingsteknik

ge denna stockdetektor bättre förutsättningar också. Auto_augment_images visade sig intro-
ducerade mycket fel i prediktionerna i form av förstora bounding boxes och användes inte
vidare i projektet.

3.9 Utvärderingsteknik

För att göra en neutral bedömning av resultatet av de olika metoderna är det viktigt att ut-
värdera på ett systematiskt sätt.

Utvärdering av Metod 1

För att utvärdera Metod 1 kommer lossvärdet att plottas över de epoker som modellen trä-
nat på. Ifall modellen visar lovande resultat med fel som avviker med mindre än 20% från
ground truth så kommer utvecklingen av metoden att fortskrida och testas mer noggrant på
dataset från arbetsgivaren.

Utvärdering av Metod 2 och handannoterad modell

För att utvärdera metod två och den handannoterade modellen kördes först objektdetektorn
igenom alla bilder i testseten för att kalibrera modellen. Modellerna kalibrerades för att mini-
mera den systematiska avvikelsen. Eftersom olika inställningar skapar olika bias i detektorn
kan det vara bra att justera för dessa följande parametrar.

1. Procent av alla stockar som är bark

2. förtroendepoäng

Förtroendepoäng syftar till hur säker detektorn är på att det den hittar är en stock. Det vill
säga att om denna parameter skruvas ner ökar sannolikheten att hitta stockar men också
sannolikheten att hitta stockar i brus. Detektorn kan fånga silhuetten väldigt bra av en stock
men det är ändå inte den verkliga uppmätta diametern. Eftersom stocken kontrollmäts en bit
in på stocken samt för att en viss procent av den uppmätta diametern är bark blir den faktiska
diametern inte lika stor som den silhuett som syns i bilden. För att kalibrera in detektorn
kördes den på testtravarna och följande värden observerades av resultatet

1. Pearsons korrelation

2. Systematisk avvikelse

3. Absolut medelavvikelse

4. Andel travar med 10% < fel

5. Andel travar med 15% < fel

För mätvärden som förhållanden (diameterfördelning) passar Pearsons korrelations koeffici-
ent (PC) eftersom den beskriver korrelationen mellan två variabler. I arbetet användes imple-
mentationen av PC från SciPy biblioteket. Koefficienten varierar mellan -1 och 1 där 1 är total
positiv korrelation, 0 är ingen korrelation och -1 är total negativ korrelation.

Systematisk avvikelse syftar till ett medelvärde av differensen vilket signalerar ifall mo-
dellen systematiskt underskattar volymen eller systematiskt överskattar den. Detta mätvärde
är ett av dem som har en kravställning på sig. Absolut medelavvikelse visar ett medelvärde
av absolutbeloppet av alla fel och är därmed ett bra mått ifall felet som observeras både är
negativt och positivt. Sedan observeras antalet travar med fel större än 10% och 15% , det-
ta eftersom de är intressanta gränser som Biometria satt upp för att godkänna automatisk

26



3.9. Utvärderingsteknik

virkesmätning. Ett skript för att utvärdera dessa värden skrev så att testningen kunde auto-
matiseras. Utvärderingen av dessa mätvärden automatiserades på samtliga dataset med facit,
210 kubbtravar och 96 timmertravar. Alla stockar antas vara 245cm långa eftersom detta är
längden av kubbstockarna i facitdatan. Detta är en felkälla då vissa stockar kan sluta mitt i
traven samt att timmerstockarnas längd kan variera.

Utvärdering av stocksökning

Cocodatasetet som arkitekturen i modell två är förtränad på har ett eget utvärderingssytem
med olika mätvärden som granskar objektdetektering. Där mäts average precision (AP) och
average recall(AR) på små som stora objekt. De mäts även på olika IoU nivåer för att skildra
pricksäkerheten i precisionen. Detta är ett intressant mått på den tränade modellen men det
avgör nödvändigtvis inte hur väl objektdetekteringen presterar i måldomänen[7].

Utvärdering av stocksökningen på dataseten görs därför med visuell inspektion för att
utröna hur pass precis objektdetekteringen hittar stockar. Det krävs att en person går ige-
nom objektdetekterade bilder och jämför med tidigare resultat. För att vara konsekvent med
granskningen i projektet plockades sju dataset ut från kubb och timmer respektive med olika
egenskaper och artefakter(Se Appendix A). Vid ett givet utvärderingstillfälle kördes objekt-
detektorn på alla dessa bilder, så kallade testtravar. För att skaffa ett riktmärke att gå efter
under utvärdering jämfördes varje stock hittad av objektdetektorn med arbetsgivarens stock-
sökningsalgoritm. Varje iteration då modellen utvärderades så loggas resultat av bilderna i
en rapport med information om eventuella nya implementationer i modellen. På så vis var
det också möjligt att evaluera förbättringar mot tidigare versioner av objektigenkänningen.
Nedan i figur 3.15 presenteras ett dataset som körts igenom objektdetektorn och till höger
samma trave med arbetsgivarens detektioner.

Figur 3.15: Funna stockar på baksida av test-
trave a med objektdetektering(blå).

Figur 3.16: Funna stockar i testtrave a med
hjälp av bildbehandlingsalgoritm (Röda).

Objektdetekteringen sker med boundingboxes men för att utvärdera precisionen av dia-
metrarna målas cirklar ut över funna stockar som i figur 3.16. Dessa cirklar är den inskrivna
cirkeln i rektangeln som symboliserar stocken.

För att systematisk kunna jämföra olika versioner av objektdetektorn har olika mätvärden
att räknas fram för varje detektor. Följande mätvärden nyttjades:
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3.9. Utvärderingsteknik

1. Precision

2. Recall

3. IoU score

Precision och Recall räknas på stockar där true positive anses vara detektioner med IoU upp-
skattad större än 0.5. För att ta hänsyn till hur bra detektorn passar cirklarna över stockarna
myntades IoU score, ett mått på en skala 1-5. Tanken är att täcka in de IoU grader mellan
0.5 och 1.0 som Precision-mätvärdet missar. Detta för att ge en riktlinje av hur väl stockar
hittas bedöms IoU score genom den upplevda pricksäkerheten av bilder i testsetet. För att
utvärdera dessa mätvärden kördes objektdetektorerna på alla testtravar för kubb och timmer
respektive.
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4 Resultat

Detta kapitel presenterar resultatet av Metod 1 och Metod 2 där fokus är på Metod 2 och
stocksökningssteget som är del av metod 2 och det mest kritiska momentet i processen. All
objektdetektering sker på Grafikprocessorn.

4.1 Metod 1

För att modellen ska vara användbar måste den klara av att minst 15% av travarna predik-
teras >15% fel i och med den kravställning som finns på autonom diameterestimering. Mätt
med MSE innebär detta att felet inte bör överstiga 15 centimeter kvadrerat. Därmed bör inte
felet i figurerna nedan överskrida 255 centimeter. Metod 1 med olika nätverksarkitekturer
från Keras applikations bibliotek presenteras i figur 4.1 i form av loss plottar.
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4.1. Metod 1

(a) MobileNet (b) MobileNetv2

(c) ResNet50 (d) DenseNet

Figur 4.1: Prestationer av de olika modeller som prövats.

Metod 1 i symbios med syntetiskt genererad data

Ett experiment utfördes med MobileNetv2 som visat mest stabila resultat i första iterationen
av modellen. I denna metod användes MAPE vilken är annorlunda att utvärdera eftersom
värden nära noll blir extrema och noll blir odefinierat. Dessa resultat visas i figur 4.2 och 4.3.

Figur 4.2: MobileNetv2 med lossfunk-
tionen mean absolute percentage error.

Figur 4.3: MobileNetv2 med lossfunk-
tionen mean square error.

30



4.2. Stocksökning

4.2 Stocksökning

Här presenteras resultatet av stocksökning med hjälp av handannoterad data och med hjälp
av syntetiskt genererad data. Alla detektioner visas med blåa cirklar. Samtliga modeller trä-
nades i drygt 10 000 steg. För att visa en rättvis bild av stocksökningen har bilder med bättre
resultat och bilder med sämre resultat handplockats från kubb- och timmervirke respektive.
Nedan presenteras dessa travar som presterat bra samt mindre bra i figurer 4.4 - 4.11. Stock-
sökningen i figurerna använde den syntetiska modellen för kubb och den handannoterade
för timmer.

Figur 4.4: Trave med hålighet överpresterar
jämfört med genomsnittsstocksökningen.

Figur 4.5: Trave med många stockar över-
presterar jämfört med gensomsnittsstocksök-
ningen.
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4.2. Stocksökning

Figur 4.6: Trave som underpresterar med brus
och artefakter.

Figur 4.7: Trave som underpresterar med
skymmande ris.

Figur 4.8: Trave med grova timmerstockar
som överpresterar.

Figur 4.9: Trave med mindre timmer och arte-
fakter överpresterar.
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4.2. Stocksökning

Figur 4.10: Trave som underpresterar med
brus, artefakter och håligheter.

Figur 4.11: Trave som underpresterar med
brus, artefakter och håligheter.

Vidare kommer stickprov från testtravarna för att jämföra arbetsgivarens algoritm och
stocksökning med objektdetektering. Arbetsgivarens algoritm visar funna stockar med röda
cirklar. Jämförelserna presenteras i figurer 4.12 - 4.19.
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4.2. Stocksökning

Figur 4.12: Timmer detektioner av (testtrave
b).

Figur 4.13: Timmer detektioner av arbetsgiva-
rens algoritm (testtrave b).

Figur 4.14: Timmer detektioner av (testtrave
e).

Figur 4.15: Timmer detektioner av arbetsgiva-
rens algoritm (testtrave e).
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4.2. Stocksökning

Figur 4.16: Kubb detektioner av testtrave d.
Figur 4.17: Kubb detektioner av arbetsgiva-
rens algoritm(testtrave d).

Figur 4.18: Kubb detektioner av testtrave g.
Figur 4.19: Kubb detektioner av arbetsgiva-
rens algoritm(testtrave g).
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4.2. Stocksökning

Stocksökningen utvärderades på alla testtravar, det vill säga 7 timmertravar och 7 kubb-
travar se bilaga A. Utvärderingen skedde med manuell inspektion och presenteras i tabell
4.1 och 4.2. Dessa travar innehåller totalt ca 122 timmerstockar och 862 kubbstockar. En true
positive anses vara en stock med IoU över 0.5, en false positive anses vara en stock med
IoU under 0.5 och en false negative är stockar som betraktaren tydligt kan se att algoritmen
missat.

Tabell 4.1: Stocksöknings resultat på timmerstockar

Stocksöknigsresultat på timmerstockar
Modell Precision Recall IoU score
Handannoterad modell 0.967 0.900 5
Arbetsgivarens algoritm 0.916 0.690 4
Syntetisk modell tränad på timmer 0.786 0.894 4
Syntetisk modell tränad på kubb - - -

Den syntetiska modellen tränad på kubb är obrukbart dåligt i försöket att hitta timmer-
stockar, därför förkastades försöket och data saknas i dessa fält.

Tabell 4.2: Stocksöknings resultat på kubbstockar

Stocksökningsresultat på kubbstockar
Modell Precision Recall IoU score
Syntetisk modell tränad på kubb 0.9425 0.9516 4
Arbetsgivarens algoritm 0.970 0.853 3
Syntetisk modell tränad på timmer 0.983 0.801 3
Handannoterad modell 0.983 0.750 3
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4.2. Stocksökning

Metod 2

Här presenteras resultatet av metod två. Diameterprediktion av timmertravar sker på 96 tra-
var och kubbprediktioner sker på 210 travar. Exekveringstiden i snitt för timmer var 0.365
sekunder per trave och 1.23 sekunder för kubb. Skillnaden i körningstid beror främst på an-
talet stockar som detekteras och beräkningen av dessa. Eftersom kubbstockar i regel har en
mindre diameter än timmerstockar får det plats fler antal kubbstockar på en trave.

Tabell 4.3: Diameter prediktioner av timmertravar < 40cm

Modell Pearsons korrelation Systematisk avvikelse Absolut medelavvikelse Andel travar med < 10% fel Andel travar med < 15% fel
Syntetisk 0.929 -0.626 11.203 53.125 % 64.583 %
Syntetisk håljusterad 0.925 -2.701 11.191 54.167 % 72.917 %
Syntetisk med augmentering 0.933 0.790 11.381 52.083 % 66.667 %
Syntetisk med augmentering och håljustering 0.935 -1.074 11.006 51.042 % 75.000 %
Handannoterad 0.957 -1.442 8.338 64.583 % 78.125 %
Handannoterad med håljustering 0.952 -0.817 8.141 67.708 % 85.417 %

Tabell 4.4: Diameter prediktion av kubbtravar < 18cm

Modell Pearsons korrelation Systematisk avvikelse Absolut medelavvikelse Andel travar med < 10% fel Andel travar med < 15% fel
Syntetisk 0.691 1.690 8.223 73.333 % 82.857 %
Syntetisk håljusterad 0.681 -0.861 8.109 70.476 % 85.238 %
Syntetisk med augmentering 0.714 0.189 7.733 71.905 % 84.762 %
Syntetisk med augmentering och håljustering 0.725 -0.1458 7.547 76.667 % 86.19 %
Handannoterad 0.572 -0.199 10.180 56.667 % 73.81 %
Handannoterad med håljustering 0.618 0.134 9.598 59.524 % 77.619 %

De bäst presterande modellerna med avseende på absolut medelavvikelse plottas nedan.

Figur 4.20: Timmertravars prediktioner med
den handannoterade modellen med håljuste-
ring

Figur 4.21: Kubbtravars prediktioner med
den syntetiska modellen med augmentering
och håljustering.

I figur 4.20 ser vi tydligt hur en grupp på tre travar blir kraftigt underskattade kring
20 enheter med ground truth kring 55 enheter. För att granska detta extremfall plockades
bilderna fram för denna trave, se figur 4.22 och 4.23.
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4.2. Stocksökning

Figur 4.22: Prediktioner av baksidan av tra-
ven i extremfallet

Figur 4.23: Prediktioner av framsida av traven
i extremfallet.

Djupbilden på baksidan av traven finns i tre olika renderingar och de överskattar diame-
terfördelningen med 33.5, 37.3 och 38.5 procentenheter. En rendering på framsidan av samma
trave plockades fram och kördes genom detektorn för jämförelse. Denna bild underestimera-
de med 25.7 enheter.
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5 Diskussion

5.1 Resultat

Här diskuteras resultat för metoderna och stocksökningen samt tidsåtgång för metod 2.
Stocksökningen är del av metod 2 men analyseras separat eftersom detta steget anses vara
till stor vikt då datan som ligger till grund för volymberäkningarna tas fram i detta skedet.

Tidsåtgång

Från att bilden läses in till att diameterprediktionen är klar så tar det i snitt 0.365 sekunder
per timmertrave och 1.23 per kubbtrave. Varför timmertravarna är snabbare är dels för att de
dataset tillgängliga med facit är överrepresenterade av stora stockar se bilaga A. Detta är en
väsentlig skillnad från arbetsgivarens 5-6 sekunder per trave. Det finns även god potential
för att snabba upp beräkningarna, Bochovskiys nyligen publicerade Yolov4 presterar lika bra
som Faster-RCNN-Inception-V2 på COCOdatasettet men i realtid[5].

Analys av dataset och dess inverkan på resultatet

De timmertravar som var tillgängliga med facit är överrepresenterade av större stockar. Detta
påverkar diametersetimeringen så att många travar har närmare 100% av stockarna över eller
under 40cm och få emellan. Eftersom tröskelvärdet vid resultaträkningen är 40cm bidrar ma-
joriteten av travar med fördelning likt analys av timmerstockar i figur 3.2 med 100% resultat.
Dessa prediktioner är teoretiskt lättare att göra då fler stockar är långt från tröskelvärdet.

Metod 1

Nätverken i metod 1 har problem att konvergera och det är rimligt med tanke på den informa-
tion som systemet får. Osäkerhet introduceras när enbart baksidan av varje trave behandlas.
Det finns ingen indikation på vad som är fram eller bak av varje stock, detta är avgörande
för att kunna estimera diameterfördelningen på ett pricksäkert sätt. Denna slutsats är dragen
från traven i figur 4.22 och 4.23. Vidare vet modellen inte heller hur långa stockarna är. Att
något kan gått fel vid konfiguration av modellen så den inte konvergerar utesluts inte. Däre-
mot är det oflexibelt att behöva omträna modellen för varje tröskelvärde som önskas, därmed
lades ingen större mängd tid på att utveckla metoden. Inget resultat var särskilt stabilt men
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5.1. Resultat

det bästa resultatet var användning av MobileNetv2 med lossfunktionen Mean absolute pre-
centage error. Detta tolkas ur figur 4.2 och 4.1(b).

Stocksökning

Stocksökningssteget är väsentligt eftersom datan ligger till grund för estimeringsmodellerna.
Tabell 4.1 och 4.2 presenterar lovande resultat med precision över 0.9 i majoriteten av testerna.
Detta innebär att väldigt få stockar hittas i områden där det inte existerar någon stock. Recall
är som helhet lite sämre och detta innebär att modellerna missar stockar en människa med
säkerhet skulle kunna peka ut.

Däremot är det viktigt att inte förlita sig på dessa resultat allt för mycket då stockarna
som observerats endast är ett litet stickprov ur totala populationen. Mätvärdena är också
framtagna och räknade på manuellt vilket kan ifrågasätta trovärdigheten.

Många bilder har håligheter eller andra artefakter som gör det omöjligt att identifiera alla
stockändar i traven. Detta är en felkälla som i många fall minskar pricksäkerheten på diame-
terestimeringen. Även om det går att justera resultatet för missade stockar så går det inte att
gissa sig till rätt resultat. Samtliga modeller i resultatet som implementerat håljustering har
förbättrat sitt resultat med en lägre absolut medelavvikelse och ett högre antal inom 15% fel
omfånget. Det tyder på att augmenteringen av bilderna har en positiv effekt på resultatet.

Svårigheter finns också där stockarna skyls av ris eller dylikt, det kan konstateras från
figur 4.6 och 4.7. Denna sortens svårigheter skulle kunna undanröjas av att handannotera
problematiska områden som dessa. De få antalet bilder som handannoterats täcker troligtvis
inte in alla möjliga kombinationer av brus som kan förekomma.

Metod 2

Som helhet ger metoden goda resultat i de bästa konfigurationerna. Men det finns fortfaran-
de antaganden om datan som gör att modellen kämpar för att hålla sig inom kraven för 10%
och 15% gränserna. Antagandet som görs att hälften av stockarna funna i varje trave är topp
respektive rot är en felkälla. Detta är givetvis inte alltid fallet och i de extremfall där många
stockar är placerade åt samma håll så kommer modellerna att felestimera. Detta är särskilt
tydligt i extremfallet som omnämns i figur 4.22 och 4.23. Baksidan har många större ändar
vilket förmodligen är rotändan medan framsidan har mindre ändar. Baksidan av denna trave
överestimerar och framsidan undersetimerar. Arbetsgivarens modell gör även en stocksök-
ning på framsidan av traven och tar hänsyn till den datan i volymberäkningen. Detta är en
utvecklingspotential som finns för metoden utvecklad i projektet, däremot presterar metod 2
lika bra om inte bättre i stocksökningen.

Timmer

Timmermodellen baserad på syntetisk data presterar relativt dåligt i jämförelse med den
handannoterade. Detta beror troligtvis på att de större stockarna avviker mer från perfek-
ta cirklar. Modellen har då svårt att överföra lärdomar från den syntetiska träningsdomänen
eftersom enbart perfekta ellipser produceras.

Kubb

Den syntetiskt baserade modellen är den som presterar bäst med 7.547 i absolut medelavvi-
kelse samt 86,19% av travarna inom 15% fel. Denna modell klarar därmed Biometrias krav
på automatiserad virkesmätning med störst marginal. Många små stockar tycks vara väldigt
runda och de perfekta cirklar som blir genererade liknar dessa mycket väl i storlek och form.
Med stor sannolikhet bidrar detta faktum till det goda resultatet. Dessutom skiljer sig topp
och rot inte lika mycket på mindre stockar som de gör på grövre stockar. Detta kan konstate-
ras i jämförelsen mellan figurerna 3.4 och 3.5. Eftersom det skiljer sig mindre mellan rot- och
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5.2. Framtida arbete

toppdiameter spelar det mindre roll vilken sida som observeras. Därmed introduceras mind-
re fel i kubbmodellen kontra timmermodellen eftersom enbart baksidan av traven använts.

Handannoterad modell

Den handannoterade modellen introducerar större möjlighet att presentera mindre cirkulära
stockar för nätverket vilken troligtvis är en bidragande faktor till att denna modell ger bättre
resultat på timmer än på kubbstockar. Däremot finns också en klar skillnad på hur kompli-
cerat det blir att annotera små stockar och att få dem precisa i bilder där även en människa
har svårt att avgöra konturerna av stocken. Modellen visar också en god förmåga att fånga
stockar med stora håligheter till skillnad från arbetsgivarens algoritm som vi kan se i figu-
rerna 4.12 - 4.15. Modellen klara av biometrias kravgräns för en autonom virkesmätning för
timmer.

5.2 Framtida arbete

För att skapa en mer pricksäker modell bör stocksökning göras på både baksida och framsi-
da för att lättare identifiera vilka ändar som är top och rot. Det skulle framförallt ge travar
med större stockar mindre extrema prediktioner som diskuterat. Mer data för prediktioner av
kubbstockar skulle troligtvis också gynnas. Vidare skulle en längd av stockarna också kunna
bestämmas utifrån data som finns tillgänglig i andra bilder arbetsgivaren tar.

Trots att den syntetiska modellen presterar väl så finns det utvecklingsmöjligheter för att
skapa ett ännu mer robust träningssätt. Augmentering har visat prov på att förbättra resulta-
tet men en mer pricksäker augementering av datan skulle vara önskvärd. Att göra stockarna
mer lik måldomänen skulle öka möjliheten att överföra det lärande som sker i träningsdomä-
nen. Ett konkret exempel är att programmera en shader med texturer för att spegla brus som
kan förekomma i måldomänen. Detta då texturer inte bara kan skapa en mer realistisk bild
utan också visat sig bättra på prestanda [30]. De perfekta ellipserna som bildas skulle också
gynnas av att göras mer oreguljära för att mer efterlikna större stockars utseende. Kanske är
alternativet att använda en shader att föredra då det var svårt att modifiera eller skapa en ore-
gelbunen mesh som representerar träden. Det är också en utmaning att få dem att kollidera
på ett realistiskt sätt utan att göra simuleringen beräkningstung.

Vidare vore det intressant att kombinera syntetisk data med handannoterade bilder. På så
vis skulle specifika fall som när exempelvis stockar blir skylda av ris kunna annoteras och
möjligtvis skapa redundans i liknande framtida fall.

5.3 Arbetet i ett vidare kontext

Det är alltid en avvägning när det kommer till automatisering. Å ena sidan görs en process
mer effektiv och ekonomiskt försvarbar genom automatisering av stockmätning. Å andra si-
dan blir någon med det manuella jobbet att mäta stockar av med sin tjänst. Samtidigt som en
yrkesroll försvinner tillkommer en ny, mer innovativ roll som systemutvecklare. Thor Berger
och Carl Benedikt Frey skriver i The risk of automation for jobs att den digitalisering som skett
från 80-talet och framåt inte skapat lika många nya jobb som blivit bort automatiserade [2].
De hävdar att det är viktigt med omskolning för människor vars jobb blivit irrelevanta. Även
David H. Autor hävdar att det är viktigt att skolor tar hänsyn till den pågående digitalise-
ringen och utbildar strategiskt. Det är viktigt med ett långsiktigt tänk så att kompetensen blir
kompletterad snarare än ersatt av teknologisk utveckling[8].
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6 Slutsats

Syftet med arbetet var att utvärdera möjligheter med djupinlärning för att estimera diame-
terfördelning. Det visar sig vara användbart att nyttja objektdetektering baserat på CNN för
stocksökningssteget i processen att estimera diameterfördelningen. Det går att med traditio-
nell metod genom annotering av stockar träna upp ett neuralt nätverk som presterar i paritet
med arbetsgivares nuvarande algoritm. Dessutom kan träningsdatasetet helt utgöras av da-
ta från fysiska simuleringar och nyttja transfer learning med resultat som håller sig inom
Biometrias kravgräns på travar inom < 10% och < 15%. Att använda sig av Faster-RCNN-
Inception-V2 för stocksökning visar sig vara 3 gånger så snabbt som arbetsgivarens algoritm
och det finns potential för ännu snabbare implementation.

De negativa aspekterna av stocksökning med objektigenkänningen är att den är känslig
för brus i bilden och eventuella delar av lastbilen som ej renderats bort. Volymberäkningen
som implementerats är bristfällig i det att den bara beaktar baksidan av varje trave. Mer
information skulle kunna ge modellen en mer precis estimering.

6.1 Forskningsfrågor

Forskningsfrågor och svar som projektet kretsar kring presenteras här.

1. Hur kan ett neuralt nätverk tränas på syntetisk data för att skapa ett robust Stock-
sökningssytem på Mabemas data?
Objektigenkänning med hjälp av djupinlärning kan skapa ett robust stocksökningssy-
stem. Det går att på traditionellt sett annotera data för att skapa träningsdata. För att
slippa handannotera bilder kan fysisk simulering av stockar med framgång användas
för också att skapa träningsdata. Olika metoder för att förvränga bilderna kan sedan
nyttjas för att skapa artefakter för att efterlikna arbetsgivarens dataset och därmed öka
precisionen. Ett sådant system har möjlighet att överprestera arbetsgivarens systems
pricksäkerhet tre gånger så snabbt eller snabbare.

2. Hur påverkar syntetisk data modellen baserad på enskild stockprediktion?
Den syntetiskt genererade datan kan vara särskilt användbar då datan är i så dåligt
skick att en människa inte kan hitta stocksilhuetter med säkerhet. Trasiga bilder kan
då få en exakt markering av vart varje stock är från den fysiska simuleringen. Detta
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visar sig vara särskilt påtagligt på mindre stockar. Det visar sig också gå att introducera
störningar eller så kallade augmenteringar i träningsbilder för att uppnå bättre resultat.

3. Hur mäter sig helt syntetiska modeller med modeller baserade på handannoterad
data?
Metod 2 baserad på syntetisk data fungerar generellt bra men i synnerhet fungerar den
bra på mindre stockar som är svåra att handannotera. Det finns stor potential att lära
en objektigenkänningsmodell på syntetisk data i syftet att hitta stockändar. Däremot
är det svårt för den syntetiska modellen att känna igen icke cirkulära stockar eftersom
simuleringen bara genomfördes med cylindrar. Detta är något som handannoterade
modeller plockat upp bättre. Det utesluter inte att en mer realistisk fysisk simulering
skulle klara av denna problematik.
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(a) (b) (c)

(d) (e) (f)

(g)

Figur A.1: Bilder a-g i riktmärkeskatalogen för kubb. Samtliga bilder är 875x1000
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(a) (b) (c)

(d) (e) (f)

(g)

Figur A.2: Bilder a-g i riktmärkeskatalogen för timmer. Samtliga bilder är 875x1000
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