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Sammanfattning

Partiellt bortfall ar en vanligt férekommande felkalla vid statistiska undersokningar. Med
partiellt bortfall avses avsaknad av vissa variabelvarden for ett observationsobjekt, nagot som
riskerar leda till forlust av statistisk styrka och skeva parameterskattningar. Ett stort antal
metoder har utvecklats for att hantera denna problematik, och syftet med denna uppsats ar att
undersoka vilken effekt nagra av dessa metoder har pa parameterskattningarna i en logistisk
regressionsmodell, och huruvida dessa metoder &r lampliga att tillampa pa aktuellt
datamaterial. De metoder som inkluderats i denna studie & complete case analysis, MICE och
missForest.

For andamalet simuleras partiellt bortfall av olika omfattningar och under olika
bortfallsmekanismer i ett verkligt datamaterial som bestar av 2987 observationer och fem
variabler. Metoderna utvarderas sedan med avseende pa normalized root mean squared error
(NRMSE), samt genom att undersoka hur de regressionskoefficienter som skattats med de
imputerade datamaterialen avviker fran de regressionskoefficienter som skattats med det
kompletta, observerade datamaterialet.

missForest resulterar i lagst NRMSE. | den efterfdljande logistiska regressionsanalysen
resulterar dock MICE i betydligt lagre bias an missForest.

Abstract

Missing data is a common problem in research and can lead to loss of statistical power and
bias in parameter estimates. Numerous methods have been developed for dealing with missing
data, and the aim of this thesis is to evaluate how a number of these methods affect the
parameter estimates in a logistic regression model, and whether these methods are suitable for
the data in question. The methods included in this study are complete case analysis, MICE
and missForest.

For the purpose of evaluating the methods, missing values in varying proportions and under
different missing mechanisms are generated in a real dataset consisting of 2987 observations
and five variables. The performance of the methods is assessed by normalized root mean
squared error (NRMSE), and by comparing the regression coefficients estimated using the
original, true data set with the regression coefficients estimated using imputed data sets.

missForest results in the lowest NRMSE. In the subsequent logistic regression analysis,
however, MICE results in considerably lower bias than missForest.
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Vi vill rikta ett stort tack till var handledare Annika Tillander for allt stod och végledning
under arbetets gang.
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Notation

o ™ R

D D D

Varians.

Variansen i skattningarna av Q 6ver de m multipla imputeringarna.
Simulerad varians.

Regressionskoefficient.

Vektor med regressionskoefficienter.

Skattningar av regressionskoefficienterna 3.

Simuleringar av regressionskoefficienterna .

n X p-matris som for varje observation i = 1, ..., n och variabel j = 1, ...,p
innehaller binara element som antar vardet 1 om motsvarande datapunkt i X har
observerats, annars 0.

Kvantitet av intresse.

Skattning av 6.

Medelvirdet av alla 8, éver de m multipla imputeringarna.
En parameter som anvénds for att undvika singuléra matriser.
Den totala, sammanvagda variansen.

Stoppvillkor i missForest.

Vektor med ok&nda parametrar i imputeringsmodell.

Index for de multipla imputeringarna. £ = 1, ..., m.
Variansen mellan parameterskattningarna fran de m imputerade datamaterialen.
Antal kandidatdonatorer.

Simulerad slumpvariabel.

Index for observationer. i = 1, ..., n.

Index for variabler. j = 1, ..., p.

Antal multipla imputeringar.

Antal observationer.

Antal observationer med saknade data i en variabel y.

Antal observationer med observerad data i en variabel y.
Antal variabler.

Urval av variabler fran p.

Index for antal iterationer i MICE. r =1, ...,m

Den delningspunkt som minimerar specificerad forlustfunktion.

Antal trad i en random forest.



Q< T

<

Index for antal trad. t = 1, ..., T
Varians i Q.

Den genomsnittliga, konventionella stickprovsvariansen inom de m imputerade
datamaterialen.

Antal frihetsgrader.
En n X p-matris med all data.

Den j:te kolumnen i datamatrisen X. Vektorn bestar av observerade vérden i
variabel j.

Komplement till X;, det vill sdga en matris med samtliga kolumner i X med
undantag for X;.

Vektor med imputeringar av saknade varden X]‘-‘“S.
Observerad data i X.

Saknad data i X.

Bootstrapstickprov.

Variabeln i den j:te kolumnen.

Matris for att lagra imputerade data fran féregaende iteration.
Matris for att lagra imputerade data fran senaste iteration.
Datamatris med sanna data.

Datamatris med imputerade data.

En n,; x 1-vektor med observerad data i en variabel y i vilken saknade varden
férekommer.

Observerade véarden i X;.
Saknade varden i X;.

Skattning av y;.

Predikterat varde fran ett enskilt beslutstrad.

Predikterat vérde fran en random forest.

Méngd bestdende av d kandidatdonatorer fran faktiska, observerade vérden.

Vektor med q oberoende, dragna vérden fran N (0,1).
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1. Inledning

Bortfall &r en vanligt forekommande felkalla vid statistiska undersékningar. Bortfall innebér
att ett eller flera variabelvéarden saknas for vissa av de observationsobjekt som &r avsedda att
inga i en undersokning (Japec et al., 1997). Bortfall kan delas in i tva olika kategorier;
objektbortfall och partiellt bortfall. Med objektbortfall avses avsaknad av samtliga varden for
ett observationsobjekt medan partiellt bortfall avser avsaknad av enbart vissa varden. | denna
uppsats avhandlas huvudsakligen partiellt bortfall.

Det finns en mangd orsaker till varfor bortfall uppstar (Japec et al., 1997). Vid
individundersokningar uppstar bortfall ofta till foljd av att observationsobjekt ar ovilliga att
delta i undersokningar pa grund av till exempel motivationsbrist, tidsbrist eller oro for hur
angivna uppgifter kommer att hanteras. Partiellt bortfall kan bland annat uppkomma genom
att en respondent inte forstar en fraga eller avsiktligt véljer att inte besvara en fraga som
upplevs som kanslig. Andra vanligt férekommande faktorer som leder till bortfall vid
individundersokningar &r att observationsobjekt &r oantréffbara eller att de &r forhindrade att
delta pa grund av fysisk eller psykisk sjukdom eller sprakforbistringar. Vid undersékningar
dar observationsobjekten inte ar individer kan bortfall uppsta som en konsekvens av brister i
de méatverktyg som tillampas.

Bortfall kan dven fororsakas av interna faktorer som en till exempel en alltfor kort
datainsamlingsperiod, bristfalligt utformade frageformular, brister i intervjuares arbetsstt,
felaktigt inmatad eller av misstag raderad data samt felaktigheter i register eller andra
forteckningar 6ver de enheter som ingar i urvalsramen (Japec et al., 1997).

Vilka konsekvenser bortfall medfor beror i stor utstrackning pa vilken typ av bakomliggande
process som orsakar bortfallet. Rubin (1976) definierar tre olika bortfallsmekanismer;
“missing completely at random” (MCAR), “missing at random” (MAR) och missing not at
random” (MNAR). MCAR foreligger dé bortfallet 4r helt slumpmaéssigt och inte beror pd
varken observerade eller saknade varden. MAR foreligger da bortfallet ar systematiskt och
beror pa observerade varden men inte pa saknade varden. MNAR foreligger da bortfallet ar
systematiskt och beror pa saknade varden.

Bortfall &r problematiskt i flera avseenden. Att variabelvérden finns tillgangliga for samtliga
observationsobjekt som ingar i en undersokning &r en forutsattning for manga av de klassiska
statistiska analysmetoderna (Japec et al., 1997). Vidare riskerar bortfall att leda till forlust av
statistisk styrka samt férsamrad prediktiv formaga for de modeller som tillampas. Ar bortfallet
systematiskt kan det &ven orsaka skeva parameterskattningar, vilket i sin tur riskerar att
medfora att felaktiga slutsatser dras fran undersékningen.

Partiellt bortfall kan i vissa fall vara sa omfattande och avsaknaden av varden for viktiga
variabler kan vara sa stor att observationsobjekten i fraga maste behandlas som objektbortfall
(Japec et al., 1997). Omfattande partiellt bortfall kan &ven leda till ofullstandiga tabeller,



antingen som en direkt konsekvens av att alltfor manga varden saknas eller indirekt genom att
de saknade vardena medfor att osékerheten i skattningarna blir sa pass stora att de inte ar
rimliga att redovisa. For att atgarda denna problematik kan ibland vara nédvandigt att sla
samman vissa redovisningsgrupper, nagot som emellertid riskerar att forsvara jamforbarheten.

Bortfall kan stavjas genom att vidta olika forebyggande atgarder. Matverktyg bor alltid testas,
utvérderas och eventuellt justeras innan datainsamling paborjas (Japeq et al., 1997). For detta
andamal ar det ofta lampligt att genomfora nagon form av pilotstudie i vilken till exempel
fragor och fragefoljd testas.

Vilka bortfallsforebyggande atgarder som kan och bor tillampas beror i stor utstrackning pa
insamlingsmetod och malpopulation (Japec et al., 1997). Vid individundersokningar ar
introduktionsbrev en forhallandevis enkel atgard som kan tillampas i syfte att oka
respondenternas bendgenhet att delta i aktuell undersékning. Ett introduktionsbrev kan till
exempel informera om undersokningens syfte och hur de uppgifter som l&mnas kommer att
hanteras. | undersokningar dar data samlas in genom postenkater kan ofta bortfall reduceras
genom att skicka ut paminnelser till de respondenter fran vilka svar inte erhallits. Vid
intervjuundersokningar ar det viktigt att intervjuarna ar utbildade i hur de kan motivera och
argumentera for medverkan i undersokningen i fraga.

Aven om forebyggande atgarder vidtas kan bade objektbortfall och partiellt bortfall uppsta.
En enkel och allmént vedertagen praxis for att hantera partiellt bortfall &r att utesluta de
observationer for vilka ett eller flera variabelvarden saknas ur analysen (Buuren, 2018). Detta
tillvagagangssatt leder emellertid till forlust av observerad data och i fall dar det partiella
bortfallet &r systematiskt kan parameterskattningar bli skeva, vilket riskerar leda till felaktiga
slutsatser.

Om bortfall ar systematiskt och endast beror pa observerad data kan kompensationsvéagning
tillampas (Lohr, 2009). Vid kompensationsvagning delas observationer in i klasser utifran
observerade bakgrundsvariabler varefter observationerna tilldelas vikter baserade pa andelen
bortfall i respektive klass. Klasser med hog andel bortfall tilldelas stérre vikter. En fordel med
metoden &r att den minskar risken for bias och att den ar forhallandevis enkel att anvanda
(Buuren, 2018). En nackdel med kompensationsvagning ar dock att observationer med
partiellt bortfall helt exkluderas vilket innebar att problematiken med forlust av observerad
data kvarstar. En annan nackdel &r att analysen blir mer komplex da de analys- och
inferensmetoder som tillampas maste ta hansyn till vikterna.

Ett annat tillvdgagangssatt for att hantera partiellt bortfall & imputering. Imputering innebar
att saknade varden ersétts med nya, rimliga varden (Little & Rubin, 2019). De nya vérdena
kan tas fram manuellt i samrad med expertis eller uppgiftslamnarna eller utifran nagon
statistisk modell (Buuren, 2018). Huvudfokus i denna uppsats ar att undersoka effekterna av
modellbaserad imputering. Fér andamalet har olika modeller foreslagits. Vissa av dessa



modeller har utvecklats specifikt for imputering medan andra modeller har utvecklats i andra
sammanhang.

For att undersdka och jamfora effekten av olika imputeringsmetoder kan bortfall simuleras. |
och med att de faktiska, observerade vérdena &r kdanda kan de jamféras med de imputerade
vardena. Vidare kan olika analysmetoder tillampas pa bade det ursprungliga datamaterialet
och datamaterialet med det simulerade bortfallet och de imputerade vérdena, varefter
respektive uppsattning av parameterskattningar kan jamféras. For att simulera bortfall har
méangd olika metoder foreslagits. | denna uppsats tillampas en metod som utvecklats av
Schouten, Lugtig & Vink (2018).

Liknande studier som jamfor olika imputeringsmetoder har tidigare genomforts av bland
andra Blhlmann & Stekhoven (2011), Kokla et al. (2019), Shah et al. (2014) samt Waljee et
al. (2013). Dessa studier skiljer sig emellertid nagot fran varandra i avseende pa bland annat
utformning och metodval, och slutsatserna fran dessa studier ar foljaktligen inte helt entydiga.

| denna uppsats simuleras bortfallet i ett datamaterial som utgors av ett mindre utdrag fran en
pilotstudie som utforts av forskningsprojektet LifeGene i syfte att undersdka vuxna svenskars
hélsa. For att utvardera resultatet av de olika imputeringsmetoderna tillampas logistisk
regressionsanalys.

| denna uppsats simuleras bortfallet i ett datamaterial som utgdrs av ett mindre utdrag fran
pilotfasen av den svenska kohortstudien LifeGene. For att utvardera resultatet av de olika
imputeringsmetoderna tillampas logistisk regressionsanalys.

1.1 Syfte

Syftet med denna uppsats &r att undersoka hur olika imputeringsmetoder hanterar olika former
av partiellt bortfall. For andamalet simuleras partiellt bortfall i tre olika omfattningar och
under tva bortfallsmekanismer.

Forhoppningen dr att denna uppsats ska ge vagledning om hur faktiskt bortfall bor hanteras.

1.1.1 Fragestéllning

Foljande fragestallningar amnas besvaras i denna uppsats:

e Hur skiljer sig de imputerade vardena fran de faktiska, observerade vardena?

e Vilken effekt har de imputerade vardena pa parameterskattningarna i en logistisk
regressionsmodell?

e Hur paverkas utfallen av de olika imputeringsmetoderna av det partiella bortfallets
omfattning?

e Hur presterar de olika imputeringsmetoderna under olika bortfallsmekanismer?



e Resulterar tillampning av de olika imputeringsmetoderna i lagre bias i
parameterskattningarna i en logistisk regressionsmodell &n om observationer med
saknade vérden i stéllet exkluderas?

1.1.2 Avgrasningar

I och med att huvudfokus for denna uppsats ar imputering behandlas inte objektbortfall, utan
endast partiellt bortfall. Bortfall som & MNAR kommer inte att undersokas i denna uppsats.
Bortfallet mats som andel observationer for vilka ett eller flera varden saknas och inte som
andel saknade varden totalt. Datamaterialet bestar av 31 variabler, men endast fem av dessa
variabler inkluderats i analysen.

Antalet imputeringsmetoder som inkluderas i jamférelsen har begransats till tva. Det
simulerade bortfallsmaénstret har godtyckligt valts ut manuellt, pa forhand och endast ett
bortfallsmonster tillampas. Antalet bortfallsandelar som simuleras begrénsas till tre och inget
av de partiella bortfallen simuleras under mer &n en bortfallsmekanism at gangen.

1.2 Etiska aspekter

Arbetet med denna uppsats har genomforts i enlighet med Svenska statistikframjandets etiska
kod for statistiker och statistisk verksamhet (Huitfeldt et al., 2010). Foljaktligen har all data
behandlats konfidentiellt och inte delats med utomstaende. Vidare redovisas resultat med
héansyn till att inga uppgifter ska kunna kopplas till enskilda individer. For att sakerstalla
uppgiftslamnarnas integritet har rojanderiskbedomningar genomforts i vilka risk for
bakatvagsidentifiering tagits i beaktning. Detta bedoms sarskilt angelaget da delvis kéansliga
uppgifter kopplade till deltagarnas hélsa hanteras.

Forhoppningen ar att denna uppsats ska bidra till att skapa ckad forstaelse for bortfallets
konsekvenser och hur dessa kan motverkas. Bortfall &r ett stort och véxande samhallsproblem,
inte minst vid individundersokningar (Japeq et al., 1997). Systematiskt bortfall riskerar leda
till skeva parameterskattningar, vilket i sin tur kan leda till felaktiga slutsatser. Detta ar djupt
problematiskt da statistiska undersokningar ofta ligger till grund for beslut som fattas i olika
delar av samhallet. Systematiskt bortfall kan darmed leda till att vissa grupper far
oproportionerligt stort inflytande pa viktiga samhéllsbeslut medan andra grupper negligeras.
Bortfall kan saledes betraktas som ett demokratiproblem.

Ett etiskt dilemma betréffande imputering vid individundersokningar ar att individer tillskrivs
uppgifter som de inte sjalva uppgivit eller godkant. Detta &r en av anledningarna till varfor
Datainspektionen inte tillater imputering i personregister (Japec et al., 1997).



2. Data

Datamaterialet som ligger till grund for denna uppsats utgors av ett utdrag fran pilotfasen av
den svenska kohortstudien LifeGene. Syftet med studien &r att folja och samla in information
om 300 000 svenskars hélsa och livsstil under en tidsperiod pa 20 ar (Balter, Sjors, Sjolander,
Gardner, Hedenus & Tillander, 2017). Pilotstudien pabdrjades i oktober 2009 i Stockholm,
och kom i november 2009 och januari 2010 &ven att inkludera Umea respektive Alingsas.

Inbjudningar till att delta i studien skickades ut till 42 700 kvinnor och mén i dldrarna 18-45
ar som slumpmassigt valts ut fran folkbokforingsregistret, darefter fick de utvalda bjuda in
vem de vill oavsett alder. I inbjudningarna bifogades personliga inloggningsuppgifter till
LifeGenes hemsida dar deltagarna via ett interaktiv frageformular ombads svara pa fragor
rorande bland annat halsa och livsstil. Efter att ha slutfort frageformularet erbjods deltagarna
en besokstid pa nagot av LifeGenes testcenter for ytterligare undersokning. 7 818 personer av
de som bjdds in att delta i undersokning fyllde i atminstone en del av frageformularet och av
dessa besokte 6 633 nagot av testcentren.

Datamaterialet bestar av 3 000 observationer och 31 variabler. Fran dessa 31 variabler valdes
variabeln halsotillstdnd ut som responsvariabel, variablerna kén och alder som
bakgrundsvariabler samt variablerna BMI och fiberintag som férklarande variabler. De tva
sistnamnda variablerna valdes godtyckligt ut da de bedémdes kunna ha en viss inverkan pa
respondenternas halsotillstand.

Tabell 1: Beskrivningar av variablerna

Namn Beskrivning

Alder Respondentens alder i ar.

Kdn Respondentens kon.

BMI Respondentens Kroppsmasseindex. Matt for en persons eventuella dver-

eller undervikt. Vikt i kilo dividerat pa kvadraten av langden i meter.
Normalvikt & man om man har en BMI mellan 18.5 och 25.

Fiberintag Matt pa hur mycket fiber som konsumeras per dag i gram.
Halsotillstdnd | Sjalvrapporterad vérdering av respondentens halsa. 0 samsta tankbara, 10
bésta tdnkbara.

Variabeln halsotillstand &r en ordinal variabel med 10 kategorier. For att underlatta analysen
har variabeln kodats om till en bin&r variabel som antar vérdet 1 om respondenten skattat sitt
halsotillstand storre eller lika med 8, och 0 om respondenten har skattat sitt halsotillstand till
mindre &n 8. Dessa varden valdes sa att bada utfallen har sa nara 50% av observationerna som
mojligt.

| variabeln fiberintag forekommer ett antal varden som beddms vara orimligt hdga. For att
atgarda detta problem har observationer hos vilka fiberintaget &r storre &n 10 ganger



interkvartilavstandet, vilket motsvarar 132,56 gram, exkluderats fran datamaterialet. Totalt
exkluderades 12 observationer vars fiberintag var storre &n 132,56 gram. Vidare identifierades
ett saknat varde i variabeln halsotillstand, och &ven i detta fall har problemet atgardats genom
att exkludera berdrd observation fran datamaterialet.

| stapeldiagrammet nedan visas fordelningen av deltagarnas skattade Halsotillstand:

1000

7501

Omkodning

Antal 5001 D 0
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——
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Halsotillstand

Figur 1: Fordelning av variabeln hélsotillstand.

Fran figur 1 framgar att respondenterna i stor utstrackning skattar sin halsa som god. 61%
rapporterar sin halsa som 7 eller hogre.



| histogrammet nedan visas fordelningen 6ver de deltagandes alder:
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Figur 2: Férdelning av variabeln alder.

Medelaldern pa deltagarna i studien ar 34,33 ar. Anledningen till att en stor minskning i antal
observationer sker vid 45 ar ar pa grund av att de som initialt bjods in till studien var mellan
18 och 45 ar gamla, men alla respondenter fick sedan tillstand att bjuda in slékt och vanner

oavsett alder.

| histogrammet visas fordelningen 6ver deltagarnas BMI:
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Figur 3: Férdelning av variabeln BMI.
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Genomsnittligt BMI hos deltagarna i studien ar 24,36. Fran figur 3 framgar att positiv skevhet
foreligger i fordelningen dver respondenternas BMI.

| histogrammet nedan visas fordelningen 6ver deltagarnas fiberintag:
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Figur 4: Férdelning av variabeln fiberintag.

Det genomsnittliga fiberintaget bland de som deltog i studien ar 24,60 gram. Fran figur 4
framgar att positiv skevhet foreligger i fordelningen éver respondenternas fiberintag.

Vidare &r konsfordelningen bland deltagarna inte jdmn. Endast 38,37% av respondenterna &r
man.

Fran tabell 2 framgar att korrelationen mellan variabeln halsotillstand, vilken anvénds som
responsvariabel i den logistiska regressionsmodellen, och 6vriga variabler & mycket svag.
BMI uppvisar en svag, positiv korrelation med alder, medan korrelationen mellan fiberintag
och alder i princip &r obefintlig.

Tabell 2: Korrelationsmatris for kvantitativa variabler.

Alder | BMI Fiberintag | Halsotillstand
Alder 1,0000 |0,2758 | 0,0314 -0,0158
BMI 0,2758 | 1,0000 | -0,0425 -0,1388
Fiberintag 0,0314 | -0,0425 | 1,0000 0,0750
Halsotillstand | -0,0158 | -0,1388 | 0,0750 1,0000




3. Metod

| detta kapitel redogors for den teori och de metoder som tillampats i syfte att besvara
fragestallningen.

3.1 Simulering av bortfall

For att simulera bortfall i det fullstindiga datamaterialet har en metod som utvecklats av
Schouten, Lugtig och Vink (2018) tillampats. Processen kallas for amputering, och metoden
har implementerats i R-paketet mice.

Processen kan delas upp i 4 steg:

Steg 1: Datamaterialet delas upp i k delméngder baserat pa antalet bortfallsmonster k, dar
varje delméngd har en férbestdmd frekvens som kontrolleras med argumentet freq.
Frekvenserna kan vara vad som helst s& lange summan av alla frekvenser ar 1. Till exempel

" 1 11 1
skulle tre delmangder kunna delas upp som 3 - 3 eller som 3 och >

Med argumentet patterns tilldelas varje variabel antingen vardet O eller 1. Bortfall simuleras
sedan endast i de variabler som tilldelats vérdet 0. Ett ménster med tre variabler kan se ut
som: (1,0,1) och i detta exempel kommer bara variabel 2 att amputeras.

Steg 2: Med argumentet weights tilldelas vikter till varje variabel i varje delméngd som
anvands for att berdkna weighted sum scores. Om man betraktar bortfallsmonstret (1,0,1) sa
skulle vikterna (3,0,1) ge ett MAR-bortfall. Parametrarna innebar att sannolikheten &r tre
ganger storre att bortfall simuleras i den forsta variabeln an att bortfall simuleras i den tredje
variabeln. Vikter specificeras endast da bortfall under bortfallsmekanismen MAR 6nskas.

FOr varje observation i beréknas dess weighted sum score ut med foljande formel:
WSS; = WiXq; + WoXy; + - + Wy Xomi (3.2)

dar {xy;, x5;, ..., Xy } ar variabelvérdena for observation i och {w,, ws, ..., w,,,} &r vikterna for
delmangden.

Steg 3: Vardena fran steg 2 jamfors med en logistisk sannolikhetsférdelning som forvalts med
argumentet type, men forst standardiseras alla weighted sum scores inom varje delmangd.
Om type = RIGHT innebdr det att observationer med hdga weighted sum scores har en hdgre
sannolikhet att amputeras, vilket illustreras i figur 5.
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Figur 5: Den logistiska fordelningens kumulativa fordelningsfunktion

Funktionen delar upp delméngderna i tva grupper, en grupp dér alla observationer har
saknande varden som foljer monstret i angivet i pattern och en grupp som inte har andrats
alls. Storlekarna pa dessa grupper bestams av argumentet prop. Om prop = 0.6 kommer
60% av observationerna i delmangden amputeras enligt bortfallsmonstret.

Steg 4: Alla delméngder sammanfogas och bildar det slutliga datamaterialet som nu
innehaller saknade véarden.
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Metodens upphovsman Schouten, Lugtig och Vink (2018) beskriver proceduren med féljande
schema:

1 2 n
Fullstandiga data X; Xo - X
Frekvens 1 Frekvens 2 Frekvens k
Kandidatmonster 1 Kandidatmonster 2 Kandidatmonster k X1 X2 - X
Vikter 1 Vikter 2 Vikier k
Sum score
Typ 1 Typ 2 Typ &k
prop 1-prop prop I | 1-prop prop | | 1-prop
Amputerade| |Fullstandiga| |Amputerade| |Fullstandiga| _. . |Amputerade | |Fullstandiga %o Mo i)
data 1 data 1 data 2 data 2 data k data k 1 82 ]
k |
T J
Sammanfoga
Amputerade data Fullstandiga data Xi X - X

Figur 6: Schematisk vy dver den multivariata bortfallssimuleringsproceduren

| den hér uppsatsen tillampas bortfallsandelarna 10%, 20% och 30% samt féljande
bortfallsmonster med tillhdrande bortfallsvikter och bortfallsfrekvenser:

Tabell 3 Bortfallsmonster med tillhérande vikter och frekvenser.

Alder | BMI | Fiberintag | Kén | Halsotillstdnd | Frekvens
Monster 1 1 0 1 1 1 04
Vikter for monster 1 | -1 0 0 1 0
Madnster 2 1 0 1 1 04
Vikter for monster 2 0 0 -1 0
Monster 3 0 0 1 1 0.2
Vikter for monster 3 | -1 0 0 0 0
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3.2 Complete case analysis

Complete case analysis ar en metod for att hantera partiellt bortfall genom att exkludera
observationer for vilka saknade variabelvéarden férekommer (Buuren, 2018).
Tillvagagangssattet ar enkelt och praktiskt att tillampa, och har implementerats som
standardprocedur for hantering av partiellt bortfall i manga statistiska programvaror.

Under antagandet att den underliggande bortfallsmekanismen ar MCAR renderar complete
case analysis i vantevardesriktiga skattningar av bland annat medelvarden, varianser och
regressionskoefficienter. Medelfel och signifikansnivaer tenderar dock att bli storre relativt till
all tillganglig data.

En pataglig nackdel med metoden &r att observerad data gar forlorad, vilket leder till
reducerad statistisk styrka. Vidare riskerar tillampning av complete case analysis i situationer
dar den underliggande bortfallsmekanismen antas vara MAR eller MNAR att leda till
systematiska fel i form av skeva skattningar (Buuren, 2018).

3.3 Imputering

Imputering &r en strategi for att hantera partiellt bortfall genom att ersétta saknade varden med
nya, estimerade varden (Buuren, 2018). Fér andamalet kan olika statistiska analysmetoder
tillampas. Dessa metoder kan delas in i tva kategorier; enkel imputering och multipel
imputering. Vid enkel imputering substitueras endast ett enskilt varde per saknat
variabelvarde. En svaghet i detta utférande ar dock att osdkerheten i estimaten av de okanda,
saknade vérdena ignoreras. Till foljd av detta tenderar variansskattningar att underskattas
(Yuan, 2000).

For att spegla den osékerhet som uppstér vid imputering av saknade varden introducerade
Rubin (1978) konceptet multipel imputering. Metodiken kan delas in i tre steg:

1. m > 1 fullstdndiga datamaterial skapas genom att imputera saknade varden med
rimliga varden.

2. De m fullstandiga datamaterialen analyseras var for sig och separata
parameterskattningar erhalls for vardera m fullstandigt datamaterial.

3. De m parameterskattningarna kombineras till enskilda paramaterskattningar.

De slutliga parameterskattningarna tillsammans med erhallna medelfel aterspeglar bade
osakerheten som uppstar mellan imputeringar och den genomsnittliga osakerhet som uppstar
inom imputeringar (Buuren, 2018).

3.3.1 Multivariate Imputation by Chained Equations (MICE)

Multivariate Imputation by Chained Equations, forkortat MICE, &r en praktisk
implementering av multipel imputering (Buuren, 2007). Metoden ar baserad pa konceptet
fully conditional specification vilket innebar att metoden utgar fran specificering av univariata
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regressionsmodeller for varje enskild variabel, betingat alla 6vriga variabler i datamaterialet.
Fully conditional specification skiljer sig saledes fran manga andra implementeringar av
multipel imputering som i stéllet forutsétter specificering av explicita simultanfordelningar for
alla variabler for vilka partiellt bortfall féreligger (Buuren, 2018). Fordelen med att tillampa
fully conditional specification ar framst 6kad flexibilitet. Genom att tillata specificering av
univariata regressionsmodeller for varje variabel mojliggors inkorporering av icke-linjara
termer och interaktionseffekter.

MICE &r en Markov chain Monte Carlo-metod (MCMC) vilket ar en teknik for att simulera
varden fran komplexa sannolikhetsfordelningar (Gelman et al., 2013). Detta gérs genom att
utifran iterativa processer skapa kedjor av slumpvariabler dar varje enskilt element dras ifran
en fordelning som beror pa vérdena i foregaende element. De imputerade vardena for en
variabel beror saledes pa imputerade vérden fran andra variabler.

Denna princip uppvisar stora likheter med en annan MCMC-metod; Gibbs sampling (Buuren,
2018). Gibbs sampling &r en Bayesiansk simuleringsteknik som utnyttjar det faktum att en
okand simultanfordelning kan bestammas utifran dess kanda och i regel nadgot mindre
komplexa, betingade fordelningar. | MICE-algoritmen deriveras emellertid inte de betingade
fordelningarna, det vill saga de univariata, variabelspecifika imputeringsmodellerna, fran en
simultanfordelning utan specificeras i stéllet direkt av anvandaren. Det &r foljaktligen mojligt
att specificera modeller vars simultanférdelningar endast ar implicit k&anda, eller som
Overhuvudtaget inte existerar. Ur ett teoretiskt perspektiv kan detta forvisso betraktas som
problematiskt, men i praktiken utgor det séllan ett problem. Existerar ddremot en
simultanfordelning for vilken de betingade fordelningar ar de specificerade
imputeringsmodellerna & MICE ekvivalent med Gibbs sampling.

For att uppna ett optimalt resultat behéver en Markovkedja konvergera till en stationar
fordelning genom att uppfylla foljande tre egenskaper (Buuren, 2018):

e Irreducibel: Kedjan maste kunna na alla relevanta delar av tillstindsrummet. Vid
tillampning av MICE ér tillstandsrummet uppsattningen av alla imputerade véarden.

e Aperiodisk: Kedjan far inte oscillera mellan olika tillstand.

e Rekurrent: Kedjan maste fran merparten av alla potentiella startpunkter, det vill saga
observerade vérden, kunna nd alla relevanta delar av tillstindrummet oéndligt manga
ganger.

I manga fall &r 5 till 10 iterationer tillrackligt for att en kedja ska konvergera till en stationar
fordelning (Buuren, 2018).

Vid tillampning av MICE har anvandaren en hog grad av kontroll Gver tillstindsrummet och
irreducibilitet ar darfor séllan ett problem (Buuren, 2018). Om imputeringsmodellerna ar
inkonsekventa kan periodicitet komma att utgora ett problem. Periodicitet kan diagnosticeras
genom att stoppa kedjan vid olika punkter for att undersdka om statistisk inferens dr beroende
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av stoppunkt. Aven icke-rekurrens kan utgora ett potentiellt problem. Denna typ av
problematik kan i vissa fall upptdckas genom att understka trace plots. Forutsatt att
imputeringsmodellernas parametrar skattas utifran observerad data &r dock icke-rekurrens
séllan ett allvarligt problem.

MICE-algoritmen kan delas in i sju separata steg.

Lat X vara en n X p-matris som innehaller datavarden for samtliga n observationer och p
variabler. Lat matrisen & tjana som en responsindiktator av storlek n x p och som for varje
observation i = 1, ...,n och variabel j = 1, ..., p innehaller binara element vilka antar véardet 1
om motsvarande datapunkt i X har observerats, och 0 om datapunkten saknas. Lat vidare X =
(x°bs,Xmis) dar X°Ps 4r observerad data i X och X™iS &r saknad data. X; betecknar den j:te
kolumnen i X-matrisen och X_; ar komplementet till X;, det vill saga samtliga kolumner i X
med undantag for X;. Xj betecknar imputeringarna av de saknade vérdena X}“is. b
representerar de okénda parametrarna i imputeringsmodellen. Slutligen betecknar r den r:te
av de totalt m iterationerna.

1. Specificera en imputeringsmodell P(X[™|X?"S,X_, 8) for variabel X; med j =

1, ..., p, det vill sdga fordelningen av alla saknade X-vérden som tillhor den i
ordningen j:te av de totalt p variablerna, givet alla observerade X-varden som tillhor
samma variabel j, dvriga X-vérden som inte tillhor variabel j samt
responsindikatormatrisen 8.

2. Ersatt saknade varden Xj‘-niS med initiala imputeringar X]0 genom slumpmassiga
dragningar fran observerade X-varden X]‘?bs.

3. Definiera de imputerade X-varden fran den t:te iterationen och som inte tillhor variabel

jo XL = (X1, Xy, L X, X7, som det for tillfallet  fullstandiga

datamaterialet med undantag for X;.

Dra varden p& de okanda parametrarna ¢} ~P (7 |X?"S, X7 ).

Dra imputeringar XJ ~P(X[™'S|X?"S, X" ., §7).

Repetera steg 2 till steg 5 forallaj = 1, ..., p variabler.

Repetera steg 2 till steg 6 for allar = 1, ..., m iterationer.

No o &

Algoritmen resulterar i m imputerade datamaterial. Resultat fran de imputerade
datamaterialen kan sedan kombineras och analyseras genom att tilldmpa en uppsattning regler
som utvecklats av Rubin (1987). Dessa regler utgar fran antagandet att den kvantitet & som ar
av intresse &r normalférdelad med varians U, och att § &r en véntevardesriktig skattning av 6,
det vill siga 6~N (8, U). Dérav féljer att (6 — 8)~N(0, U). 6 ar ofta en k-dimensionell
radvektor och U &r en k x k-kovariansmatris. (6 — 8) foljer saledes en k-variat
normalférdelning med medelvarde 0 och varians U. | de fall dar 6 &r en skal&r reduceras
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kvantiteten U till o3, det vill sdga variansen for skattningarna 8 dver de multipla
imputeringarna.

Manga estimatorer ar asymptotiskt normalfordelade vilket innebér att de ar approximativt
normalfordelade da, i det har fallet m — oo (Buuren, 2018). Detta galler for till exempel
medelvérden, standardavvikelser, andelar, regressionskoefficienter och linjara prediktorer. Pa
dessa kvantiteter kan saledes Rubins regler for sammanvagning av resultat appliceras direkt.
Aven om asymptotisk normalitet inte rader hos en estimator kan ofta
normalférdelningsantagandet uppfyllas genom att tillampa nagon form av transformation pa
6.

Vid sammanvégning av de m skattningarna & med Rubins regler kombineras den
konventionella stickprovsvariansen inom de m imputerade datamaterialen med den varians
som uppstar mellan imputeringar till foljd av det partiella bortfallet (Rubin, 1987). Lat 8 vara
medelvardet av skattningarna fran de m imputerade datamaterialen:

g = Z 8,/m (3.2)
£=1

Den genomsnittliga, konventionella stickprovsvariansen inom de m imputerade
datamaterialen, U, &r:

T=) U/m (3.3)

Variansen mellan parameterskattningarna fran de m imputerade datamaterialen, B, berdknas
enligt foljande:

B = Z(@ ~6) (8, - 8)/(m - 1) (3.4)
=1

Den totala, ssmmanvégda variansen 7 erhalls da enligt Rubins regler genom:
t=U+{1+m B (3.5)
I den hér uppsatsen anvénds R-paketet mice for att utfora imputering med MICE-algoritmen

samt for att vdga samman de resulterande m datamaterialen.

3.3.1.1 Predictive mean matching

For kvantitativa variabler tillampas predictive mean matching som imputeringsmodell.
Konceptet introducerades av Rubin (1986) och Little (1988). Predictive mean matching ar en
form av hot deck-metod vilket innebdr att saknade varden imputeras med faktiska,
observerade vérden (Buuren, 2018).
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De faktiska, observerade varden dras slumpmassigt fran en mangd av sa kallade donatorer. En
donator definieras har som en observation vars predikterade medelvarde ligger néra det
predikterade medelvardet for en observation hos vilken bortfall foreligger. De predikterade
medelvérdena erhalls fran en specificerad modell som i sammanhanget bedéms vara lamplig.

| den hér uppsatsen anvéands en Bayesiansk linjar regressionsmodell, med vanliga, icke-
informativa aprioriférdelningar for samtliga parametrar (Gelman et al. 2013):

p(B,0%) x o7? (3.6)
Algoritmen for att imputera saknade vérden kan da delas in i foljande steg:

L&t y°Ps vara en n; x 1-vektor med observerad data i en variabel y i vilken saknade vérden
forekommer. L&t X°PS vara en n; X g-matris med oberoende variabler i rader med
observerade varden i y. L&t X™i vara en n, X g-matris med oberoende variabler i rader med
saknade vérden i y.

1. Berékna kryssproduktmatrisen (X°Ps)'X°bs,

2. BeraknaV = ( (X0bs)'xobs 4 diag( (X°bs)'X°bS) x)_l. k &r hdr en parameter som

introduceras i syfte att undvika singuldra matriser, det vill sdga matrisen som inte ar
inverterbara. « tilldelas ett positivt varde néra noll, da for stora varden riskerar leda till
systematisk skevhet.

Berakna regressionskoefficienter = V(X°bs)'yobs,

Dra en slumpmassig variabel g~ y2 med antal frihetsgrader v = n, — q.

Berdkna variansen 6% = (y°Ps — X°PSB)’(y°Ps — X°PsB) /8.

Skapa en vektor z; genom att dra g oberoende vérden fran N(0,1).

Berakna V'/2 med Choleskydekomposition. Choleskydekomposition ar en matematisk
metod for att bryta ned en symmetrisk, positivt definit matris till produkten av en
undertriangulér matris och dess konjugerade transponat.

Berdkna p = B + 6z, V'/2.

Berdkna avstanden (i, k) = [X?PSB — XgP@| dari = 1,...,ny och k = 1, ..., ng. 7 tar
hansyn till variansen mellan imputeringar i och med att B varierar stokastiskt medan B
ar fix.

10. Skapa n, mangder Z, dar varje mangd bestar av d kandidatdonatorer fran faktiska,

N o ok~ w

observerade virden Y°PS, sidana att summan av alla avstand Y., 77 (i, k) minimeras for
allak = 1,...,n,. Vid lika avstand sker indelningen slumpmaéssigt. | den har uppsatsen
anvands d = 5.

11. Dra slumpmassigt en donator i), fran Z,, for k = 1, ..., n,.

12. Berakna imputerade varden y, = y;, for saknade varden k = 1, ..., n,.

Predictive mean matching &r en semiparametrisk metod vilket hér innebé&r att metoden ar mer
robust mot felspecificering av imputeringsmodell, vilket &r en problematik som riskerar
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uppsta da till exempel icke-linjara samband, heteroskedasticitet eller andra avvikelser fran
normalitet foreligger. Metoden tenderar att bevara datas ursprungliga fordelning
forhallandevis val, aven i situationer dar antagandena for den underliggande
imputeringsmodellen inte ar uppfyllda. Imputering med predictive mean matching sker
saledes under antagandet att férdelningen av ett saknat varde ar densamma som fordelningen
av observerade data fran kandidatdonatorerna (Buuren, 2018).

En forutsattning for att metoden ska prestera val ar att tillrackligt manga lampliga donatorer
existerar (Buuren, 2018). Detta kan utgora ett problem vid imputering i mindre datamaterial. |
och med att saknade varden imputeras med observerade varden kommer imputeringarna alltid
att ligga inom den observerade vardeméangden. Denna egenskap &r fordelaktig i fall dar
variabler med diskreta eller begréansade vardeméangder hanteras.

3.3.2 missForest

Random forest ar en ensemblemetod som genererar och kombinerar flera individuella
beslutstrad (Breiman, 2001). Beslutstrad ar en familj av icke-parametriska
maskininlarningsmetoder dar variabelrum stegvis och rekursivt partitioneras i axelparallella
delrum (Breiman et al., 1984). Varje delrum utg6r sedan en nod i respektive tradmodell.

| ett beslutstrad forekommer vanligtvis tva typer av noder; interna noder och slutnoder. De
interna noderna specificerar ett enkelt test for nagon variabel och & sammankopplade till
andra interna noder eller slutnoder via forgreningar. Varje forgrening motsvarar nagot av de
mojliga variabelvardena for respektive interna nod. Avslutningsvis tilldelar sedan slutnoderna
varje delrum en Klass eller ett vérde.

Vid konstruktion av beslutstrad ar malsattningen att utfora de partitioneringar av
variabelrummet som resulterar i de mest homogena delrummen. For detta andamal tillampas
vanligtvis nagon form av forlustfunktion. Genom att sedan utféra de uppdelningar av
variabelrummet som minimerar specificerad forlustfunktion kan de mest homogena
delrummen erhallas.

En nackdel med beslutstrad &r att de har en bendgenhet att 6veranpassas. For att motverka
overanpassning har olika metoder utvecklats. Ett exempel pa en motatgard &r efterbeskarning
som innebér att de noder som inte bidrar till att minska prediktionsfelet i tillrackligt stor
omfattning exkluderas fran tradmodellen.

| den hér uppsatsen anvénds en variant av beslutstradsalgoritmen Classification and
Regression Trees, forkortat CART, vilket ar en metod som utvecklades av Breiman (1984).
Som algoritmens namn antyder kan bade kvalitativa och kvantitativa utfall modelleras.
Algoritmen optimerar partitioneringen lokalt vid varje nod genom att skapa de mest
homogena subgrupperna, utan att ta hansyn till kommande uppdelningar.
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For att bestdimma partitioneringar vid konstruktion av regressionstrad anvander CART-
algoritmen forlustfunktionen Mean Square Error (MSE) vilken definieras som medelvardet av
de kvadrerade differenserna mellan de n observerade vardena y; och de skattade vérdena y;:

n
1
MSE =~ (i = 9)? (37)
i=1

| figur 7 illusteras ett exempel pa ett beslutstrad:

Rotnod
X. = S. S
v v
Intern nod 1 Intern nod 2
X =S, X >S, X. <5 =3,
v v A 4 v
Intern nod 3 Slutnod 1 Slutnod 2 Slutnod 3
X. <85, X. > 8,
v v
Slutnod 4 Slutnod 5

Figur 7: Exempel pa ett beslutstrad

Random forest ar en vidareutveckling av beslutstrad och kan likt manga andra
maskininlarningsmetoder anvandas for imputering. Den ursprungliga algoritmen utvecklades
av Breiman (2001) och det ar denna algoritm som anvands i den hér uppsatsen. Random
forest bygger pa tekniken bootstrap aggregation, forkortat bagging. Detta innebér att en
ensemble av flera individuella tradmodeller konstrueras genom att en mindre delméngd av det
totala antalet variabler slumpmassigt valjs ut och anvands vid skapandet av respektive
enskilda tradmodell. Bagging tillampas har for att minska risken for 6veranpassning genom
att addera varians till varje enskild tradmodell, samt genom att avkorrelera de individuella
tradmodellerna. Utdver att minska risken for éveranpassning och darigenom forbéattra den
slutliga modellens ackuratess &r det huvudsakliga syftet med random forest att ge stabilare
prediktioner.

Random forest tillampas enligt foljande steg (Breiman, 2001):

1. Dra ett bootstrapstickprov X* av storlek n fran det totala antalet observationer.
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2. Valj slumpmassigt g variabler fran de p tillgangliga variablerna. For val av g foreslar
Breiman (2001) tumregeln g = \/5 vid klassificering och g = p/3 vid regression.

3. ldentifiera den variabel x; bland de g slumpmassigt utvalda variablerna och
motsvarande delningspunkt s som minimerar forlustfunktionen.
Partitionera noden i tva nya noder med {x; < s} och {x; > s}.

5. Repetera steg 2 till 4 till det att ett pa forhand specificerat maximalt antal noder har
skapats.

6. Repetera steg 1 till 5 T ganger.

7. Den slutliga modellen erhalls genom att berakna genomsnittet av de T individuella

" ~ 1 N
traden, prf = ~ X1 P

For att utféra imputering med random forest anvénds i den hdr uppsatsen R-paketet
missForest vilket ar ett paket som &r specifikt utvecklat for just tillampning av random forest
for imputering (Bihlmann & Stekhoven, 2011).

missForest anpassar iterativt en random forest baserad pa observerad data for varje variabel
dar partiellt bortfall férekommer (Buhlmann & Stekhoven, 2011). Dessa modeller anvands
sedan for att prediktera saknade vérden for respektive variabel. Imputerade data lagras i en
matris som mellan varje iteration kontinuerligt uppdateras och utvarderas genom att jamfora
de nya imputerade vardena med motsvarande imputerade varden fran foregaende iteration.
Denna process repeteras till det att differensen mellan nya och tidigare imputerade varden
Okar, varvid algoritmen stannar.

Fran missForest-paketet kan en skattning av imputeringsfelet erhallas, vilken ar baserad pa
det sa kallade out-of-bag-felet for random forest. Denna skattning har av Stekhoven och
Blhlmann (2011) pavisats vara en rimlig skattning av det sanna imputeringsfelet.

missForest-algoritmen kan brytas ned i féljande steg (Buhlmann & Stekhoven, 2011):

Lét X; vara en godtycklig variabel i X med saknade vérden vid i}“is c {1, ...,n}. Beteckna

observerade vérden for X; som yj‘-’bs, saknade vérden for X; som y}“is, observerade vérden for

andra variabler &n X; som x?° och saknade varden for andra variabler an X; som x's.

1. Utfor initiala imputeringar for saknade varden med lamplig, enkel imputeringsmetod.

2. Lagraimputerade data i en matris X.».p.

3. Anpassa en random forest for en variabel X; genom att anvanda y]‘?bs som beroende
variabel och x}’bs som oberoende variabler.

4. Prediktera saknade varden y]‘-‘rliS med respektive x]‘-nis och den anpassade modellen fran

steg 3.
5. Lagra imputerade data i en matris X'P .

6. Repetera steg 2 till 5 for alla p variabler for vilka partiellt bortfall foreligger.
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7. Utvdrdera imputeringarna och uppdatera stoppkriteriet y.
8. Repetera steg 2 till 7 till det att stoppkriteriet y &r uppfylit.

Algoritmen stannar saledes nar stoppkriteriet y ar uppfyllt, vilket intraffar da differensen

im

mellan datamatrisen X, Som innehaller senast imputerad data och datamatrisen X'’ som

new
innehaller imputerad data fran féregaende iteration dkar (Bihlmann & Stekhoven, 2011). For

en uppsattning av kvantitativa variabler N definieras differensen som:

- Lo 2
imp imp
_ ZjeN(Xnew - Xold

: 2
m
Y jen(Xnow

Ay (3.8)

3.4 Utvardering av imputeringmetoder

3.4.1 Logistisk regression

Logistisk regression &r en statistisk metod for att underséka och modellera sambandet mellan
en responsvariabel som endast kan anta tva varden, en sa kallad binar responsvariabel, och ett
antal forklarande variabler (Kutner et al. 2004).

| syfte att forenkla kommande formler kommer hadanefter foljande tva vektorer att anvandas:

Bo 1
X.
B = @ ochXx;=| " (3.9)
ﬁp—l Xi,p—l

dar p — 1 &r antalet forklarande variabler i modellen.

Fran dessa vektorer foljer:

p—-1
XiB=fFo+ ) B (3.10)
j=1
En av de viktigaste delarna i logistisk regression &r konceptet odds vilket hér definieras som
kvoten av sannolikheten att den binéra responsvariabeln antar vérdet 1, och att den binéra
responsvariabeln antar vérdet 0. Sannolikheten for att variabeln antar 1 betecknas med ,
vilket innebér att sannolikheten att responsvariabel antar vardet 0 ar 1 — .

T
odds =

— (3.11)

| logistisk regression modellerar man vanligtvis den naturliga logaritmen av oddset, &ven
kallad logit:

logit(m) = log, (%) =X'B (3.12)
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En multipel logistisk regressionsmodell kan sedan uttryckas pa foljande vis dar Y; betraktas
som oberoende, Bernoullifordelade slumpvariabler med vantevarde r;:

eX'B
R — 3.13
E(Y) =m = T (3.13)

En enskild regressionskoefficient B, representerar da forandringen av den logaritmerade
oddskvoten for motsvarande forklarande variabel X, givet att ovriga forklarande variabler &r
konstanta.

3.4.1.1 Antaganden

Den logistiska regressionsmodellen har ett antal antaganden, dessa antaganden maste vara
uppfyllda for att kunna analysera resultatet (Hosmer et al. 2013).

Lamplig utfallsstruktur— binar logistik regression kréver en binar responsvariabel.

Oberoende observationer — logistisk regression kraver att observationerna ar oberoende fran
varandra.

Ingen multikollinjaritet — modellen kraver att det finns valdigt lite, eller ingen
multikollinjaritet mellan de forklarande variablerna, alltsa att variablerna inte ar korrelerade
till nagon hog grad.

Linjart samband mellan oberoende variabler och logit — logistisk regression kréver inte att
variablerna &r linjart relaterade till responsvariabeln, men den kraver att de &r linjart relaterade

till logit av responsvariabeln logit(m) = (ﬁ) dar mr ar sannolikheten.

Stor urvalsstorlek — generellt satt sa kraver logistisk regression en stor urvalsstorlek. Lagre
sannolikhet for ett av utfallen resulterar i att man behdver ett storre urval.

3.4.1.2 Variansinflationsfaktor

Variansinflationsfaktor (VIF) &r ett matt som mater omfattningen av multikolinjériteten
mellan de forklarande variablerna (Kutner et al. 2004). Variansinflationsfaktorn (VIF) for en
skattad regressionskoefficient b, beréknas enligt foljande:

(VIF), =(1—-R3)™! k=12 .,p—1 (3.14)
k

En tumregel &r att om VIF > 10 eller om medelvérdet av alla enskilda VIF &r betydligt storre
an 1 sa forekommer problem med multikollinjéritet i modellen.

3.4.2 Utvarderingsmatt

3.4.2.1 Procentuell bias

Procentuell bias ar den procentuella avvikelsen mellan véantevardet av en skattning 8 och det
sanna vardet 6 i forhallande till det sanna vardet (Buuren, 2018):
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PB = 100 X |(E(8) — 6)/6)| (3.15)
Awvvikelsen bor enligt Demirtas, Freels & Yucel (2008) inte dverstiga 5%.

3.4.2.2 Normalized root mean square error

Normalized root mean square error, forkortat NRMSE, &r ett matt som i denna uppsats
anvands for att undersoka hur imputerade véarden avviker fran motsvarande faktiska,
observerade varden (Bihlmann & Stekhoven, 2011). Mattet definieras som kvadratroten ur
mean square error dividerat med variansen i de sanna vérdena:

medelvirde((Xtrue — Ximp)2)
_ 3.16
NRMSE j varians(XT) (3.16)

3.5 Utformning av analys

Simulering av bortfall och imputering, samt analys av dessa utfors enligt foljande steg:

1. De kvantitativa variablerna standardiseras.

2. Bortfallsandelar, bortfallsmekanismer och bortfallsménster anges tillsammans med
bortfallsvikter och bortfallsfrekvenser for respektive bortfallsménster.

3. Ett datamaterial amputeras for varje kombination av bortfallsandel och

bortfallsmekanism.

Rad- och kolumnindex for de amputerade vérden lagras.

Amputerade vérden imputeras med MICE respektive missForest.

De imputerade vardena lagras.

NRMSE beraknas for de imputerade datamaterialen.

En logistisk regressionsmodell anpassas for vart och ett av foljande datamaterial:
a. Det datamaterial dar de saknade vérdena har imputerats med MICE.
b. Det datamaterial dar de saknade vérdena har imputerats med missForest.
c. Det amputerade datamaterialet.

9. De skattade koefficienterna, medelfelen, p-vardena, konfidensintervallen och VIF-
vardena fran de anpassade modeller fran steg 8 lagras.

10. Steg 3 till steg 9 repeteras i = 1000 ganger.

11. Utvarderingsmatt berdknas for de skattade parametrarna fran steg 8.

© N o g bk

Ovanstaende process har implementerats i programmeringsspraket R, och fullstandig kod
hittas i bilagan.
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4. Resultat

| detta kapitel redovisas de erhallna resultaten.

4.1 Amputering

Det forsta monstret har bortfall i variabeln BMI som beror pa bade aldern och konet av
observationen. Effekt av vikt som medfor hdgre sannolikhet for bortfall for kvinnor och yngre
kan ses i figur 8 och 9.
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Figur 8: Spridningsdiagram for bortfallsmonster 1 6ver antal amputerade observationer for BMI mot alder, morkare
punkter visar pa hogre antal amputationer.
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Figur 9: Stapeldiagram for bortfallsménster 1 6ver antal amputerade observationer for BMI uppdelat pa kon.
Morkare staplar inebar att fler amputeringar for det kdnet har utforts.

Vikterna for bortfallsmonster 1 innebér att sannolikheten &r betydligt hogre for att bortfall i
variabeln BMI simuleras hos yngre kvinnor &n hos aldre méan da bortfallsmekanismen ar
MAR. Detta framgar tydligt i figur 8 och figur 9 som visar antal amputeringar for varje andel
jamfort med MCAR-bortfall.

Bortfallsmonster 2 simulerar bortfall for variabeln fiberintag och monstrets vikter &r i princip
motsatsen till féregdende monster. | detta bortfallsmonster sa &r det man och aldre personer
som har hdgre sannolikhet for bortfall.

Foljande diagram illustrerar hur manga amputeringar som utforts for fiberintag:
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Figur 10: Spridningsdiagram for bortfallsmonster 2 dver antal amputerade observationer for fiberintag mot alder,

morkare punkter vissar pd hogre antal amputationer.
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Figur 11: Stapeldiagram for bortfallsménster 2 éver antal amputerade observationer for fiberintag uppdelat pa kon.
Morkare staplar innebar att fler amputeringar for det kdnet har utforts.

Om man jamfor figur 10 och 11 med figur 8 och 9 kan man se att de &r ndra motsatsen av
varandra. For att gora bortfallet lite mer komplext sa tillagdes det sista bortfallsmonstret som
har bortfall i bade BMI och fiberintag. Detta bortfallsménster simulerar att yngre personer
over lag har mer bortfall med en vikt som bara ligger pa aldern.
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| spridningsdiagrammet nedan sa illustreras antal amputeringar som utfordes for olika aldrar:
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Figur 12: Spridningsdiagram for bortfallsmonster 3 dver antal amputerade observationer fér BMI mot élder,
morkare punkter visar pa hogre antal amputationer.

Figur 12 visar att vikterna gjorde det som de skulle, yngre personer har en mycket hogre
sannolikhet att bli amputerade.

Bortfallsmonster 1 och 2 fick bade en frekvens pa 40% medan bortfallsmonster 3 fick en
frekvens pa 20%. Efter amputeringen var slutford ar de bortfall som illustreras i diagrammen
nedan de som anvandas for kommande imputeringar.

Foljande diagram illustrerar hur manga amputeringar som totalt har utforts for BMI:
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Figur 13: Spridningsdiagram foér sammanlagd data 6ver antal amputerade observationer for BMI mot alder, mérkare

Alder

punkter visar pa higre antal amputationer.
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Figur 14 : Stapeldiagram for sammanlagd data 6ver antal amputerade observationer for BMI uppdelat pa kon.
Morkare staplar innebar att fler amputeringar for det kdnet har utforts.

| figur 13 framgar det att bortfallet for BMI har ett tydligt samband med alder, eftersom bade
monster 1 och 3 orsakar bortfall for yngre personer. Det enda som skiljer kénen ifran varandra
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nér det galler BMI &r bortfallsmonster 1 vilket orsakar att kvinnor har ett hogre antal

amputeringar.

Foljande diagram illustrerar hur manga amputeringar som totalt har utforts for fiberintag:
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Figur 15: Spridningsdiagram for sammanlagd data éver antal amputerade observationer for fiberintag mot alder,

maérkare punkter visar pa hogre antal amputationer.
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Figur 16: Stapeldiagram for sammanlagd data 6ver antal amputerade observationer for fiberintag uppdelat pa kén.
Morkare staplar innebar att fler amputeringar for det kénet har utforts.

For variabeln fiberintag ar bortfallet mer utspritt eftersom de bortfallsmoénster i vilka
variabeln ingar har motsatta aldersvikter. | och med att bortfallsmonster 2 har dubbelt sa hog
frekvens &r bortfallet nagot hogre for aldre personer. Aterigen ar det endast ett monster som
avgor skillnaden mellan konen vilket innebér att fler observationer dér respondenten &r av
manligt kdn har amputerats.
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4.2 Imputering

4.2.1 Prediktiv ackuratess

| diagrammet nedan visas NRMSE for de imputerade vérdena:
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Figur 17: NRMSE fér imputerade vérden.

Fran figur 17 och tabell 4 framgar att imputering med missForest resulterar i lagre NRMSE &n
vad imputering med MICE gor. Varden som imputerats med missForest tenderar saledes att
avvika mindre fran de sanna, observerade varden. NRMSE varierar dven nagot mindre i data
som imputerats med missForest &n i data som imputerats med MICE.

Bortfallsmekanism och bortfallsandel paverkar inte NRMSE i nagon storre utstrackning.

Tabell 4: Genomsnittlig NRMSE for imputerade varden.

MCAR MAR
Metod 10% |20% |30% |10% |20% |30%
MICE 1,0564 | 1,0567 | 1,0567 | 1,0569 | 1,0567 | 1,0569
missForest | 0,9820 | 0,9846 | 0,9869 | 0,9902 | 0,9892 | 0,9904
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| féljande diagram visualiseras fordelningarna av de imputerade vérdena i variabeln BMI,
samt fordelningen av motsvarande sanna varden fran det kompletta datamaterialet:
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Figur 18: Fordelningar av imputerade varden och motsvarande sanna varden fér BMI.

| figur 18 visas fordelningarna av imputerade varden och motsvarande faktiska vérden i
variabeln BMI. Fran figuren framgar att fordelningarna av de imputerade vardena har ungefar
samma median som den faktiska fordelningen. Variansen i de imputerade vérdena
underskattas dock kraftig av de bada imputeringsmetoderna, i synnerhet missForest.

| figuren nedan visualiseras férdelningarna av de imputerade vérdena i variabeln fiberintag,
samt fordelningen av motsvarande sanna varden fran det kompletta datamaterialet:
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Figur 19: Férdelningar av imputerade varden och motsvarande sanna vérden for variabeln fiberintag.

Fran figur 19 kan utlasas att medianerna i fordelningarna av de imputerade vardena i
variabeln fiberintag ar marginellt stérre &n medianen den faktiska férdelningen.
Fordelningarna av de imputerade vardena uppvisar dock betydligt lagre varians én den
faktiska fordelningen. Detta géller i synnerhet missForest som kraftigt underskattar variansen
I respondenternas fiberintag.

4.2.2 Bias i skattade regressionskoefficienter

| tabell 5 visas de skattade parametrarna fran den logistiska regressionsmodell som
anpassades med det kompletta datamaterialet. Av tabellen framgar att kvinnligt kén, hogt
BMI och Iagt fiberintag &r forknippat med sémre halsotillstand. Samtliga forklarande
variabler har en statistiskt signifikant effekt pa respondenternas halsotillstand. Fran tabellen
kan éven utlasas att multikollinjaritet inte &r ett problem i modellen i och med att VIF-vérdena
ligger véldigt néra ett.

Tabell 5: Skattade parametrar fran den logistiska regressionsmodell som anpassats med det kompletta
datamaterialet.

Koefficient | Medelfel | z-varde | p-varde | VIF
(Intercept) | 0,623 0,063 9,841 < 0,001
Ko6n:Kvinna | -0,271 0,081 -3,352 <0,001 |1,063
BMI -0,310 0,040 -7,813 <0,001 |1,062
Fiberintag | 0,157 0,040 3,899 <0,001 |1,003
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| féljande figur visas den genomsnittliga, procentuella biasen i de skattade logistiska
regressionskoefficienterna:

MCAR MAR
]
g
]
G0% 1 - g
B 3 g
g 2
"B : Metod
40% - : 2 E3 mice
Bias
g g E "L 0 El missForest
5 " Complete case
- g analysis
20% 1
(0%a
10% 20% 30% 10% 20% 30%
Andel bortfall

Figur 20: Genomsnittlig procentuell bias i de skattade logistiska regressionskoefficienterna. Den horisontella,
streckade linjen markerar 5% pa y-axeln.

Fran figur 20 och tabell 6 framgar att intercepten och koefficienterna som skattats med
datamaterial som imputerats med MICE uppvisar l1agst genomsnittlig procentuell bias och
lagst varians. Intercept och koefficienter for kon som skattats med datamaterial som
imputerats med missForest uppvisar i regel lagre procentuell bias och varians an intercept och
koefficenter for kon som skattats genom tillampning av complete case analysis. Koefficienter
for BMI och fiberintag som skattats genom tillampning av complete case analysis tenderar
daremot att uppvisa lagre procentuell bias och varians an koefficienter for BMI och fiberintag
som skattats med datamaterial som imputerats med missForest.

Bade procentuell bias och variansen mellan parameterskattningarna tenderar att 6ka i
omfattning da andelen partiellt bortfall 6kar. Denna 6kning i procentuell bias ar mest pataglig
i parameterskattningar fran data som imputerats med missForest medan procentuell bias i
parameterskattningar fran data som imputerats med MICE tenderar att 6ka ndgot mindre.
Nagra tydliga skillnader i procentuell bias och varians mellan parameterskattningarna
baserade pa de datamaterial dar den bakomliggande bortfallsmekanismen ar MCAR och de
datamaterial dar den bakomliggande bortfallsmekanismen ar MAR kan inte urskiljas.
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Tabell 6: Genomsnittlig procentuell bias i de skattade logistiska regressionskoefficienterna.

MCAR MAR
Koefficient | Metod 10% | 20% | 30% | 10% | 20% | 30%
(Intercept) | Complete case analysis |28 |41 |54 |27 |41 |56
MICE 06 (09 (11 |06 (10 |13
missForest 10 |19 |30 |10 |19 |31
Kon:Kvinna | Complete case analysis | 8,1 | 12,6 |156 |7,6 |12,0 | 16,1
MICE 20 29 |37 |20 |31 |41
missForest 34 |67 10,8 |33 |6,7 10,6
BMI Complete case analysis |35 |54 |68 |35 |53 |69
MICE 29 |42 |53 |30 |48 |62
missForest 5,6 115 | 18,3 |53 111 | 17,7
Fiberintag | Complete case analysis |69 |99 |145 |69 |104 | 137
MICE 57 |84 |116 |60 |85 |109
missForest 71 133|199 (70 |[12,6 |20,1

| tabell 7 visas avvikelsen mellan de sanna VIF-vérdena och de genomsnittliga VVIF-vardena
som skattades med de amputerade och imputerade datamaterialen. Fran tabellen framgar att
metodernas inverkan pa multikollinjariteten hos variablerna ar férsumbar.

Tabell 7: Genomsnittlig differens mellan sanna och skattade VIF-varden fran logistisk regressionsmodell.

MCAR MAR
Koefficient | Metod 10% | 20% | 30% | 10% | 20% | 30%
Kon:Kvinna | Complete case analysis | 0 0 0 0 0 0
MICE 0 0 0 0 0 0
missForest 0 0,01 0,01 |O 0,01 {0,021
BMI Complete case analysis | 0 0 0 0 0 0
MICE 0 0 0 0 0 0
missForest 0 0,01 0,01 |O 0,01 {0,021
Fiberintag | Complete case analysis | 0 0 0 0 0 0
MICE 0 0 0 0 0 0
missForest 0 0 0 0 0 0

Fran tabell 8 kan utlasas att MICE ar en betydligt mer tidseffektiv imputeringsmetod &n
missForest. Noterbart ar att tidsatgangen vid imputering med MICE inte paverkas namnvart
av andelen bortfall, medan tidsatgangen vid imputering med missForest i stallet minskar nar
andelen bortfall okar.
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Tabell 8: Genomsnittlig tidsatgang i sekunder vid imputering.

MCAR MAR

Metod 10% |20% |30% |10% |20% |30%

MICE 024 (024 024 |022 (0,22 |0,23

missForest | 485 4,43 |4,00 484 [423 |395
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5. Diskussion

| detta kapitel analyseras och utvérderas de resultat som redovisades i kapitel 4. | detta kapitel
presenteras aven ett antal forslag pa vad framtida studier bor fokusera pa.

5.1 Utvardering av missForest

| kapitel 4.3.1 framgar att de saknade varden som imputerats med missForest uppvisar lagre
NRMSE &n de saknade véarden som imputerats med MICE. Detta utfall verensstammer val
med de resultat som bland annat Buhlmann & Stekhoven (2011), Waljee et al. (2013) och
Kokla et al. (2019) erholl i snarlika studier. Att utvardera imputeringsmetoder enkom utifran
dess prediktiva ackuratess ar emellertid ett hogst tvivelaktigt forfarande da basta prediktion
inte nodvandigtvis ar ekvivalent med basta imputering. Detta faktum framgar tydligt da
resultaten i den efterféljande logistiska regressionsanalysen undersoks. De logistiska
regressionskoefficienter som skattats med datamaterial som imputerats med missForest
uppvisar ndmligen betydligt hogre procentuell bias &n de logistiska regressionskoefficienter
som i stéllet skattats med datamaterial som imputerats med MICE.

Forklaringen till detta &r att missForest ar en enkel imputeringsmetod som imputerar saknade
varden med prediktioner i form av betingade medelvarden, medan MICE &ar en multipel
imputeringsmetod som i stéllet imputerar saknade varden med oberoende, slumpmassiga
dragningar fran posterior prediktiva fordelningar for saknade data (Little & Rubin, 2019). Ett
betingat medelvarde &r i det har fallet ett viktat genomsnitt av de imputerade variablernas
observerade vérden. Imputeringar fran missForest ger foljaktligen rimliga skattningar av
vantevarden, i synnerhet da data &r MCAR. Korrelation mellan variabler och varians i
imputerade data tenderar emellertid att kraftigt dver- respektive underskattas da saknade
varden ersatts med betingade medelvarden. Imputeringsmetoder som imputerar saknade
varden med betingade medelvarden saknar saledes formagan att aterskapa den ursprungliga,
simultana férdelningen i sin helhet.

Genom att skapa felaktiga samband och systematiskt underskatta varians i imputerade data
orsakar missForest kraftig bias i efterfoljande analys. Systematiskt underskattad varians leder
aven till att medelfel underskattas, vilket i sin tur resulterar i alltfor optimistisk inferens i form
av till exempel orimligt sndva konfidensintervall. Problematiken & som mest framtradande i
datamaterial med svag korrelation mellan variabler, hég varians samt stor andel saknade
varden (Little & Rubin, 2019). | det datamaterial som ligger till grund for denna uppsats
uppvisar variabeln fiberintag bade storre varians och svagare korrelation med 6vriga variabler
an vad variabeln BMI gor, vilket saledes delvis kan forklara varfor de data som imputerades
med missForest orsakade mer bias i skattningarna av koefficienterna for fiberintag an i
skattningarna av koefficienterna for BMI.
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5.2 Utvardering av MICE

MICE 6verkommer ovan namnda problematik genom att slumpmaéssigt dra imputeringar fran
posterior prediktiva fordelningar for saknade data, och adderar pa sa vis ett visst matt av brus.
| kapitel 4.3.1 framkommer dock att &ven imputering med MICE misslyckas med att
aterskapa den ursprungliga fordelningen av saknade data, dock inte i lika stor omfattning som
imputering med missForest. Vad detta beror pa ar har nagot mer oklart.

En potentiellt bidragande faktor kan vara valet av predictive mean matching som
imputeringsmodell i MICE. Ett problem med PMM 4&r att det rader viss teoretisk osékerhet
kring metoden, och egenskaperna hos de resulterande skattningarna ar nagot oklara (Little &
Rubin, 2019). Gaffert et al. (2016) argumenterar i sin artikel Towards an MI-proper Predictive
Mean Matching for att PMM i sitt konventionella utforande avviker fran det Bayesianska
ramverk som ligger till grund fér multipel imputering.

Ett av de problem som Gaffert et al. (2016) framhaller ar att parameterskattningarna i
imputeringsmodellen baseras pa alla donatorer, det vill siga alla observerade varden.
Parameterskattningarna anvands sedan for att prediktera 9 for bade donatorerna och
mottagarna, det vill sdga observationer med saknade vérden. Prediktionerna av y for
donatorerna ar saledes in-sample medan prediktionerna av 9 for de saknade varden ar out-of-
sample, vilket enligt Gaffert et al. (2016) leder till att residualvariansen som adderas till
prediktionerna av y for mottagarna &r for liten.

Vid tillampning av PMM som imputeringsmodell i MICE kan valet av antalet donatorer d ha
stort inverkan pa utfallet. Alltfér sma d riskerar leda till att samma donator véljs om och om
igen, vilket i sin tur leder till underskattning av varians (Kleinke, 2017).

Alltfor stora d okar risken for olampliga ihopparningar av donatorer och mottagare, vilket kan
leda till felaktigheter i korrelationsstrukturen med 6kad bias som foljd. Gaffert et al. (2016)
visar &ven att alltfor stora d kan leda till underskattning av variansen om donatorerna och
mottagarna ar fordelade pa ett snarlikt vis i och med att sannolikheten for att saknade vérden
nara fordelningens yttre granser tilldelas véarden fran donatorer lokaliserade nara
fordelningens mitt okar.

| den hér uppsatsen har d = 5 anvénts vilket &r standardinstéallningen i R-paketet mice
(Buuren, 2018). Morris et al. (2014) foreslar i stallet att d = 10 donatorer bor anvandas. Det
kan inte uteslutas att underskattningen av variansen i de datamaterial som imputerats med
MICE skulle kunna stavjas nagot genom att valja ett annat antal donatorer.

Betydande skevhet kan ha en negativ inverkan pa imputeringar med PMM. Kleinke (2017)
visar att PMM inte formar aterskapa den ursprungliga fordelningen i data dar mer én 20-30%
av variabelvéardena saknas och allvarlig skevhet foreligger. Variablerna BMI och fiberintag i
det datamaterial som analyserats i den héar uppsatsen uppvisar bada en viss, positiv skevhet, i
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synnerhet den senare variabeln. Detta kan eventuellt vara en bidragande faktor till varfoér
imputeringarna som utférdes med MICE inte foljer den ursprungliga, faktiska fordelningen.

Ett annat stort problem med PMM som Gaffert et al. (2016) framhaller ar det faktum att
imputeringarna dras fran den betingade, posterior prediktiva fordelningen N(XLniS B, 63) i
stallet for N(X™s - B, 52). PMM tar med andra ord verhuvudtaget inte hansyn till den

osakerhet som rader i parametern 62 i imputeringsmodellen vilket riskerar leda till
underskattning av variansen i de imputerade vardena.

Gaffert et al. (2016) presenterar i sin artikel fullstdndiga bevis som styrker ovan ndmnda
problem. | artikeln introduceras dven en modifierad variant av PMM dér den ndmnda
problematiken har atgardats.

| framtida studier bor andra imputeringsmodeller i MICE utéver PMM undersdkas for att se
om dessa formar aterskapa den ursprungliga, faktiska fordelningen. Framtida studier bor aven
undersoka vilken effekt olika antal donatorer d i PMM har pa resultaten.

5.3 Tidsatgang

MICE genomfor imputeringen av de saknade vérdena i genomsnitt 19 ganger snabbare an
missForest. En starkt bidragande orsak till den hoga tidsatgangen for missForest ar att 100
trad per iteration skapas. Berakningstiden kan reduceras avsevart genom att minska antalet
trad som skapas per iteration. En sadan justering riskerar dock leda till samre imputeringar.
Framtida studier bor darfor undersoka i vilken utréackning antalet trad kan minskas utan att
resultaten forsamras ndmnvart.
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5.4 HoOgre andel bortfall

Nér resultatet analyserades mérktes det att den procentuella biasen 6kade tydligt nar andelen
bortfall 6kade men det fanns inte nagon tydlig skillnad i 6kningen beroende pa vilken
bortfallsmekanism som anvands. For att undersoka om dessa resultat haller konstant vid hogre
andel bortfall utfors en ytligare simulering med vars bias summeras i tabell 9.

Tabell 9: Genomsnittlig procentuell bias i de skattade logistiska regressionskoefficienterna.

MCAR MAR
Koefficient | Metod 40% | 50% | 60% | 40% | 50% | 60%
(Intercept) | Complete case analysis |66 |78 |97 |66 |79 |103
MICE 14 1,7 1,9 1,6 2,0 2,4
missForest 43 |56 |74 |44 |59 |76
Kon:Kvinna | Complete case analysis | 19,4 | 23,2 (30,0 | 19,3 | 23,5 | 31,0
MICE 46 |52 |63 |52 |64 |75
missForest 154 1200 | 259 |154 |20,3 | 25,8
BMI Complete case analysis | 9,1 |10,5 |13,2 |85 |[104 |128
MICE 65 |75 |87 |79 |94 |106
missForest 26,3 | 34,7 | 449 | 25,7 |34,1 | 437
Fiberintag | Complete case analysis | 17,3 | 21,1 | 26,9 | 18,0 | 20,3 | 25,2
MICE 13,1 | 159 | 18,8 [ 14,2 | 16,4 | 19,2
missForest 27,6 | 36,3 | 46,4 | 27,3 | 358 |48,9

En tydlig skilnad mellan MCAR och MAR kan inte urskiljas dven vid dessa hogre
bortfallsandelar, biasen &r generellt sétt htgre men det stdmmer inte éver lag. Skillnaden
mellan MICE och missForest dr dock valdigt tydlig med den procentuella biasen for
Fiberintag i missForest som okar till 48,9%. Bias pa denna niva &r inte acceptabelt, da den
dvre gransen for acceptabel bias ar 5% (Demirtas et al. 2008). Alla metoder som anvénds for
denna rapport far en sammanlagd procentuell bias 6ver 5%, detta innebér att om imputering
skulle behovas pa datamaterial med mycket partiellt bortfall behdvs nya eller justerade
metoder.

5.5 Framtida forskning

Omradet har mojlighet for mycket framtida forskning som inte utfordes i denna rapport pa
grund av en kombination av tidsbrist och berakningskraft av tillgédngliga datorer. En av de
andringar som kan goras &r att inkludera fler variabler av olika typer for att se hur de olika
metoderna klarar en variation av variabeltyper fran kvalitativa variabler till kvantitativa,
dessutom skulle interaktionstermer kunna inkluderas. Problemet med dessa andringar &r att
varje ytterligare variabel 6kar hur lang tid imputeringen tar rejalt.
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Om fler variabler adderas till modellen kan det vara lampligt att &ven intrudecera mer

komplexa bortfallsmonster. Det ar mojligt att olika imputeringsmetoder presterar samre nar
bortfallet & mer komplext.

Framtida studier kan &ven inkludera nya imputeringsmetoder som MIDAS, vilket & en metod
som imputerar med hjalp av neurala néatverk (Lall & Robinson, 2021).
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6. Slutsats

De saknade varden som imputerats med missForest avviker i regel mindre fran de sanna,
observerade vardena én vad de véarden som imputerats med MICE gor. | den efterféljande
logistiska regressionsanalysen uppvisar dock de regressionskoefficienter som skattats med
datamaterial som imputerats med MICE en lagre grad av bias an de regressionskoefficienter
som i stéllet skattats med datamaterial som imputerats med missForest. Imputeringar med hog
prediktiv ackuratess resulterar saledes inte nodvandigtvis i lag bias i paféljande analys.

Biasen hos de skattade logistiska regressionskoefficienterna tenderar att 6ka nar andelen
partiella bortfall 6kar. Denna 6kning ar mer pataglig hos de logistiska regressionskoefficienter
som skattats med datamaterial som imputerats med missForest an hos de logistiska
regressionskoefficienter som i stéllet skattats med datamaterial som imputerats med MICE.
Nagra tydliga skillnader i imputeringsmetodernas prestation beroende av de bakomliggande
bortfallsmekanismerna har inte kunnat urskiljas.

De erhallna resultaten visar att imputering med MICE é&r det tillvagagangssatt som i den har
studien tenderar att resultera i lagst bias i parameterskattningarna i den logistiska
regressionsanalysen. Det bor dock framhallas att biasen i de skattade koefficienterna for
variablerna BMI och fiberintag &r férhallandevis hog vid en stor del av simuleringarna.
Imputering med missForest och tillampning av complete case analysis orsakar i regel mer bias
I paramaterskattningarna i den logistiska regressionsanalysen an vad imputering med MICE
gor, i synnerhet da bortfallsfrekvensen ar stérre an 10%.

Slutsatsen &r att imputering med MICE kan betraktas som ett lampligt tillvagagangssatt for att
hantera partiella bortfall i aktuellt datamaterial, dock med reservation for att omfattande bias
riskerar uppsta i enskilda parameterskattningar. Tillampning av en annan imputeringsmodell i
MICE é&n predictive mean matching bor darfor évervagas.
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8. Bilaga

| denna studie har foljande R-kod anvants:

library (mice)
library(missForest)

(
(
library (ggplot?2)
library (dplyr)

(

library(car)
set.seed (149)

# Laser in datamaterial

data complete <- read.csv2("data.csv")

# Konverterar bindra variabler till faktorer

o\

}_‘ -
3
o°

is binary <- sapply(data complete, function(x) all(x[!is.na(x)]
0:1))
data complete[,is binary] <- lapply(data complete[,is binary],

as.factor)

# Tar bort uteliggare fran variabeln Fibrer g

data complete <- data complete[which (data complete[,3] <=
IOR (data complete[,3]1*10)),]

rownames (data complete) <- c(l:nrow(data complete))

data complete original <- data complete

# Standardiserar nummeriska variabler

data complete[,c(1:3)] <- scale(data complete[,c(1:3)])

# Funktion for att amputera data
ampute data <- function(data, prop = 0.4, mech = "MAR") {
# Konverterar faktorvariabler till numeriska variabler
is factor <- sapply(data, function(x) is.factor(x))
as numeric <- function(x) as.numeric (as.character(x))
datal[,is factor] <- lapply(datal[,is factor], as numeric)
data amputated <- ampute (data, prop = prop, mech = mech, type =
"RIGHT",
patterns = miss_patterns,
if(exists("miss fregs")) freq =
miss fregs else ampute.default.freg(miss patterns),
if (mech != "MCAR" &
exists("miss patterns") & exists("miss weights")) weights =
miss weights)



# Konverterar tillbaka bindra variabler till faktorer
is binary <- sapply(data amputatedS$Samp, function (x)
all(x['!'is.na(x)] %in% 0:1))
data amputatedSamp[,is binary] <-
sapply(data_amputated$amp[,is_binary], function (x) as.numeric (x))
data amputatedSamp[,is binary] <-
lapply(data amputatedSamp[,is binary], as.factor)
return (data amputated)

# Funktion for att imputera med MICE
impute mice <- function(data amputated) {
imputed mice <- mice (data amputated)

return (imputed mice)

# Funktion for att imputera med missForest
impute missForest <- function(data amputated) {
imputed missForest <- missForest (data amputated)

return (imputed missForest)

# Funktion for att vaga samman och anpassa logistisk
regressionsmodell med data som imputerats med MICE
log reg imputed mice <- function (imputed mice) {

fit log reg <- with(imputed mice, glm(Hdlsotillstdnd ~ sex + BMI +
Fibrer g, family = binomial (link = "logit")))

log reg coef <- summary(pool (fit log reg), "all", conf.int = TRUE)

# Berdknar variance inflation factor (VIF)

vif values <- with (imputed mice, vif(glm(H&dlsotillstdnd ~ sex +
BMI + Fibrer g, family = binomial(link = "logit"))))

vif values <- do.call("rbind", vif values$Sanalyses)

vif value <- c{()

vif valuel[c(2:4)] <- colMeans (vif values)

log reg coef <- cbind(log reg coef, vif value)

return (log reg coef)

# Funktion for att anpassa logistisk regressionsmodell med data som
imputerats med missForest
log reg imputed missForest <- function (imputed data) {

fit log reg <- glm(Halsotillsténd ~ sex + BMI + Fibrer g, data =
imputed data, family = binomial (link = "logit"))

log reg coef <- cbind(summary(fit log reg) $coefficients,
confint (fit log regqg))



# Berdknar variance inflation factor (VIF)

vif value <- c()

vif valuelc(2:4)] <- vif(fit log req)

log reg coef <- cbind(log reg coef, vif value)

return(log reg coef)

# Funktion for att anpassa logistisk regressionsmodell med amputerad
data
log reg cca <- function (amputated data) {

fit log reg <- glm(H&lsotillstand ~ sex + BMI + Fibrer g, data =
amputated data, family = binomial (1link = "logit"))

log reg coef <- cbind(summary(fit log reg) Scoefficients,
confint (fit log req))

# Berdknar variance inflation factor (VIF)

vif value <- c{()

vif valuelc(2:4)] <- vif(fit log reg)

log reg coef <- cbind(log reg coef, vif value)

return (log reg coef)

# Funktion for att amputera och imputera genom att anropa de andra
funktionerna
sim imp <- function(iterations, props = c(0.4), mechs = c("MAR")) {
# Skapar data frames for att lagra resultaten fran imputeringarna
imp res mice <- data.frame ()
imp res missForest <- data.frame /()
res cca <- data.frame ()
# Skapar lista for att lagra information om amputerade varden
amp res <- list()
# Skapar data frame for att lagra imputeringar
imp values <- data.frame()
# Skapar data frame for att lagra NRMSE
imp nrmse <- as.data.frame (matrix(NA, nrow = 0, ncol = 5))
colnames (imp nrmse) <- c("mice nrmse", "missForest nrmse",
"iteration", "mech", "prop")
# Amputerar och imputerar for de olika kombinationerna av
mekanismer och bortfallsandelar
iter counter <- 0
for (mech in mechs) {
for (prop in props) {
# Skapar en lista for att lagra vektorer med information om
vilka varden som amputerats
amp vals list <- list()
for(i in l:iterations) {



iter counter <- iter counter + 1

print (paste("Iteration", iter counter, "of",
length (mechs) *length (props) *iterations))

# Amptuerar data

data amputated <- ampute data(data = data complete, prop =
prop, mech = mech)

# Anger vilka varden som amputerats

amp vals list[[i]] <- which(is.na(data amputated$Samp),
TRUE)
# Imputerar med MICE

arr.ind

start time <- Sys.time()

imputed mice <- impute mice(data amputated$amp)

end time <- Sys.time ()

runtime mice <- as.numeric(end time - start time)

# Anpassar logistisk regressionsmodell med data som
imputerats med MICE

log reg coef mice <- log reg imputed mice (imputed mice)

log reg coef mice <- cbind(log reg coef mice, iteration = i,
prop = prop, mech = mech, method = "mice", runtime = runtime mice)

imp res mice <- rbind(imp res mice, log reg coef mice)

# Imputerar med missForest

start time <- Sys.time()

imputed missForest <- impute missForest (data amputatedSamp)

end time <- Sys.time()

runtime missForest <- as.numeric(end time - start time)

# Lagrar imputeringar

imp values <- rbind(imp values,

data.frame (row =

as.numeric (names (lapply (imputed mice$Simp, FUN = rowMeans)$BMI)), col
= "BMI", value = lapply(imputed mice$imp, FUN = rowMeans) $SBMI,
iteration = i, method = "mice", mech = mech, prop = prop),

data.frame (row =

as.numeric (names (lapply (imputed miceSimp, FUN

rowMeans) SFibrer g)), col = "Fibrer g", value =
lapply (imputed mice$imp, FUN = rowMeans) $Fibrer g, iteration = i,
method = "mice", mech = mech, prop = prop),

data.frame (row =
as.numeric(rownames(imputed_missForest$ximp)[which(is.na(data_amputa
ted$Samp$BMI) == TRUE)]), col = "BMI", value =
imputed missForestSximp$BMI [which (is.na(data amputated$amp$BMI) ==
TRUE) ], iteration = i, method = "missForest", mech = mech, prop =
prop),

data.frame (row =
as.numeric (rownames (imputed missForestS$Sximp) [which(is.na(data amputa

tedSamp$Fibrer g) == TRUE)]), col = "Fibrer g", value =



imputed missForestSximpS$Fibrer g[which(is.na(data amputatedSamp$Fibr
er g) == TRUE)], iteration = i, method = "missForest", mech = mech,
prop = prop),

data.frame (row =
as.numeric (names (lapply (imputed miceSimp, FUN = rowMeans) $BMI)), col
= "BMI", value = data complete[names (lapply (imputed mice$imp, FUN =
rowMeans) $BMI), ] $BMI, iteration = i, method = "true", mech = mech,
prop = prop),

data.frame (row =

as.numeric (names (lapply (imputed miceSimp, FUN

rowMeans)$Fibrer_g)), col = "Fibrer g", value
data complete[names (lapply (imputed mice$imp, FUN =
rowMeans) $Fibrer g),]SFibrer g, iteration = i, method = "true", mech
= mech, prop = prop))

# Anpassar logistisk regressionsmodell med data som
imputerats med missForest

log reg coef missForest <-
log reg imputed missForest (imputed missForestS$ximp)

# Lagrar resultatet fran den logistiska regressionsmodellen
som anpassats med data som imputerats med MICE

log reg coef missForest <- cbind(term =
rownames (log reg coef missForest), log reg coef missForest, runtime
= runtime missForest)

log reg coef missForest <- cbind(log reg coef missForest,
iteration = i, prop = prop, mech = mech, method = "missForest")

imp res missForest <- rbind(imp res missForest,
log reg coef missForest)

# Anpassar logistisk regressionsmodell med complete case
analysis

log reg coef cca <- log reg cca(data amputated$Samp)

# Lagrar resultatet fran den logistiska regressionsmodellen
som anpassats med complete case analysis

log reg coef cca <- cbind(term = rownames(log reg coef cca),
log reg coef cca)

log reg coef cca <- cbind(log reg coef cca, iteration = i,
prop = prop, mech = mech, method = "CCA")

res cca <- rbind(res cca, log reg coef cca)

# Skapar komplett data frame med vadrden som imputerats med
MICE

imp mice data <- cbind(data.frame (row =
rownames (data complete)), data complete)

imp mice data[names (lapply (imputed mice$imp, FUN
rowMeans) $SBMI), "BMI"] <- data.frame (row =

names (lapply (imputed mice$imp, FUN = rowMeans)S$BMI), BMI
lapply (imputed mice$imp, FUN = rowMeans) $BMI) S$SBMI



imp mice datal[names (lapply (imputed mice$imp, FUN =
rowMeans)$Fibrer_g), "Fibrer g"] <- data.frame(row =
names (lapply (imputed mice$imp, FUN = rowMeans)SFibrer g), Fibrer g =
lapply (imputed mice$imp, FUN = rowMeans) $Fibrer g)SFibrer g

imp mice data <- imp mice datal,-1]

# Konverterar faktorvariabler till numeriska variabler for
att kunna berakna NRMSE

imp mice data$sex <-
as.numeric (as.character (imp mice dataS$sex))

imp mice data$H&alsotillstand <-
as.numeric (as.character (imp mice data$sex))

imputed missForestSximp$sex <-
as.numeric (as.character (imputed missForest$ximpS$sex))

imputed missForest$ximp$H&lsotillstand <-
as.numeric (as.character (imputed missForestS$Sximp$Halsotillstand))

data completeS$sex <-
as.numeric (as.character (data completeS$sex))

data complete$Halsotillstand <-
as.numeric (as.character (data complete$H&lsotillstand))

data amputatedS$Samp$sex <-
as.numeric(as.character(data_amputated$amp$sex))

data amputatedSamp$H&lsotillstand <-
as.numeric (as.character (data amputatedSamp$SHalsotillstand))

# Sparar NRMSE

imp nrmse <- rbind(imp nrmse, data.frame (mice nrmse =
nrmse (imp mice data, data amputated$Samp, data complete),

missForest nrmse=

nrmse (imputed missForest$ximp, data amputated$Samp, data complete),

iteration = i, mech
= mech, prop = prop))
}
# Lagrar inforamtion om amputerade varden
amp_res|[[paste(mech, prop, sep = " ")]] <- amp vals list

}

# Slar samman resultaten fran imputeringsmetoderna till en data
frame

imp res <- data.frame ()

colnames (imp res missForest) [colnames (imp res missForest) %in%
c("Estimate", "Std. Error", "z wvalue", "Pr(>|z]|)")] <- c("estimate",
"std.error", "statistic", "p.value")

colnames (res cca) [colnames(res cca) %in% c("Estimate", "Std.
Error", "z wvalue", "Pr(>|z|)")] <- c("estimate", "std.error",
"statistic", "p.value")

imp res <- rbind(



data.frame (c (imp res mice,
sapply (setdiff (names (imp res missForest), names (imp res mice)),
function(x) NA)), check.names=FALSE),
data.frame (c(imp res missForest,
sapply (setdiff (names (imp res mice), names (imp res missForest)),
function(x) NA)), check.names=FALSE))
imp res <- rbind(
data.frame (c(imp res, sapply(setdiff (names(res cca),
names (imp res)), function(x) NA)), check.names=FALSE),
data.frame(c(res cca, sapply(setdiff (names(imp res),
names (res_cca)), function(x) NA)), check.names=FALSE))
imp res[,c(3:5,7:9,17:18,22)] <-
lapply(imp res[,c(3:5,7:9,17:18,22)],as.numeric)
row.names (imp values) <- NULL
# Konverterar variablerna mech och method till faktorer
imp resSmech <- relevel (as.factor (imp res$mech), "MCAR")
imp resSmethod <- relevel (as.factor (imp resSmethod), "missForest")
imp resSmethod <- relevel (imp res$method, "mice")
levels (imp res$method) <- c("MICE", "missForest", "Complete
case\nanalysis")
# Konverterar variabeln prop fran andelar till procent
imp resSprop <-
paste0((100*as.numeric(as.character (imp resS$Sprop))), "%")
# Konverterar variablerna mech och method till faktorer

imp values$method[which (imp valuesS$method == "true")] <- "Sanna
varden"
imp values$method[which (imp values$method == "mice")] <- "MICE"

imp_values$method <- relevel(factor(imp_values$method), "MICE")

imp_values$mech <- relevel(factor(imp_values$mech), "MCAR")

# Konverterar variabeln prop fran andelar till procent

imp values$prop <-
paste0((100*as.numeric (as.character (imp valuesSprop))), "3%")

# Konverterar variablerna mech och method till faktorer

imp nrmseSmech <- relevel (as.factor (imp nrmseSmech), "MCAR")

# Konverterar variabeln prop fran andelar till procent

imp nrmseSprop <-

pastel((100*as.numeric (as.character (imp nrmse$prop))), "%")
res <- list(imp res = imp res, imp values = imp values, amp res =
amp_res, 1lmp nrmse = imp nrmse)

return (res)

# Funktion for att utvadrdera imputeringsresultaten
evaluation <- function(data complete, imp res) {
# Anpassar logistisk regressionsmodell med kompletta data



fit log reg <- glm(H&lsotillstand ~ sex + BMI + Fibrer g, data =

as.data.frame (data complete),
family = binomial (link = "logit"))

# Berdknar VIF for logistisk regressionsmodell med kompletta data

true.vif <- c{()

true.vif[c(2:4)] <- vif(fit log regq)

log reg coef <- summary(fit log reg)Scoefficients

# Standardiserar runtime

imp resSruntime <- c(runtime = scale(imp resS$runtime, center =
TRUE, scale = TRUE))

# Lagger till sanna koefficienter till data frame imp res

iteration estimates <- merge (imp res, cbind(term =

row.names (log reg coef), true.coef = log reg coef[,"Estimate"],
true.std.error = log reg coef[,"Std. Error"]),
by = "term")

iteration estimatesS$true.coef <-
as.numeric (iteration estimatesS$true.coef)

# Andrar ordning i variabeln mech

iteration estimatesS$mech <-
relevel (as.factor (iteration estimates$mech), "MCAR")

# Percentage bias

iteration estimates$pb <- 100 *
abs ((as.numeric (iteration estimates([,"estimate"]) -
as.numeric (iteration estimates|[,"true.coef"])) /
as.numeric (iteration estimates|[,"true.coef"]))

# Lagger till sanna VIF till iteration estimates

iteration estimates <- merge(iteration estimates,
as.data.frame (cbind(term = names (coefficients(fit log reqg)),
true.vif)), by = "term")

iteration estimates[,"true.vif"] <-
as.numeric (iteration estimates|[,"true.vif"])

# RMSE

iteration estimates$Srmse <- sgrt((iteration estimates[,"estimate"]
- as.numeric (iteration estimates|[,"true.coef"]))"2)

# Genomsnittliga skattningar

average estimates <- aggregate(. ~ mech + prop + term + method,
data = iteration estimates[,c(1,19,20,21,23,25,27)], FUN = mean)

# Berdknar genomsnittliga VIF

average estimates <- merge (average estimates, aggregate(. ~ mech +
prop + term + method, data =
iteration estimates(,c(1,17,19,20,21,26)], FUN = mean), by =
c("mech", "prop", "term", "method"), all.x = TRUE, no.dups = TRUE)

# Berdknar genomsnittlig tidatgang

average estimates <- merge(average estimates, aggregate(. ~ mech +
prop + term + method, data = iteration estimates[,c(1,19,20,21,22)],



FUN = mean), by = c("mech", "prop","term", "method"), all.x = TRUE,
no.dups = TRUE)

# Skapar och returnerar en lista med utvidrderingarna

eval res <- list(iteration estimates = iteration estimates,
average estimates = average estimates)

return (eval res)

# Funktion for att utvadrdera bortfall
eval miss <- function(data complete original, amp res) {
# Skapar listor for att lagra data
miss fregs <- list()
miss pattern fregs <- list()
# Skapar en tom data frame med alla rader och kolumner samt
motsvarande bortfallsfrekvenser satta till 0O
all obs <- data.frame (
row = as.numeric (rep(l:nrow(data complete original), times =
ncol (data complete original))),
col = as.numeric(rep(l:ncol (data complete original), each =
nrow (data complete original))),
Freq = as.integer (rep (0, times =
ncol (data complete original) *nrow(data complete original)))
)
# Skapar matris med bortfallsmdnstren
miss patterns mat <- miss patterns
miss patterns mat <- l-miss patterns mat
miss patterns mat <-
miss patterns mat[,colSums (miss patterns mat)>0]
miss patterns mat <- apply(miss patterns mat, 2, function (x)
as.integer (x))
# Undersodker pad vilka observationer varje bortfallsménster
applicerats
miss pattern freqg <- lapply(resSamp res, function(x) lapply(x,
function(y) unclass(table(y[,"row"], yI[,"col"]1))))
miss pattern freq <- lapply(miss pattern freq, function (x)
lapply(x, function(y) t(apply(y, 1, function(z)
apply (miss patterns mat, 1, function(w) all(z == w))))))
miss pattern freq <- lapply(miss pattern freq, function (x)
lapply(x, function(y) data.frame (apply(y, 2, function(z)
as.integer(z)), check.names = FALSE, row.names = row.names(y))))
miss pattern freq <- lapply(miss pattern freq, function (x)
lapply (x, function(y) {y$obs <- as.numeric (rownames (y));return(y)}))
# Skapar data frame for att lagga till observationer utan bortfall
till miss pattern fregs



all obs miss pattern fregs <- as.data.frame (matrix (0, nrow =
nrow (data complete original), ncol = nrow(miss patterns)))
all obs miss pattern fregs <- cbind(seq(l,
nrow (data complete original)), all obs miss pattern fregs)
colnames (all obs miss pattern fregs) <- c("obs", seq(l,
nrow (miss patterns)))
# Skapar data frames med bortfallsfrekvenser
for(i in 1l:length(amp res)) {
miss freqg <- as.data.frame(table(do.call (rbind.data.frame,
amp res[[i]])))
miss freqgl[,1] <- as.numeric(as.character(miss freql[,1]))
miss freqgl[,2] <- as.numeric(as.character(miss freql[,2]))
miss freq <- rbind(miss freq, all obs)
miss freq <- aggregate(Freq ~ row + col, data = miss freq, FUN =
sum)
miss freql[,2] <- sapply(miss freql[,2], function(x)
colnames (data complete original) [x])

# Konverterar till brett format

miss freq <- reshape(miss freq, idvar = "row", timevar = "col",
direction = "wide")
colnames (miss freq) <- gsub ("\\Freqg.", "", colnames (miss freq))

# Lagger till observerade varden till miss freqg
miss freqg <- cbind(miss freq, data complete original)
colnames (miss freq) [ (ncol (miss freq) -
(ncol (data complete original)-1)): (ncol (miss freq))] <-
c (paste (colnames (miss freql (ncol (miss freq) -
(ncol (data complete original)-1)):(ncol(miss freq))]), "value", sep
="
# Sparar data med brett format
miss fregs|[[names (amp res) [1]]] <- miss freqg
# Berdknar hur ofta varje mdnster forekommer
miss pattern fregs[[i]] <- aggregate(.~obs, data =
do.call(rbind.data.frame, miss pattern freq[[i]]), FUN = sum)
names (miss pattern fregs) [i] <- names (miss pattern freq) [i]
miss pattern fregs[[i]] <- aggregate(.~obs, data =
rbind (miss pattern fregs[[i]], all obs miss pattern fregs), FUN =
sum)
# Lagger till observerade varden till miss pattern fregs
miss pattern fregs[[i]] <- cbind(miss pattern fregs[[i]],
data complete original)
}
# Slar samman data frames i listan med breda dataformat
miss fregs merged <- Reduce (rbind, miss fregs)
miss fregs merged[,"mech prop"] <- rep(names (miss freqgs), each =

nrow (data complete original))



miss fregs merged[, "mech"] <-
unlist (strsplit (miss fregs merged[, "mech prop"], split =

2) 1]

"[ 1")) [seqg(l, (nrow(miss_ fregs merged)*2), by
miss fregs merged[, "prop"] <-

unlist (strsplit (miss fregs merged[, "mech prop"], split =

2) 1]

"[ 1")) [seqg(2, (nrow(miss fregs merged)*2), by
miss fregs merged <- miss fregs merged[, -
which (names (miss fregs merged) %in% c("mech prop"))]
# Andrar namn p& kolumnerna fér bortfallsmoénstren
miss pattern fregs <- lapply(miss pattern fregs, function(x) {
names (x) [2:4] <- pasteO("pattern.", seqg(l:nrow(miss patterns mat)));
return(x) })
# Skapar data frame med alla miss pattern fregs
miss pattern fregs merged <- do.call(rbind, miss pattern freqgs)
miss pattern fregs merged$mech <- sub("\\ .*", "",
sub ("\\. ["\\.]*$", "\\1", rownames (miss pattern fregs merged)))
miss pattern fregs merged$prop <- sub(".* ", ""
sub ("\\. ["\\.]*$", "\\1", rownames (miss pattern fregs merged)))
rownames (miss_pattern freqgs merged) <- NULL
# Sparar resultaten i1 en lista
miss res <- list(miss fregs = miss fregs, miss fregs merged =
miss fregs merged, miss pattern fregs = miss pattern fregs,
miss pattern fregs merged = miss pattern fregs merged)
return(miss_res)
}

eval miss res <- eval miss(data complete original, resSamp res)

# Bortfallsménster

miss patterns <- matrix(NA, nrow = 3, ncol = ncol (data complete))
1,] <= ¢(1,0,1,1,1)

miss patterns[2,] <- ¢(1,1,0,1,1)

miss patterns[3,] <- ¢(1,0,0,1,1)

miss fregs <- ¢(0.4,0.4,0.2)

miss patterns|

miss weights <- matrix(NA, nrow = 3, ncol = ncol(data complete))
miss weights[1l,] <- ¢(-1,0,0,1,0)
miss weights[2,] <- ¢(1,0,0,-1,0)
miss weights[3,] <- ¢(-1,0,0,0,0)

# Anropar funktion for amputering och imputering
res <- sim imp(iterations = 1000, props = c(0.1, 0.2, 0.3), mechs =
c ("MAR", "MCAR"))

# Anropar funktion for utvadrdering av imputering

eval res <- evaluation(data complete, res$Simp res)



# Anropar funktion for utvadrdering av amputering

eval miss res <- eval miss(data complete original, resSamp res)

# Boxplot: Procentuell bias pa modellniva
ggplot (data = eval resSiteration estimates, aes(x = prop, y = pb,
fill = method)) +

stat boxplot (geom = "errorbar") +
geom hline (yintercept = 5, linetype = "dashed", color = "black",
size = 0.5) +

geom boxplot (outlier.shape = 1) +
facet wrap(mech ~ .) +

ylab ("Bias") +

xlab ("Andel bortfall") +

theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5),
panel.grid.major.x = element blank()) +
labs (fill = "Metod") +
scale fill manual (values = c("#EBEBEB", "#B8B8B8", "#808080")) +
scale y continuous (labels = function(x) pastel(x, "3%"))
# Boxplot: NRMSE for imputerade varden
df nrmse long <- reshape(res$imp nrmse,
varying = c("mice nrmse",
"missForest nrmse"),
v.names = "nrmse",
timevar = "method",
times = c("mice", "missForest"),
new.row.names = 1:(nrow(res$imp_nrmse)*2),
direction = "long")

ggplot (df nrmse long, aes(x = as.factor(prop), y = nrmse, fill =
method)) +

stat boxplot(geom = "errorbar") +
geom boxplot (outlier.shape = 1) +
facet wrap(mech ~ .) +

vlab ("NRMSE") +

xlab ("Andel bortfall") +

theme bw() +

theme (axis.title.y = element text (angle = 0, vjust = 0.5),
panel.grid.major.x = element blank()) +
labs (fill = "Metod") +

scale fill manual (values

c ("#EBEBEB", "#B8B8B8"))

# Spridningsdiagram: age mot BMI, fadrg pa punkter berocende pa
bortfallsfrekvens



ggplot (eval miss resSmiss fregs merged $>% arrange (BMI) %>%

mutate (group = factor (pastel (100*as.numeric (prop), "%", " ", mech),

levels = c("10% MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR",
"30% MAR"))), aes(x = age.value, y = BMI.value, colour = BMI, alpha

= BMI)) +

geom point (alpha = 0.5) +

facet wrap(group ~ ., nrow = 3, ncol = 2) +

ylab ("BMI") +

xlab ("Alder") +

theme bw() +

theme (axis.title.y = element text (angle = 0, vjust = 0.5)) +

labs (colour = "Amputeringar") +

scale colour gradient (low = "#B8B8B8", high = "#000000", limits =
c(0,500)) +

scale alpha continuous(range = ¢ (0.4, 0.8), guide = "none")

# Spridningsdiagram: age mot Fibrer g, farg pa punkter beroende pa
bortfallsfrekvens

ggplot (eval miss resSmiss fregs merged %>% arrange (Fibrer g) $%>%

mutate (group = factor (pastelO(100*as.numeric (prop), "%", " ", mech),
levels = ¢ ("10% MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR",
"30% MAR"))), aes(x = age.value, y = Fibrer g.value, colour =

Fibrer g, alpha = Fibrer g)) +
geom point (alpha = 0.5) +

facet wrap(group ~ ., nrow = 3, ncol = 2, labeller
label wrap gen(multi line = FALSE)) +

ylab ("Fiberintag") +

xlab ("Alder"™) +

theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5)) +

labs (colour = "Amputeringar") +

scale colour gradient (low = "#D6D6D6", high = "#000000", limits =
c(0,500)) +

scale alpha continuous(range = ¢ (0.4, 0.8), guide = "none")

# Stapeldiagram: Bortfall i BMI mot koén

levels (eval miss res$miss fregs merged$sex.value) [levels(eval miss r
esSmiss fregs mergedS$sex.value) == 1] <- "Kvinna"
levels(eval_miss_res$miss_freqs_merged$sex.value)[levels(eval_miss_r

esSmiss fregs merged$sex.value) == 0] <- "Man"

ggplot (eval miss res$miss fregs merged %>% mutate (group =

factor (pastel0 (100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),
aes (x = as.factor(sex.value), fill = BMI, group = BMI)) +

geom bar () +



facet wrap(group ~ ., nrow = 3, ncol = 2) +
theme bw() +

theme (axis.title.y = element text (angle = 0, vjust = 0.5),
panel.grid.major.x = element blank()) +
xlab ("Kon") +
ylab ("Frekvens") +
labs (fill = "Amputeringar") +
scale fill continuous (low = "#EBEBEB", high = "#000000", limits =
c(0,500))

# Stapeldiagram: Bortfall i Fibrer g mot kon
ggplot (eval miss res$miss fregs merged %>% mutate (group =

factor (paste0(100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),
aes (x = as.factor(sex.value), fill = Fibrer g, group = Fibrer g)) +

geom bar () +
facet wrap(group ~ ., nrow = 3, ncol = 2) +
theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5),
panel.grid.major.x = element blank()) +
xlab ("Kon") +
ylab ("Frekvens") +
labs (fill = "Amputeringar") +
scale fill continuous(low = "#EBEBEB", high = "#000000", limits =
c(0,500))

# Spridningsdiagram: Bortfallsménster 1: BMI mot alder
ggplot (eval miss resSmiss pattern fregs merged %>%
arrange (pattern.l) %$>% mutate (group =

factor (paste0(100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),

aes(x = age, y = BMI, colour = pattern.l, alpha = pattern.l)) +
geom point (alpha = 0.5) +

facet wrap(group ~ ., nrow = 3, ncol = 2, labeller
label wrap gen(multi line = FALSE)) +
theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5)) +
xlab ("Alder") +
ylab ("BMI") +

labs (colour = "Amputeringar") +

scale colour gradient (low = "#D6D6D6", high = "#000000", limits =
c(0,500)) +

scale alpha continuous(range = ¢ (0.4, 0.8), guide = "none")

# Spridningsdiagram: Bortfallsménster 2: Fibrer g mot adlder



ggplot (eval miss resSmiss pattern fregs merged %>%

arrange (pattern.2) $%$>% mutate (group =

factor (paste0(100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR")))
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aes(x = age, y = Fibrer g, colour = pattern.2, alpha = pattern.2)) +

geom point (alpha = 0.5) +

facet wrap(group ~ ., nrow = 3, ncol = 2) +

theme bw() +

theme (axis.title.y = element text (angle = 0, vjust = 0.5)) +

xlab ("Alder"™) +

ylab ("Fiberintag") +

labs (colour = "Amputeringar") +

scale colour gradient (low = "#D6D6D6", high = "#000000", limits =
c(0,500)) +

scale alpha continuous(range = ¢ (0.4, 0.8), guide = "none")
# Spridningsdiagram: Bortfallsménster 3: BMI mot alder
ggplot (eval miss resS$miss pattern fregs merged %>%
arrange (pattern.3) %>% mutate (group =
factor (pastel0(100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),

aes(x = age, y = BMI, colour pattern.3, alpha = pattern.3)) +
geom point (alpha = 0.5) +

facet wrap(group ~ ., nrow = 3, ncol = 2) +

theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5)) +
xlab ("Alder"™) +

yvlab ("BMI") +

labs (colour = "Amputeringar") +

scale colour gradient (low = "#D6D6D6", high = "#000000", limits =
c(0,500)) +

scale alpha continuous(range = ¢ (0.4, 0.8), guide = "none")

# Stapeldiagram: Bortfallsménster 1: Kon

levels (eval miss resSmiss pattern fregs merged$sex) [levels(eval miss
_resSmiss pattern fregs mergedS$sex) == 1] <- "Kvinna"

levels (eval miss res$miss pattern fregs merged$sex) [levels(eval miss
_resSmiss pattern fregs mergedS$sex) == 0] <- "Man"

ggplot (eval miss resSmiss pattern fregs merged %>% mutate (group =

factor (paste0(100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),

aes (x = as.factor(sex), fill pattern.l, group = pattern.l)) +
geom bar () +
facet wrap(group ~ ., nrow = 3, ncol = 2) +

theme bw() +



theme (axis.title.y = element text (angle = 0, vjust = 0.5),
)

panel.grid.major.x = element blank()) +
labs (fill = "Amputeringar") +
xlab ("Kon") +
ylab ("Frekvens") +
scale fill continuous (low = "#EBEBEB", high = "#000000", limits =

c(0,500))

# Stapeldiagram: Bortfallsmonster 2: Kon
ggplot (eval miss resS$miss pattern fregs merged %>% mutate (group =

factor (paste0 (100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),
aes(x = as.factor(sex), fill = pattern.2, group = pattern.2)) +

geom bar () +

facet wrap(group ~ ., nrow 3, ncol = 2) +
theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5),
)

panel.grid.major.x = element blank()) +
labs (fill = "Amputeringar") +
xlab ("Kon") +
ylab ("Frekvens") +
scale fill continuous(low = "#EBEBEB", high = "#000000", limits =

c(0,500))

# Stapeldiagram: Bortfallsménster 3: Kon
ggplot (eval miss resSmiss pattern fregs merged %>% mutate (group =

factor (paste0(100*as.numeric (prop), "%", " ", mech), levels = c("10%
MCAR", "10% MAR", "20% MCAR", "20% MAR", "30% MCAR", "30% MAR"))),
aes(x = as.factor(sex), fill = pattern.3, group = pattern.3)) +

geom _bar () +

facet wrap(group ~ ., nrow 3, ncol = 2) +

theme bw() +

theme (axis.title.y = element text (angle = 0, vjust = 0.5),
panel.grid.major.x = element blank()) +

labs (fill = "Amputeringar") +

xlab ("Kon") +

vlab ("Frekvens") +

scale fill continuous(low = "#EBEBEB", high = "#000000", limits =
c(0,500))
# Boxplot: Imputerade varden for BMI
ggplot (res$imp values[which (res$imp values$col == "BMI"),], aes(x =

as.factor (prop), y = value, fill = method)) +
stat boxplot(geom = "errorbar") +
geom boxplot (outlier.shape = 1) +



facet wrap(. ~ mech) +

ylab ("BMI") +

xlab ("Andel bortfall") +

theme bw() +

theme (axis.title.y = element text (angle = 0, vjust = 0.5),
element blank()) +

panel.grid.major.x
labs (fill = "Metod") +
scale fill manual (values = c ("#EBEBEB", "#B8B8B8", "#808080"))

# Boxplot: Imputerade varden foOr Fibrer g
ggplot (res$imp values[which (res$imp values$col == "Fibrer g"),],
aes(x = as.factor(prop), y = value, fill = method)) +
stat boxplot(geom = "errorbar") +
geom boxplot (outlier.shape = 1) +
facet wrap(. ~ mech) +
ylab ("Fiberintag") +
xlab ("Andel bortfall"™) +
theme bw() +
theme (axis.title.y = element text(angle = 0, vjust = 0.5),
panel.grid.major.x = element blank()) +
labs (fill = "Metod") +
scale fill manual (values = c("#EBEBEB", "#B8B8B8", "#808080"))

# Plot: Logistisk fordelningsfunktion
x <- seq(-3.5, 3.5, by = 0.001)

df <- rbind(data.frame(x, vy = plogis(x, 0, 1), type = "Hoger"),

data.frame(x, y = plogis(x, 0, 1, lower.tail = FALSE),
type = "Vanster"),

data.frame(x, y = plogis((0.75-abs(x)), 0, 1), type =
"Mitten"),

data.frame(x, y = plogis((0.75-abs(x)), 0, 1, lower.tail
= FALSE), type = "Svansar")

)
ggplot (data = df, aes(x = x, y = y)) +

geom line(aes(linetype = type), size = 0.5) +
theme bw() +
theme (axis.title.y = element text(angle = 0, vjust = 0.5),

panel.grid.major = element blank(),
panel.grid.minor element blank(),
legend.title = element blank()) +

ylab ("Sannolikhet") +

xlab ("Standardiserade varden av kovariat X") +

scale linetype manual (values = ¢ (1, 2, 3, 5)) +
scale x continuous (breaks=seq(-3, 3, 1)) +

)
scale y continuous (breaks=seq(0, 1, 0.2))



# Stapeldiagram: Kon
ggplot (data complete %>% mutate (sex =
recode_factor(data_complete$sex, 0" = "Man", “1° = "Kvinna")),
aes(x = as.factor(sex))) +

geom bar () +

theme bw() +

theme (axis.title.y = element text(angle = 0, vjust = 0.5),

panel.grid.major.x = element blank()) +

xlab ("Kon") +

ylab ("Antal")



