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Abstract

This project aims to investigate a non-destructive method for detecting and classifying ri-
peness of apples using hyperspectral images. Determining the ripeness is beneficial when,
for instance, storing and processing apples. It is also useful in the field of plant breeding.
It is currently requried to cut into the fruit, a so-called destructive method. Hyperspectral
imaging is also used in the fields of agriculture, environmental monitoring and military
reconnaissance.

A dataset of hyperspectral images containing four different apple varieties was built du-
ring the initial weeks of the project. The hyperspectral signature was then used to analyze
and determine the ripeness by calculating a vegetation index. Four different vegetation in-
dices were compared and one index was chosen for further classification. The chosen index
indicated the expected correlation between the apples in the dataset and the degree of ripe-
ness.

Three different machine learning methods were tested to classify the apples in the data-
set. The three different machine learning methods were Support Vector Machines (SVM),
Convolutional Neural Networks (CNN) and K-Nearest Neighbour (KNN). SVM was consi-
dered the most suitable for the constructed dataset in this project.

A degree of ripeness for apples could be determined by examining the hyperspectral sig-
nature and using a vegetation index. Furthermore, the ripeness could be classified using
machine learning methods. The conclusion is, however, that further work with additional
apple samples and expansion of the dataset is necessary to determine the profitability of the
proposed method.
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Sammanfattning

Detta arbete presenterar en icke-destruktiv metod för att detektera och klassificera mognads-
graden hos äpplen med användning av hyperspektrala bilder. Fastställning av mognads-
graden hos äpplen är intressant för bland annat äppelodlare och musterier vid lagring och
beredning. Äpplens mognadsgrad är även intressant inom växtförädling. För att fastställa
mognadsgraden idag krävs att det skärs i frukten, en så kallad destruktiv metod. Hyper-
spektrala bilder kan idag användas inom områden som jordbruk, miljöövervakning och
militär spaning.

Under projektets första veckor byggdes ett dataset av hyperspektrala bilder som innehöll
fyra olika äppelsorter. Vidare användes den hyperspektrala signaturen för att analysera och
säkerställa mognadsgraden med användning av vegetationsindex. I detta arbete jämfördes
fyra olika vegetationsindex och vidare för klassificering valdes ett index som indikerade en
förväntad korrelation mellan äpplena i datasetet och mognadsgrad.

För klassificering av äpplena i datasetet användes tre olika maskininlärningsmetoder. De
tre olika maskininlärningsmetoderna var Support Vector Machines (SVM), Convolutional
Neural Networks (CNN) och K-Nearest Neighbour (KNN). Genom klassificeringen var det
SVM som ansågs vara mest lämpad för givet datasetet i detta arbete.

Genom att undersöka den hyperspektrala signaturen och användning av vegetationsin-
dex kunde en mognadsgrad hos äpplena fastställas. Vidare kunde även mognadsgraden
klassificeras med användning av maskininlärnignsmetoder. Slutsatsen är dock att vidare
arbete med ytterligare äppelprover och utökning av datasetet är nödvändigt för att avgöra
metodens lönsamhet.
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1 Introduktion

Syftet med arbetet är att ta fram en icke-destruktiv metod för att klassificera mognadsgraden
av äpplen i hyperspektrala bilder. Arbetet görs i samarbete med Cybercom Group AB[1] och
Glana Sensors AB[2], vidare nämnt som Cybercom och Glana i rapporten. Cybercom är ett
konsultbolag som erbjuder lösningar inom IT och kommunikationsteknik och Glana utveck-
lar kameror för att ta fram hyperspektrala bilder.

1.1 Bakgrund

Det mänskliga ögat kan endast uppfatta vågländer inom det synliga spektrumet, vilket
är en del av det elektromagnetiska spektrumet. Det synliga spektrumet har våglängder
på ca 380 nm till 700 nm. Genom att framkalla hyperspektrala bilder med användning av
hyperspektrala kameror kan information från ytterligare våglängder framkallas, som ligger
utanför det synliga spektrumet. Med Glanas kamerateknik kan våglängder från det infraröda
spektrumet framkallas, då kameran kan mäta vågländer från ca 450 nm till 950 nm.

Hyperspektrala bilder kan idag användas för användare inom jordbruk, miljöövervakning
och militär spaning. Den spektrala reflektansen från äpplen ska i detta arbete undersökas för
att analysera mognadsgrad och beräkna mognadsindex. En indikator för mognad hos äpplen
är klorofyllnedbrytning, när äpplen mognar minskar klorfyllhalten. Mognadsgraden tas i
nuläget fram genom att skära i frukten eller genom att använda en så kallad DA-mätare[3]
som kräver avläsning av fruktens yta. Genom att istället klassificera mognadsgraden i
hyperspektrala bilder kan destruktiva metoder undvikas samt effektivisera processen vid
fastställning av mognadsgraden med en DA-mätare.

1.2 Syfte

Syftet med arbetet är att ta fram en icke-destruktiv metod för att klassificera mognadsgraden
av äpplen i hyperspektrala bilder.

Det kan möjligöra att forskare inom växtförädling kan fastställa äpplets mognadsgrad
utan att behöva skära i frukten. Ytterligare målsättning är att finna en effektivare metod för
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1.3. Forskningsfrågor

att avgöra mognadsgraden inför lagring och beredning, vilket är intressant för till exempel
äppelodlare och musterier. Det kan potentiellt även bidra till ett minskat svinn.

1.3 Forskningsfrågor

Examensarbetet fokuserar på att svara på följande frågor:

1. Vad finns det för för- och nackdelar med detektion i hyperspektrala bilder?

2. På vilket sätt kan hyperspektrala signaturer användas för att fastställa och klassificera
mognadsgraden?

3. Vilken metod är mest lämplig för klassificering av mognadsgraden för olika äppelsorter
i hyperspektrala bilder?

1.4 Avgränsningar

Datasetet som används under projektets gång kommer konstrueras under projektets första
veckor. Datasetet består av olika äppelsorter som följs upp fyra gånger under en eller två
veckor beroende på äppelsort. Projektet kommer genomföras under vårterminen 2021, vilket
betyder att projektgruppen ej har tillgång till äpplen i tidigt mognadsstadie. Det avgränsar
arbetet till att endast använda äpplen som är mogna och övermogna. Då datasetet kommer
konstrueras av projektgruppen kommer datasetets storlek vara limiterad på grund av tidsbe-
gränsningen.
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2 Teori

I detta kapitel presenteras hur hyperspektral teknik kan användas för att studera äpplen och
fastställa mognadsgraden. Vidare presenteras relevant teori från tidigare studier som ligger
till grund för val av implementation och utvärdering av metoderna.

2.1 Hyper- och multispektrala kameror

Det mänskliga ögat kan endast uppfatta våglängder inom det synliga spektrumet med våg-
längder mellan cirka 380-700 nm, vilket är en del av det elektromagnetiska spektrumet. Med
användning av en hyperspektral kamera finns möjligheten att framtaga information i fler
våglängdsband än vad det mänskliga ögat kan uppfatta. En kommersiell digitalkamera sägs
vara multispektral då våglängdsbanden för rött, grönt och blått registreras. Med endast tre
vågband går det att urskilja information i bilder för olika material, till exempel för gräs och
asfalt. För en hyperspektral avbildning innebär att ett stort antal bilder tas över flera vågband
som går över det elektromagnetiska spektrumet för synligt ljus och infraröda våglängder. I
jämförelse kan en multispektral sensor inneha cirka 3-10 vågband medan en hyperspektral
sensor kan inneha från cirka tolv till över hundra vågband. Fördelar med att använda hyper-
spektrala bilder är att mer information om objekten i bilden kan utvinnas än i konventionella
RGB-bilder [4].

Med en hyperspektral kamera formar varje pixel en spektral vektor av mätningar i olika
vågband. Denna vektor, den observerade spektrala signaturen, innehåller information om
material som finns i scenen, och kan användas i syfte för detektering, klassificering och
igenkänning. Det beror på att olika material reflekterar och avger olika mängd ljus i olika
våglängder [5]. En hyperspektral kamera konstruerar hyperspektrala bilder, även kallat
hyperkuber, se figur 2.1. En hyperkub är tre-dimensionell data konstruerat av information
med två-dimensionella spatiala bilder i olika vågländer. Resultatet efter konstruktionen är
tre-dimensionell data där en dimension representerar den spektrala variansen, och de andra
två dimensionerna presenterar den spatiala positionen. För att bearbeta dessa kuber krävs
oftast användning av avancerad bildbehandlingsteknik.
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2.1. Hyper- och multispektrala kameror

Figur 2.1: En illustration av hyperspektral kub med tillhörande hyperspektral signatur

2.1.1 Glanas hyperspektrala kamera och kamerateknik

Glanas kamera använder ett kontinuerligt variabelt bandpassfilter, där varje kolumn tar in
skiftande våglängder (våglängderna varierar mellan 450-950 nm, 48 icke-överlappande våg-
band) till kamerans sensor. Bilder och spektra fångas in genom en " steg och stirra process",
med translation eller rotation där den inkrementella förändringen i scenpositionen är relate-
rad till filtrets linjära variation längs spektrumaxeln, se figur 2.2. Bilderna samlas in genom att
rotera kameran mellan olika frames. I varje frame samplas pixlarna med unika filtrerade våg-
längder, vilket är anledningen att det finns lika många spektrala punkter som det finns pixlar.
För varje scen-skanning kommer scenen lätt skifta med ett nytt set av spektrala samplar som
är kopplat till varje pixels position [6].

Figur 2.2: Illustration om hur en scen är fångad i detta fall fem olika roterade vinklar, vilket
därefter kommer informationen kombineras och forma en hyperspektral datakub av scenen.

För x antal skiftade bilder kommer varje scenelement ha samplats vid x olika våglängder,
vilket betyder antalet spektralkanaler är samma som antalet frames. Att skapa en hyperkub
med en känd förinställd spektralaxel kommer göra att den spektrala vektorn interpoleras till
denna axel för varje pixel i bilden, vilket innebär att hyperspektrala kuber kan konstrueras
genom att antingen translatera sensorn med hänsyn till scenen eller att rotera kameran till
scenen, som sedan kombineras och formar en hyperspektral kub[6]. För specifikationer av
Glanas kamera se bilaga A.
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2.2 Vegetationsindex och spektral signatur

Hyperspektral teknik är ett kraftfullt verktyg vid beräkning av klorofyllhalten för växter.
Klorofyll har stark reflektans i de röda och blå våglängderna. För att estimera klorofyllhalten
är dock de högre röda- och nära-infraröda våglängderna som är intressanta, då de blå våg-
längderna överlappar med absorbansen för karotenioder. Den största skillnaden för klorofyll
är runt cirka 680 nm där reflektionen minskar när frukten mognar [7].

För att säkerställa mognadsgraden för en frukt räcker det inte att endast studera en våg-
längd utan det finns fler faktorer som påverkar, vilket är synligt i andra våglängder. För att
säkerställa mognadsgraden hos en frukt kan ett så kallat vegetationsindex beräknas, baserat
på förändringar i klorofyllhalten. Spektrala vegetationsindex är matematiska kombinationer
av olika spektrala band som är i de synliga och nära-infraröda regionerna av det elektromag-
netiska spektrumet [8].

Vidare i arbetet kommer projektets beräkningar av vegetationsindex vara anpassade till
att användas på äppelytan. Att beräkna mognadsindex kan göras på olika sätt men valda
beräkningsätt som presenteras är baserade på relaterade rapporter, teorier och tekniker är
intressanta för detta projekt.

2.2.1 Relaterat arbete om vegetationsindex och mognadsgrad

För att beräkna ett vegetationsindex finns det flera olika beräkningssätt med beroende vari-
abler. I ett flertal studier studeras vegetationsreflektansen på både löv och fruktytan. I dessa
studier har icke-destruktiva metoder genom vegetationsindex jämförts med destruktiva in-
dex som visar en tydlig korrelation med plockningstiden [9] [10].

Vidare finns ytterligare arbeten som tyder på att vegetationsindex går att använda för
att mäta mognadsgraden med användning av hyperspektrala bilder. Återkommande gransk-
ning i dessa arbeten är en jämförelse av separata index för att finna det index som är mest
lämpad för en specifik fruktsort. I [11] presenterar M. Zude en studie i syfte att finna en
effektiv och icke-destruktiv metod för att fastställa mognadsgraden hos äpplen. M. Zude
beräknar och jämför nio olika vegetationsindex på äppelsorterna Elstar och Jonagold. Data
från äpplena samlades in över tid i varierande mognadsgrad, äpplena var nyskördade när
mätningarna inleddes. Studiens resultat påvisar att metoden uppfyller delar av syftet, till
exempel att det kan vara en effektiv metod som granskar mognadsgraden objektivt.

I studien [7] används hyperspektrala bilder för att bedöma mognadsgraden hos persi-
kor. För att fastställa mognadsgraden beräknas och jämförs fyra separata vegetationsindex. I
den hyperspektrala signaturen för omogna respektive mogna persikor observeras en tydlig
differens vid cirka 680 nm, vilket studien menar beror på förändringar i klorofyllhalten.
Persikorna fotograferades med en hyperspektral kamera, segmenterades ut och sedan beräk-
nades indexen för hela bilden. Tre index minskade i värde i och med mognadsprocessen och
det fjärde ökade, vilket var förväntat resultat. Resultaten i studien visar dock ett föredraget
index på grund av bland annat lägre variation inom bilden och tydligare distinktion mellan
mognadsstadierna.

I [12] implementeras och jämförs tre separata vägledda klassificeringsmodeller för klas-
sificering av mognadsgraden hos päron i hyperspektrala bilder. Päronen delades upp i
tre separata klasser: omogna, mogna och övermogna. Totalt användes 450 st slumpmäs-
sigt utvalda päron av liknande storlek och utan fysiska defekter. Päronen fotograferades
med en hyperspektral kamera och segmenterades ut från bakgrunden. Den hyperspektrala
signaturen som användes för vidare analys beräknades genom att utifrån valt intressant
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område på päronen beräkna ett medelvärde. Klassificeringsalgoritmerna visade på en hög
medelvärdesprediktion och författarna menar på att metoden kan potentiellt användas som
icke-destruktiv metod för att klassificera mognadsgraden hos päron. Slutsatsen är dock att
vidare forskning med ytterligare päronprover behövs för att avgöra metodens lönsamhet.

2.2.2 Normalized Difference Vegetation Index

Normalized Difference Vegetation Index (vidare nämnt som NDVI) är en av de viktigaste
spektrala parametrar som reflekterar växters näringsinformation. NDVI beräknas genom
skillnaden i reflektansen mellan de nära infraröda (NIR) och röda vågländerna dividerat
med summan av reflektansen för våglängderna. Reflektansindexet för en given pixel går
från värdena -1 till 1, där negativa värden och värden nära noll indikerar ingen växtlighet.
Medan värdet närmare 1 indikerar den högsta möjliga densitet av växtlighet. Jordbrukare
kan genom denna skala få fram vilka delar av fälten som har tät, måttlig eller gles vegetation.
NDVI är ett mått för att beräkna växtens hälsa baserat på klorofyllhaltensreflektans vid
specifika våglängder [13].

NDVI är den mest använda och vedertagna metoden för att beräkna vegetationsindex. NDVI
är baserad på att kontrasten mellan den maximala absorptionen i de röda våglängderna
baserat på klorofyllpigment och den maximala reflektionen i de nära infraröda våglängden
baserat på bladcellsstrukturen [14].

NDVI =
R800 ´ R670

R800 + R670
(2.1)

R670 och R800 i ekvation 2.1 är reflektansvärderna vid respektive våglängder (670 och 800
nm).

2.2.3 Red-Edge Index

Vegetationsreflektionen stiger kraftigt i övergången från de röda till de nära infraröda (NIR)
våglängderna omkring våglängden 700 nm. Regionen kallas Red-Edge (Röd-kant) och kan ge
viktig information om den biokemiska sammansättningen mellan våglängderna 670 nm och
780 nm. Det tyder på att Red-Edge reflektionen är användbar för estimering av klorofyllhal-
ten [15]. Både positionen och lutningen på Red-Edge kurvan förändras under påfrestnings-
förhållanden vilket resulterar i en förskjutning av lutningen mot kortare våglängder, se figur
2.3. Positionen för Red-Edge betecknas som huvud-inflexionspunkten1 på kurvan från de
röda till NIR lutningen, vilket också benämns som Red-Edge index. Enligt Guyot och Baret
(1988) [16] går det att förenkla reflektanskurvan genom användning av linjär interpolation.
Det förenklar reflektionskurvan till en rak linje centrerad runt mittpunkten mellan reflektan-
sen i NIR vid cirka 780 nm och minsta reflektanspunkten för klorofyll vid cirka 670 nm [17].
Denna metoden kan beskrivas som den linjära metoden och kan beskrivas på följande sätt:

1) Beräkning av reflektansen vid inflexionspunkten Rre:

Rre =
R670 + R780

2
(2.2)

2) Beräkning av Red-Edge reflektansindex RE:

RE = 700 + 40
(

Rre ´ R700

R740 ´ R700

)
(2.3)

R670, R700, R740 och R780 i ekvationerna (2.2) och (2.3) är reflektansvärderna vid respektive
vågländer (670, 700, 740 och 780 nm). Konstanterna 700 och 40 är resultatet ifrån interpolatio-
nen inom intervallet 700-740 nm.

1En inflexionspunkt är en punkt på en kurva där kurvan ändrats från att ha varit konvex till konkav
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Figur 2.3: Illustration om hur kurvan för Red-Edge kan förändras vid påfrestning för vegeta-
tion

2.2.4 Simple Ratio Index

Simple Ratio Index (vidare nämnt som SR) är ett vegetationsindex som beräknas genom att
ta kvoten av nära infrarött ljus och synligt ljus, vanligen från de röda våglängderna. Det
ger ett förhållande mellan reflektansen i de nära infraröda till de röda våglängderna. Ett
högt SR-värde (mycket större än 1) indikerar på en hälsosam vegetation medan lägre värden
(närmare 1) indikerar på jord, vatten eller is.

SR är ett snabbt beräkningsätt för att frånskilja vegetation från andra objekt och estimera den
relativa biomassan i bilden. Vegetationsindexet är vanligt vid syftet att utmärka stressad ve-
getation. Till skillnad från NDVI beräknar SR ett generellt vegetationsindex för miljöfaktorer
som moln och jord. En nackdel med SR-indexet är att värdet inte är normalfördelat och har
inget begränsat intervall, utan går ifrån 0 till oändligheten [18].

SR =
R800

R670
(2.4)

R670 och R800 i ekvationen (2.4) är reflektansvärderna vid respektive vågländer (670 och 800
nm).

2.2.5 Modified Chlorophyll Absorption Integral

Modified Chlorophyll Absorption Integral (vidare nämnt som mCAI) är ett vegetationsindex som
bygger på CAI (Chlorophyll-Absorptions-Integral), som beräknar klorofyllhalten genom att be-
räkna en rak linje som förbinder två punkter på Red-edge kurvan med själva Red-edge kur-
van. mCAI är en modifierad metod av CAI där man beräknar arean över den spektrala kur-
van mellan 545 nm (gröna höjningen) och 752 nm, se figur 2.4. Denna matematiska metod går
ut på att beräkna arean av parallelltrapetsområdet mellan 545 nm och 752 nm och subtrahe-
ra det med integralen av spektralkurvan med samma spektralvärden. Indexet är användbart
för att förutse livskraften och hälsan hos en växt och är en vedertagen metod för att hitta och
särskilja hälsosamma och sjuka växter [19].

mCAI =
R545 + R752

2
(752´ 545)´

R752
ÿ

R545

R ˚ 1.423

 (2.5)

7



2.3. Segmentering

R545 och R752 i ekvationen (2.5) är reflektansvärderna vid respektive vågländer (545 och 752
nm) och R är reflektansvärdet för våglängderna i intervallet 545 och 752nm.

Figur 2.4: Illustration av beräkning av mCAI.

2.3 Segmentering

Segmentering kan användas som metod för att separera äpplen från övriga objekt i bilden.
Segmentering används vid bildanalys och innebär att dela in en bild i regioner baserat på
ingående egenskaper [20]. Intressanta egenskaper i en bild är till exempel ett linjesegment2. I
[21] presenteras en metod för att detektera och segmentera ut vindruvor med användning av
Hough-transformation. Hough-transformation kan vara en effektiv metod för att detektera
egenskaper som skarpa kanter i bilder, för att detektera vindruvor har transformationen
använts för detektera cirkulära geometriska former. Efter transformation erhålls mittpunkten
(x, y) för varje vindruva och kan segmenteras ut för vidare analys.

I [22] jämförs en kantbaserad metod med en färgbaserad metod för att identifiera apel-
siner i bilder, där den färgbaserade metoden anses vara mest lämplig. Den färgbaserade
metoden filtrerar initialt bilderna med ett Gaussiskt lågpassfilter, för att normalisera variatio-
ner i ljusintensitet. Vidare konverteras bilderna från en RGB-färgrymd till en LAB-färgrymd
och resulterade värden i a-kanalen används för tröskling. Tröskling är en metod för att gene-
rera binära bilder där pixlar över ett visst tröskelvärde identifieras (de detekterade pixlarna
representeras med värdet "1" och övriga pixlar tilldelas värdet "0"). Metoden tillåter använd-
ning av både höga och låga tröskelvärden [20]. Vidare avlägsnas oönskade objekt i bilden
genom att radera mindre segment. För att segmentera hela äpplet fylls slutligen håligheter i
den binära bilden. För avlägsning av mindre segment samt utfyllnad användes morfologiska
operationer [23]. Ett komplett blockdiagram för den färgbaserade metoden som beskrivs i
[22] ses i figur 2.5.

2.4 Maskininlärning

Maskininlärning är användbart verktyg vid till exempel detektion, estimeringar och klassifi-
cering. Maskininlärning är idag även ett mer vedertaget verktyg för analys i hyperspektrala
bilder. Det finns dock flertalet metoder att välja mellan, vilket gör det besvärligare att välja

2Tunt segment där intensiteten på vardera sida om linjen är högre eller lägre än intensiteten på linjen
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Figur 2.5: Komplett blockdiagram för segmentering med användning av den färgbaserade
metoden.

rätt metod för den uppgift som ska lösas [24]. Nedan presenteras teori för tre olika maskinin-
lärningsmetoder.

2.4.1 Support Vector Machines

Support vector machines (vidare nämnt som SVM i rapporten) introducerad av Boser, Guyon
and Vapnik [25], [26] är en maskininlärningsmetod främst använd för vägledd (supervised)
klassificering. Metoden är effektiv vid klassificering av flerdimensionella dataset och kan
användas till exempel vid ansiktsigenkänning [27] och analys av växtsjukdomar [28]. SVM
är även lämplig metod vid mindre dataset, vilket datasetet som konstruerats för detta arbete
klassificeras som.

SVM eftersträvar att hitta förhållandet i data med hänsyn till annotering vilket resulterar i en
klassificeringsmodell som vidare kan göra en kvalificerad förutsägelse på ny icke-annoterad
data. Det görs genom att finna den beslutsgräns som maximalt (för mer korrekt klassifice-
ring) avgränsar ingående klasser. Supportvektorerna representerar de datapunkter närmast
beslutsgränsen. Beslutsgränsen kan beskrivas både linjärt och icke-linjärt. Vid ett enkelt fall
kan beslutsgränsen beskrivas linjärt vilket innebär att diskriminanten kan beskrivas som en
linjär funktion, se ekvation 2.6.

(~x1, y1) , (~x2, y2) , ..., (~xn, yn) (2.6)

Där ~x1 representerar en vektor ~x1, ..., ~xm med m komponenter och yk representerar klassen
vektorn tillhör. Den beslutsgräns som maximalt separerar klasserna kan vidare beräknas
genom kryssprodukten.
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Vid icke-linjär data kan det göras en projektion i högre dimension och ett hyperplan an-
vänds för att separera datapunkterna, se ekvation 2.7.

x~w,~xy+ b = 0 , ~w ε Rm b ε R (2.7)

Där ~w är hyperplanets normalvektor och förskjutning b. Vilket ger korresponderande besluts-
funktion, se ekvation 2.8.

f (~x) = sgn (x~x, ~wy+ b) (2.8)

Där f (~x) visar vart hyperplanets datapunkterna ligger.

Figur 2.6: Illustration av SVM konceptet

En SVM-kärna används och beskriver hur supportvektorer och hyperplan ska konstrue-
ras med given data. För hyperspektral data i kombination med SVM används främst den
Gaussiska radiella basfunktionskärnan [24].

SVM är en maskininlärningsalgoritm som är designad för att göra en binär klassificering
och stödjer inte i grunden klassificering för mer än två klasser. Ett tillvägagångsätt för att
lösa problemet är att använda binära klassificeringsproblem för flera klasser genom att dela
upp klasserna i binära klassifieringsdataset. Genom att köra en binär klassificering för varje
klass. För att köra en binär klassificering för fler klasser finns det två tillvägagångssätt, vilket
är att använda One-vs-One (OVO) eller One-vs-All (OVA)[29]. OVO och OVA är två binära
klassificeringar som är konstruerade till att köra en klass mot en annan klass eller att köra en
klass mot resterande klasser respektive.

För att genomföra en OVO-klassificering för N-klasser behövs det genereras N(N ´ 1)/2
binära klassificeringsmodeller. Genom att använda detta tillvägagångssätt separeras det
primära datasetet till ett mindre dataset för varje klassificering. Till exempel för klasserna
Röd, Grön och Blå (N = 3), delas problemet upp till N(N ´ 1)/2 = 3 binära klasser. Där den
första klassificeringen är till exempel Grön mot Blå, den andra Grön mot Röd och den sista
Blå mot Röd, där varje binär klassificering förutser en klass [30].

För att genomföra en OVA klassificering för N-klasser krävs det en N-binär klassifice-
ringsmodell som gör en klassificering N gånger. Till exempel för klasserna Röd, Grön och
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blå kommer det krävas tre klassificeringar för de tre olika klasserna. Där en klassificering
kommer vara Grön mot (Röd och Blå), den andra kommer vara Blå mot (Grön och Röd) och
den sista kommer vara Röd mot (Blå och Grön) [30].

2.4.2 Convolutional Neural Network

Convolutional Neural Network (vidare nämnt som CNN i rapporten) är en djupinlärningsmo-
dell och har bevisats vara en effektiv metod för klassificering av bilder, även hyperspektrala
bilder [24]. CNN tar bildsegment som indata och lärs upp genom att finna mönster i segmen-
ten, vilket kräver stor mängd data. Utdatan är en gradering av de ingående klasserna, den
klass med högst ranking bedöms vara klassificeringsresultatet.

CNN för klassificering är uppbygga av faltningsskikt, poollager och helt anslutna lager.
Det första lagret i en CNN är konvolutionsskiktet3. Vanligen i neurala nätverk är neuronerna
anslutna till samtliga neuroner i skikten men här skiljer sig konvolutionsnätverk, anslut-
ningen beror istället på neuronernas relativa position. Vidare efter faltningsskiktet följer
ett poollager. För CNN används vanligen så kallad maxpooling (max pooling layer) där det
maximala värdet för varje lokalt segment returneras. Maxpooling resulterar i att markera de
mest framträdande egenskaperna i bildsegmentet, invariant till translationer. Vidare för klas-
sificering används så kallat helt anslutna lager (fully connected layers) med syfte att integrera
datan som extraherats av tidigare lager för att generera utdatan.

Figur 2.7: Exempel på grundläggande struktur för CNN.

För god precision på en djupinlärningsmodell krävs stor mängd data och hyperspektrala
dataset består ofta av mindre mängd data. Vid användning av mindre mängd data kan det
resultera i överanpassning (overfitting) hos nätverket. Överanpassning är när modellen pre-
sterar sämre på ny testdata än på tidigare granskad träningsdata. Det beror på att modellen
identifierar och tränar på brus eller detaljer i träningsdatan vilket leder till att modellen får
svårt att generalisera ny data. Det finns olika metoder för att kringgå problemet så mycket
som möjligt. En lösning är att endast annotera en mindre region i datan, och använda reste-
rande pixlar för testning [24]. Det resulterar i att indatan kan användas både för inlärning och
testning av modellen, ingen ytterligare data behövs. En andra metod för att undvika överan-
passning är att implementera en mindre modell. Modellens storlek avgörs av antalet lager
samt antalet neuroner per lager [31].

3Konvolution är en matematisk operation där en ny funktion skapas av två andra funktioner, eller en funktion
och distribution.
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2.4.3 K-Nearest Neighbour

K-nearest neighbour (vidare nämnt som KNN i rapporten) introducerad av Fix och Hogdes in
1951 och vidare utvecklades av Thomas Cover 1967. [32] [33] KNN är en vägled (supervised)
maskininlärningemetod som användas oftast för att lösa klassificering i mönsterigenkänning
och regressionsproblem. Huvudprincipen för KNN är att klassen för en datapunkt bestäms
enligt klassificeringen av de närmaste K-grannarna. [34] KNN är en av dem enklaste och
mest använda icke-parametriska klassificeringsmetoder, som har framgångsrikt tillämpats
på klassificering av hyperspektral data.

Till exempel om ett träningsdataset X = [~x1, ..., ~xN , ] med N datapunkter av dimensio-
nen D, och Xi = [ ~xi1, ..., ~xik] är de k närmaste grannarna av ~xi. Testdatan betecknas som Xt
med Nt punkter, där x0 är en godtycklig test-datapunkt och X0 = [ ~x01, ..., ~x0k] innehåller sina
k närmaste grannar från träningsdatan tillsammans med tillhörande etiketter betecknade
som [l1, ...lk]. Antag att det finns C klasser i datasetet som betecknas som Ω = [Ω1, ..., ΩC].
KNN hittar då de k närmaste grannarna för test-datapunkter i träningsdatasetet och till-
delar testpunkterna till den mest förekommande klassen baserat på sina k grannar. KNN
klassificerar x0 baserat på en röstningsmajoritets regel som kan fås genom ekvation 2.9. [35]

j˚ = arg max
j=1,...,C

k
ÿ

i=1

δ(li, j) (2.9)

En nackdel med KNN är att k-värdet (antalet närmaste grannar) måste bestämmas först. Att
bestämma ett godtyckligt k-värde beror på hur datasetet ser ut. Generellt kommer ett högt
k-värde att minska klassificeringsbrus men samtidigt leder det till en annan nackdel med
KNN. Nackdelen är att beräkningskostnaden är hög eftersom det krävs att algoritmen måste
beräkna avståndet för alla närmsta-grannar för varje punkt, vilket påverkas av det valda k-
värdet. En metod för att välja ett godtyckligt k-värde är genom korsvalidering. [36]

Figur 2.8: Illustration av KNN konceptet
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2.5 Kvalitetsmätning

För att utvärdera valda maskininlärningsmodeller behövs en kvalitetsmätning. En kvalitets-
mätning krävs för att jämföra modellers prestanda under specifika förhållanden. Vid klassifi-
cering användas oftast en sammanblandningsmatris (confusion matrix). Sammanblandnings-
matriser är representationer av resultaten av klassificering och visar hur lyckat ett klassifi-
ceringsproblem är med träffar och missar. För att utvärdera klassificeringen används oftast
mätvärden som Sanna Positiva (SP), Sanna Negativa (SN), Falska Positiva (FP) och Falska Nega-
tiva (FN). En sammanblandingsmatris kan beräknas för binär klassificering och klassificering
för flera klasser, se figur 2.9. I fallet med flera klasser finns det inga positiva eller negativa
klasser, vilket innebär att SP, SN, FP och FN måste det genomföras beräkning för varje indi-
viduell klass, se figur 2.10.

Figur 2.9: Sammanblandningsmatris för flera klasser

Sanna Positiva (SP), som också kan beskrivas som en träff eller matchning, vilket är ett
korrekt klassificerat objekt. Sanna Negativa (SN), beskriver de fall där objekten är korrekt
klassificerade som en annan klass. Falska Positiva (FP) kan beskrivas som en miss eller falsk
matchning, vilket uppstår om en matchning sker på fel klass. Falska Negativa (FN) betecknar
ett fall där objektet blir klassificerat som en klass fast är i verkligenheten en annan. Med
användning av dessa mätvärden går det att beräkna ut metodernas prestanda.

Parametrar som används vida prestandamätning är Precision och Sensitivitet. Precision är
förhållandet mellan SP i jämförelse med alla klassificeringar. Sensitivitet är förhållandet
mellan SP i jämförelse med alla potentiella möjliga matchningar [37].

Precision =
SP

SP + FP
(2.10)

Sensitivitet =
SP

SP + FN
(2.11)

Ifall Precision har värdet 1, betyder att ingen FP är detekterad och om Sensitivitet har värdet
1 betyder att alla objekt i en bild är klassificerade korrekt och ingen FN är detekterad, vilket
betyder att resultatet för en godtycklig modell är när både Precision och Sensitivitet har
värden nära 1.
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2.5. Kvalitetsmätning

Figur 2.10: Markerade områden för beräkning av mätvärderna SP, FP, FN och SN för Klass 1
i en sammanblandningsmatris.

En annan viktig parameter för att validera prestandan på en modell är klassificerings-
noggrannhet (Classification Accuracy). Noggrannhet är förhållandet mellan antalet korrekt
predikterade datapunkter och det totala antalet predikterade datapunkter för ett dataset.
Noggrannhet används ofta eftersom det är ett mätvärde som sammanfattar hela modellens
prestanda [38]. Formeln för noggrannhet kan ses i ekvation 2.12 där det returnerade värdet
beskriver hur många korrekt klassificeringar har gjorts i modellen i procent. Till exempel om
en modell prediktar alla datapunkter korrekt får vi noggrannheten 1.0 (100%).

Noggrannhet =
SP + SN

SP + SN + FP + FN
(2.12)

Genom att använda parametrarna precision, sensitivitet och noggrannhet går det att få en
generell överblick om hur bra en modell fungerar. Bristfällande faktorer som kan påverka
resultatet är om datasetets storlek är liten eller att det är en ojämn balans för datasetets klasser
[38].
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3 Metod

Arbetet inleddes med litteraturstudier i syfte att finna relaterade studier. Vidare fotografera-
des äpplen för att konstruera det dataset som används i arbetet. Äpplena i varje hyperspektral
bild segmenterades ut för att extrahera den hyperspektrala signaturen. Den hyperspektrala
signaturen används vid beräkning av vegetationsindexen, som fastställer mognadsgraden
för äpplena. Baserat på ett valt vegetationsindex annoterades samtlig data för att sedan trä-
nas med olika maskininlärningsmetoder. En kvalitétsmätning för jämförelse av prestandan
genomfördes för att avgöra vilken metod som var lämpad. Samtliga ingående delar av meto-
den beskrivs mer detaljerat nedan.

3.1 Förstudier

Projeket inleddes med litteraturstudier för att ta del av relevanta arbeten som gjorts och
identifiera hur de kan appliceras i detta projekt. Initialt användes tiden för att hitta studier
hur mognadsgraden kan fastställas med användning av reflektansen i hyperspektrala bilder.
Baserat på litteraturen valdes användning av den hyperspektrala signaturen och beräkning
av vegetationsindex.

Vidare valdes även tre maskininlärningsmetoder ut för baserat på teorin från litteratur-
studierna. De valda metoderna blev SVM, CNN och KNN. För varje maskininlärningsmetod
fanns det flera studier som visade att metoderna fungerar bra med hyperspektral data.

3.2 Systemöversikt

I figur 3.1 ses en illustration av arbetsprocessen. De ingående områdena för metoden är:

• Datainsamling. Under processen konstrueras ett dataset med hyperspektrala bilder.
En hyperspektral kamera används för att fotografera bilderna. I avsnitt 3.3 beskrivs
datainsamlingsprocessen.

• Segmentering. Äpplena ska segmenteras ut från bakgrunden i bilderna för vidare be-
räkningar. I avsnitt 3.4.1 beskrivs segmenteringsprocessen.
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3.3. Datainsamling

• Klassificering. Vegetationsindexen beräknas för att fastställa mognadsgraden för de
ingående äpplena. Vegetationsindexen används vidare i syfte för annoteringen. Mer
om vegetationsindexen och annoteringen i avsnitt 3.4.2 och 3.6. Träning och testning av
tre olika maskininlärningsmetoder för klassificering av mognadsgraden. I avsnitt 3.7
beskrivs implementationen av de ingående maskininlärningsmetoderna.

Figur 3.1: Illustration av arbetsprocessen.

3.3 Datainsamling

Datasetet som används i arbetet innehåller hyperspektrala bilder fotograferade under en pe-
riod på två veckor av projektgruppen. Äppelsorterna som användes var Royal Gala, Granny
Smith, Saga och Ingrid-Marie. Royal Gala och Granny Smith fotograferades fyra gånger, med
fyra dagar mellan varje session. Övriga sorter fotograferades också fyra gånger men med två
dagar mellan varje session, då mognadsproccessen skiljde sig åt och äpplen som Ingrid-Marie
och Saga har en kortare mognadsprocess. Äppelsorterna och tid mellan fotograferingarna
valdes baserat på rekommendation från K. Rumpunen (Forskare FLK vid Institutionen för
växtförädling, SLU).

Totalt införskaffades 100 äpplen, 25 äpplen av vardera sort. Samtliga äpplen fotografe-
rades fyra gånger vid varje tillfälle (äpplena roterades 90 grader per bild för att få med
samtliga sidor). Det resulterade i ett dataset på totalt 1600 bilder (400 bilder per äppelsort)
efter en segmentering gjordes då äpplena fotograferades i grupp om fem.
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3.4. Bildbehandling

Bilderna är fotograferade på 1 meters avstånd med 45 mm brännvidd. Bildernas upplös-
ning är 3232x4864 pixlar och och sparades i raw-format med 14 bitar per pixel.

Figur 3.2: Bild på fotograferings uppställningen för projektets datainsamling

Äpplena fotograferades med en uppställning som presenteras i figur 3.2. Att ta en hyper-
spektral bild skiljer sig från att ta en vanlig RGB-bild eftersom varje pixel skall fångas upp
för varje vågband. För att fånga varje pixel i varje vågband fotograferar kameran en panora-
mabild som exporterades sedan till Glanas egna mjukvara Glana Capture [39], som användes
för att beräkna transformationer för att sätta ihop panoramabilden till en hyperkub. För att
uppnå ett bra resultat för transformationerna krävdes olika kontraster i bakgrunden, vilket är
anledningen till att fotograferingens uppställning har olika mönster och objekt som omringar
äpplena.

3.4 Bildbehandling

För att arbeta med hyperspektral data krävs användning av avancerad bildbehandlingstek-
nik. För att kunna arbeta med projektets datasetet krävs det bildbehandling för att först seg-
mentera ut äpplena ifrån hyperkuberna, för att sedan beräkna de olika vegetationsindex för
att ta reda på mognadsgraden. Implementeringen för bildbehandlingensprocessen gjordes i
MATLAB[40], de verktyg som krävdes för att använda hyperspektral data var Image Proces-
sing Toolbox[41] och Hyperspectral Viewer[42].

3.4.1 Segmentering

I varje hyperkub är det fem äpplen som skall segmenteras ut. För segmenteringen av äpplena
från hyperkuben användes den färgbaserade metoden som presenteras i 2.3. Eftersom varje
äppelsort har olika färger på skalet är det komplicerat att finna en generell metod för att
segmentera ut alla äpplen baserat på färg med likvärdiga resultat. Problemet löstes genom
att välja ut en vektor med spektrala vågband som får äpplena i bilden att sticka ut från bak-
grundsbruset. Vågbanden valdes ut manuellt för varje äppelsort med märkbara skillnader
i resultatet, se figur 3.3. Eftersom äppelsorten Saga har en mer gul färg på äppelskalet var
det svårare att hitta vågband som fick äpplena att sticka ut från bakgrunden. Pågrund av
detta kunde ej samma tröskelvärden för den äppelsorten användas för de morphologiska
operationerna för att sedan ta bort brus och objekt som inte är äpplen.

Genom den färgbaserade metoden skapades en binär bild för hyperkuben som använ-
des till att skapa en maskering, se figur 4.1. Maskeringen gör det möjligt att enkelt generera
nya hyperkuber för varje äpple, vilket vidare kan användas för att beräkna ut valda vegeta-
tionsindex.
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3.4. Bildbehandling

Figur 3.3: Bilder på hyperkuben med valda spektrala vågband för en grupp av varje äppelsort

3.4.2 Vegetationsindex

Efter segmenteringen av äpplena i en hyperkub kan de olika vegetationsindexen beräknas
för varje äpple. Vegetationsindexen som beräknades var NDVI, Red-Edge, SR och mCAI
som presenteras i avsnitt 2.2. Vegetationsindexen beräknades genom att först ta fram den
hyperspektrala signaturen för varje äpple i hyperkuben. Från den hyperspektrala signaturen
kan reflektansen i olika våglängder av äppelytan extraherats och därefter kan de valda vege-
tationsindexen beräknas.

Eftersom alla äpplen har olika färg och former uppstod det ojämna konturer för en del
äpplen under segmenteringen, vilket berodde på skuggor och bakgrund omkring äpplet. För
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3.5. Datareducering

att säkerställa att endast äpplets reflektans beräknas togs beslutet att använda en kvadrat
på 100x100 pixlar på äpplets mittpunkt. Medelvärdet av den hyperspektrala signaturen
beräknades för alla pixlar i kvadraten vilket sedan kommer att användas för att beräkna
ut varje vegetationsindex. För att få en generell mognadsgrad per äpple beräknades även
medelvärdet av den hyperspektrala signaturen på äpplets fyra sidor. Den generella principen
presenteras i figur 3.4

Figur 3.4: Illustration av grundprincipen för framtagning av den hyperspektrala signaturen
för ett äpple i detta arbete

3.5 Datareducering

Varje hyperkub i projektet bestod av en HDR-fil och IMG-fil. Filerna hade en storlek på ca 188
MB per kub. Vilket betyder att hela datasetets storlek hade en total storlek på 75200 MB (0.75
TB). Storleken på datasetet gjorde det svårt att arbeta med datorer som ej hade en minneska-
pacitet på minst 1 TB. För att göra datan enklare att arbeta med så gjordes en datareducering
med att rensa bort icke-relevanta våglängder. Eftersom det valda vegetationsindexet endast
kollar på våglängder inom intervallet 660nm till 810nm, rensades resterande icke-intressanta
våglängder bort. Storleken för varje hyperkub gick ner från ca 188MB till ca 63MB, vilket in-
nebar att totala storleken på datasetet gick från ca 75200 MB till ca 25200 MB (0.025 TB), en
reducering på ca 66 procent.

3.6 Annotering

För att kunna klassificera mognadsgraden med maskininlärning måste det finnas informa-
tion om vilket mognadsstadie äpplena i den hyperspektrala bilden tillhör. Ett eget annote-
ringsprogram skrevs i Python, då inget lämpligt färdigt program för hyperspektrala bilder
hittades. Äpplena annoterades genom att markera en ruta (fyra pixelkooridnater), inte med
pixelprecision. Innan annotering förbehandlades datan för att endast ha med de intressanta
våglängderna samt minska datasetets totala storlek. De intressanta våglängderna valdes ba-
serat på det valda vegetationsindexet och efter förbehandlingen återstod 16 vågband mellan
våglängderna 660 nm och 810 nm.

Varje hyperkub annoterades med att markera ut koordinaterna för varje äpple, ett så kallat
ROI (Region of interest). Koordinaterna för varje ROI i hyperkuben sparades ner i en XML-fil
i PASCAL VOC-format. [43] I bilaga A ses ett exempel på sådan annoterings-fil. För varje ROI
på hyperkuben tilldelades en klass baserat på äpplets värde för det valda vegetationsindexet.
De valda klasserna var:

• Fas 1 (Moget äpple)
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3.7. Maskininlärning

• Fas 2 (Under- eller övermoget äpple)

• Fas 3 (Mer under- eller övermoget äpple)

Klasserna beskriver äpplets mognadskurva och eftersom äpplets mognadsprocess inte är lin-
jär leder det till att det är svårt att avgöra exakt vart äpplet är i mognadsprocessen. Det in-
nebär att indexet behövs jämföras under tid för att veta om vegetationsindexet ökar eller
minskar i värde. Trots att äpplena förväntas vara i fas 1 och minska i värde efter tid vid inköp
finns det inga garantier då projektgruppen endast kan följa äpplets mognadsprocess efter
inköp.

Figur 3.5: Mognadskurvan för ett äpples mognadsprocess indelad i olika faser

Klasserna valdes baserat på värden som framställdes från vegetationsindexet för varje äpp-
lesort. Eftersom varje äpple har ett unikt utseende och reflekterar olika värden baserat på
äpplets färg, valdes olika tröskelvärden för varje klass per äppelsort.

3.7 Maskininlärning

Implementationen för maskininlärningsalgorithmerna gjordes i Python[44] med Colab[45] och
Visual Studio IDE[46] som utvecklingsmiljö. Python valdes då det har ett rikt standard bibli-
otek och många trepartsbibliotek, som är gjorda för tillämpningar inom maskininlärning och
arbeta med hyperspektral data. Målet med maskininlärningsalgoritmerna är att skicka in en
hyperkub med äpplen som returnerar en klass med vilket mognadsstadie för varje äpple.

3.7.1 Support Vector Machine

Den första maskininlärningsalogritmen som implementerades var SVM. Fördelen med att
använda SVM för projektets dataset är att SVM har en god prestanda med mindre dataset.
Datasetet för varje äpplesort bestod av 400 bilder vilket blir totalt 1600 bilder.

Från den hyperspektrala signaturen extraherades så kallade features som baserades så
reflektansvärdet för varje vågband. Eftersom målet med maskininlärningalgoritmen är
att klassificera äppelmognaden hämtades koordinaterna från annoteringen och sattes till
bounding boxes som markerar ut varje äpple i vald hyperkub. Eftersom den hyperspektrala
signaturen är pixelbaserad togs medelvärdet av reflektansvärdet inom vald bounding box
för varje vågband. När valda features var extraherade sparades dem i en lista ihopkopplade
med tillhörande klass som också hämtades från annoteringsdatan.
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3.7. Maskininlärning

Datasetet för varje äppelsort delades upp i tränings- och testdata. Datan delades upp ge-
nom att tilldela 33 procent av datasetet till testdatan och resten till träningsdatan. Datasetet
bestod av tre klasser och eftersom SVM är vanligtvis en binär klassificeringsmetod använ-
des Pythons Scikit-learn med estimeringsmetoden SVC (Support Vector Classification), som
supportar multiklassificering enligt ett one-vs-one schema.

3.7.2 Convolutional Neural Network

Den andra maskininlärningsalgoritmen som implementerades var CNN. CNN användes då
metoden är visats vara effektiv vid klassificering i bilddata, även hyperspektral data. För
CNN användes den visuella hyperspektrala datan som träning- och testdata, inte den hyper-
spektrala signaturen som med maskininlärningsalgoritmen SVM. Som diskuterat i sektion
2.4.2 utformades modellen likt den struktur som ses i 3.1.

IN ñ KONV ñ POOL ñ LAGER ñ UT (3.1)

Där IN är den hyperspektrala indatan, KONV är konvolutionsskiktet, POOL är poollagret
(använder så kallad maxpooling), LAGER är helt anslutna lager och UT är utdatan. För att
uppnå god precision krävs som diskuterat i sektion 2.4.2 stor mängd data men det var ej
möjligt att konstruera med den givna tidsplanen. För att undvika överanpassning till datan
implementerades olika konfigurationer av nätverket och jämfördes. Initialt implementerades
en liten modell som sedan utvidgades i storlek (antalet neuroner).

För att bygga det neurala nätverket användes Keras, ett högnivå API som körs ovan på
maskininlärningsplattformen Tensorflow. Keras och Tensorflow är öppenkod (open source).
Datasetet delades upp i träning- och testdata, där 20% av datan användes för testdatan.
Initialt tränas modellen upp med användning av träningsdatan och tillhörande klasser. Varje
äpple i respektive bild var mappad till en av de tre klasserna. När modellen lärts upp att
associera äpplena till respektive klass, testas modellen på ny testdata.

3.7.3 K-Nearest Neighbour

Den tredje och sista maskininlärningsalgorithmen som implementerases var KNN. KNN
valdes eftersom det är en maskininlärningsmetod som ofta förekommer i samband med
hyperspektral data och är enkel att implementera för klassificering med flera klasser.

Precis som för SVM extraherades den hyperspektrala signaturen där valda datapunkter
baserades på reflektansvärdet för varje vågband. Från annoteringen för varje hyperkub häm-
tades koordinaterna på samma sätt som för SVM algoritmen och markerade ut varje äpple
i vald hyperkub. Från annoteringen tilldelades punkterna för träningsdatan en etikett med
tillhörande klass för punkten.

Datasetet för varje äppelsort delades upp i ett tränings- och testdataset, där data precis
som för SVM delades upp genom att tilldela 33 procent av datasetet till testdatan och reste-
rande data till testdatan. K-värdet testades fram genom att köra igenom algoritmen flertalet
gånger och jämföra resultatet. K-värdet togs fram genom att köra algoritmen ett flertal gånger
och sedan jämföra vilket ojämnt K-värde mellan 3-9 som gav högst resultat för noggrannhet
(accuracy).
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4 Resultat

I det här kapitlet presenteras resultaten för samtliga delar av projektarbetet. Resultaten från
segmenteringen, beräkning och validering för valt vegetationsindex och utvärdering av valda
maskininlärningsmodeller.

4.1 Segmentering

Med den färgbaserade metoden var det möjligt att detektera och segmentera ut samtliga
äpplen ur hyperkuberna. Resultatet från segmenteringen blev en binär mask för varje hyper-
kub som markerade äpplenas kontur i hyperkuben. En genererad binär mask för äppelsorten
Granny Smith kan ses i figur 4.1.

Segmenteringsmetoden gav varierat resultat för de olika äppelsorterna, en binär mask
för äppelsorten Saga kan ses i figur 4.2. Det beror på att till exempel äppelsorten Saga ha-
de fler variationer i färg på äppelytan än äppelsorten Granny Smith. Metoden gav dock
tillräckligt resultat för att extrahera en 100x100 pixlar stor ruta för samtliga äppelsorter.
Sammansättningen av en hyperkub och den binära masken för Granny Smith kan ses i figur
4.3.

Figur 4.1: Binär bild för maskering av Granny Smith äpplen i en hyperkub
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4.2. Vegetationsindex

Figur 4.2: Binär bild för maskering av Saga äpplen i en hyperkub

Figur 4.3: Bild på tre olika Granny Smith äpplen (våglängd 690nm) efter segmentering

4.2 Vegetationsindex

Förväntningen var att efter tid skall vegetationsindexet minska i korrelation till att äpplet
mognar baserat på teori från litteraturstudierna. Genom att ta skillnaden av indexvärdet
mellan första dagen till sista dagen för varje äpple kunde den generella skillnaden tas fram.
De generella skillnaderna mellan de valda indexen jämfördes. Resultatet från jämförelse av
vegetationsindex av äppelsorten Ingrid-Marie kan ses i figur 4.4. Motsvarande jämförelse av
vegetationsindex skapades för samtliga äppelsorter.

Vid jämförelse av vegetationsindexen ansåg projektgruppen att NDVI var mest lämpad,
indexet visade den förväntade minskning i korrelation generellt. Red-Edge var det index
som gav bristfälligt resultat generellt, indexet gav endast förväntat resultat för äppelsor-
ten Granny Smith vilket enligt projektgruppen ej var tillräckligt då en mer generell metod
eftersträvades. Resterande indexgrafer kan ses i appendix D.
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4.3. Annotering

(a) NDVI (b) mCAI

(c) Simple Ratio (d) Red Edge

Figur 4.4: Differens i index mellan första och sista fotograferingstillfälle för respektive äpple
av äppelsorten Ingrid-Marie

4.3 Annotering

Resultatet från annoteringen baserad på det valda vegetationsindexets värde. Under annote-
ringen klassificerades alla äppelsorter och antalet äpplen i varje klass presenteras i tabell 4.1.
I resultatet kan vi se att de flesta äppelsorterna har mestadel god fördelning mellan klasserna
med några avvikelser.

Tabell 4.1: Antalet äpplen för varje klass per äppelsort baserat på vegetationsindexet.

Antal äpplen för varje klass per äppelsort
Äppelsort Fas 1 Fas 2 Fas 3
Granny Smith 218 168 13
Royal Gala 113 226 60
Saga 30 187 183
Ingrid Marie 101 199 100
Alla Äpplen 462 780 356

4.4 Validering och jämförelse av maskininlärningsmodeller

I detta avsnitt presenteras resultaten för implementerade maskininlärningsmodellerna. En
sammanställning av alla resultat från kvalitetsmätningen för de implementerade modellerna
presenteras i bilaga C.
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4.4. Validering och jämförelse av maskininlärningsmodeller

4.4.1 SVM

Resultaten från SVM-modellen presenteras i tabell 4.2. SVM-modellen gav bäst resultat för
äppelsorten Ingrid Marie med en noggrannhet på 84.1%.

Tabell 4.2: Resultatet från projektets SVM-modellen.

SVM
Äppelsort Noggrannhet Precision Sensitivitet
Granny Smith 0.765 0.509 0.518
Royal Gala 0.826 0.769 0.794
Saga 0.803 0.738 0.802
Ingrid Marie 0.841 0.818 0.860
Alla Äpplen 0.631 0.661 0.565

4.4.2 CNN

Resultaten från CNN-modellerna presenteras i tabell 4.3, 4.4, 4.5 och 4.6. CNN-modellens
noggrannhet stiger i samband med storleken på modellen.

Tabell 4.3: Resultatet från projektets CNN-algoritm av mycket liten modell.

CNN - mycket liten modell
Äppelsort Noggrannhet Förlust Precision Sensitivitet
Granny Smith 0.968 0.081 0.967 0.966
Royal Gala 0.981 0.052 0.981 0.981
Saga 0.948 0.147 0.962 0.962
Ingrid Marie 0.940 0.144 0.939 0.940
Alla Äpplen 0.897 0.246 0.903 0.895

Tabell 4.4: Resultatet från projektets CNN-algoritm av liten modell.

CNN - liten modell
Äppelsort Noggrannhet Förlust Precision Sensitivitet
Granny Smith 0.970 0.075 0.971 0.970
Royal Gala 0.974 0.069 0.973 0.972
Saga 0.965 0.091 0.967 0.967
Ingrid Marie 0.922 0.176 0.931 0.910
Alla Äpplen 0.904 0.229 0.909 0.900

Tabell 4.5: Resultatet från projektets CNN-algoritm av mediumstor modell.

CNN - mediumstor modell
Äppelsort Noggrannhet Förlust Precision Sensitivitet
Granny Smith 0.980 0.059 0.977 0.975
Royal Gala 0.976 0.068 0.975 0.975
Saga 0.980 0.059 0.978 0.978
Ingrid Marie 0.930 0.170 0.937 0.930
Alla Äpplen 0.920 0.193 0.924 0.917
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4.4. Validering och jämförelse av maskininlärningsmodeller

Tabell 4.6: Resultatet från projektets CNN-algoritm av stor modell.

CNN - stor modell
Äppelsort Noggrannhet Förlust Precision Sensitivitet
Granny Smith 0.981 0.048 0.983 0.983
Royal Gala 0.984 0.047 0.986 0.984
Saga 0.988 0.035 0.990 0.990
Ingrid Marie 0.968 0.082 0.970 0.968
Alla Äpplen 0.952 0.199 0.955 0.950

4.4.3 KNN

Resultaten från KNN-modellen presenteras i tabell 4.7. KNN-modellen gav bäst resultat för
äppelsorten Saga med en noggrannhet på 82.6% med K-värdet 9.

Tabell 4.7: Resultatet från projektets KNN-algoritm.

KNN
Äppelsort K-värde Noggrannhet Precision Sensitivitet
Granny Smith 3 0.674 0.563 0.611
Royal Gala 9 0.803 0.701 0.701
Saga 9 0.826 0.709 0.776
Ingrid Marie 9 0.712 0.655 0.696
Alla Äpplen 3 0.682 0.685 0.667
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5 Diskussion

I detta kapitel diskuteras arbetets resultat, vidare utveckling för förbättring samt faktorer som
kan påverkat resultat. Vidare diskuteras även de metoder som valts.

5.1 Resultat

Arbetets resultat som presenteras i kapitel 4 bidrar till förståelse för hur den hyperspektrala
signaturen kan användas för att bestämma mognadsgraden hos äpplen. Resultaten bidrar
också till en förståelse om metoden är lämplig vid klassificering av mognadsgraden med
maskininlärning och det givna datasetet.

5.1.1 Segmentering

Vald segmenteringsmetod resulterade i att samtliga äppelsorter kunde segmenteras ut från
bakgrunden. Resultatet varierade mellan de olika äppelsorterna på grund av att äppelsor-
terna hade olika färg och variationer på skalytan. Segmenteringen fungerade bättre (mindre
mängd oönskade objekt och hål i de binära bilderna) för de äppelsorter med enhetlig färg
över hela äpplet. Äpplena av sorten Granny Smith har tydlig enhetlig grön färg över hela
äpplen med få färgvariationer, vilket gav önskat segmenteringsresultat som kan ses i 4.1. I
jämförelse med äppelsorten Saga som varierar i färg över skalet var resultatet ej lika bra, se
figur 4.2. Resultaten var dock var tillräckliga för att kunna segmentera ut samtliga äpplen och
vidare beräkna ett vegetationsindex för respektive äpple.

5.1.2 Klassificering av mognadsgrad med maskininlärning

Vid granskning av resultatet för CNN-modellen visas ett till synes önskvärt resultat. Som pre-
senterat i kapitel 2.4.2 kan CNN-modeller lida av överanpassning när det ej finns tillräcklig
data. Eftersom datasetet består av mindre mängd data tros resultatet bero på överanpassning,
vilket gör att resultatet ej bevisar hur väl algoritmen egentligen presterar. Vid jämförelse av
resultaten med SVM-modellen och KNN-modellen (som båda presenterar annat resultat)
kan slutsatsen dras att de modellerna är mer lämpade än vald CNN-modell i detta fall. Olika
konfigurationer av CNN-modellen implementerades för att undvika överanpassning men
vidare utveckling av algoritmen är nödvändig för att nå önskvärt resultat.
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KNN-modellen återger högre noggrannhet när den tränas på datasetet med samtliga äpplen
istället för endast äppelsorten Granny Smith. Det beror möjligen på att KNN-modellen är
lämpligare för data med fler datapunkter och kan även bero på att datasetet med Granny
Smith har ojämn uppdelning av klasserna då endast 13 datapunkter befinner sig i fas 3 (se
tabell 4.1). En annan påverkande faktor kan vara att nuvarande implementation använder
33% för testning, en eventuell lösning är att öka mängden träningsdata och minska mängden
testdata till 20% (liknande fördelning av tränings- och testdata som CNN använder). En
annan eventuell lösning är att utöka datasetet med fler Granny Smith äpplen klassificerade i
fas 3. Detta för att jämna ut de olika klasserna och ge träningsdatan mer att träna på.

SVM-modellen återger högre noggrannhet med dataseten som består av en äppelsort i
jämförelse med datasetet med samtliga äpplen. Noggrannheten för vardera äppelsort befin-
ner sig runt ca 82%, bortse från äppelsorten Granny Smith där noggrannheten befinner sig
på 75.6%, se tabell 4.2. Det beror troligen på samma faktorer som för KNN-algoritmen med
att Granny Smith har en ojämn uppdelning av klasserna. Förutom att kolla på resultatet av
noggrannhet har värdena för precision och sensitivitet för datasetet med samtliga äpplen
närmare värdet 1 än för Granny Smith, vilket indikerar att en utökning av datasetet för
Granny Smith är nödvändig för bättre resultat.

Vid jämförelse av SVM och KNN konstateras att SVM är mer lämpad när datasetet består
av en specifik äppelsort (ett mindre dataset bestående av till exempel sorten Ingrid-Marie).
KNN visade mer lämplig när samtliga äppelsorter (1600 äppelbilder) används som dataset.
Vidare gällande maskininlärningsmodellerna SVM och KNN så tränades de på den hyper-
spektrala signaturen där varje datapunkt var reflektansvärdet för specifika vågband efter
datareduceringen. För att arbeta med alla våglängder i en hyperkub hade en dimensionsre-
ducering behövts göras för att extrahera ner egenskaper. Det valdes bort då projektgruppen
hade begränsat med utrymme för lagring av alla hyperkuber. Reduceringen var nödvändig
och gjorde det enklare att hantera datan eftersom stoleken på hyperkuberna reducerades
drastiskt.

För att vidare utvärdera de olika maskininlärningsmodellerna hade datasetets storlek be-
hövts utökas. Med större mängd data hade modellerna till exempel kunnat tränats på bredare
variation av äppelsorter. Eftersom det var begränsat med mängden data och inga ytterligare
tillgängliga dataset är det svårt att uppnå bättre resultat från de valda och implementerade
modellerna.

5.2 Metod

Metoden för arbetet som presenteras i kapitel 3, där det berättas om det tillvägagångsätt pro-
jektgruppen har arbetat för att uppnå de presenterade resultaten i kapitel 4. Under arbetets
gång har avgränsningar behövts göras vilket kan haft en negativ påverkan på arbetet. I detta
avsnitt diskuteras följande metoder och förbättringspotential som finns för detta arbetet.

5.2.1 Datainsamling

Valda äppelsorter och tid mellan fotograferingarna var som diskuterat i kaptitel 3.3 baserat
på rekommendation av K. Rumpunen. Datainsamlingen för projektet gjordes vid åtta tillfäl-
len under en tvåveckorsperiod där samtliga äppelsorter fotograferades under fyra tillfällen
vardera. Perioden räckte för att se små skillnader i äpplets mognadsprocess. För tydligare
skillnader i resultatet hade datainsamlingen behövts göras under en längre period, men en
avgränsning i arbetet var att datasetet endast kunde konstrueras under några få veckors
period då arbetet var under begränsad tid. Vidare hade datasetet kunnat utvecklats genom
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att fotografera äpplen som befinner sig i tidigt samt mycket sent mognadsstadie. Det hade
möjligen resulterat i annat valt index då NDVI valdes utifrån förväntad korrelation över
tvåveckorsperiod.

En problematik som uppstod under datainsamlingen var att för varje hyperkub förekom
förskjutningar som gjorde att äpplena skiftade i varje våglängd, vilket innebar att dem inte
var perfekt linjerade för varje pixel. Det berodde på bristfällighet i programvaran Glana
Capture, då programvaran var i ett tidigt utvecklingsstadie. Defekten gick inte att åtgärda
under tiden för datainsamlingen utan ledde till att projektgruppen gjorde anpassningar i
bildanalysen. Skiftningen kan ses svagt i figur 3.3.

5.2.2 Metod för segmentering

Endast en färgbaserad metod valdes som segmenteringsmetod, som resulterade i att samtliga
äppelsorter kunde segmenteras ut från bakgrunden. Metoden tillät användning av både höga
och låga tröskelvärden, vilket medförde att justeringar kunde göras för respektive äppelsort.
Som diskuterat i resultatdelen av diskussionen, fungerar metoden för att uppnå önskad seg-
mentering för samtliga äppelsorter. Det är dock en icke-generell metod, vidare utveckling är
nödvändig för att uppnå en mer generell metod. Det är också nödvändigt med vidare ut-
veckling om fler äppelsorter än de som är valda specifikt för arbetet ska användas, eftersom
nuvarande segmenteringsmetod endast testats på de fyra sorterna. Som presenterat i avsnitt
2.3 kan nuvarande metod kompletteras genom att identifiera objekt även på form, vilket po-
tentiellt hade resulterat i en mer generell segmenteringsmetod.

5.2.3 Vegetationsindex

Resultatet från det valda vegetationsindexet NDVI visade på förväntade förändringar över
tid, vilket var att vegetationsindexet minskar i värde över tid. De fyra valda vegetations-
indexen valdes baserat på popularitet (ansågs vara vedertagna utifrån litteraturstudierna)
och beräkningar på våglängder som finns för hyperkuberna i projektets dataset. Ett tillägg
till denna metod hade varit att jämföra fler vegetationsindex men projektgruppen valde att
begränsa antalet till fyra stycken vegetationsindex som beräknas en variation av våglängder.
I [7] presenterar författarna två nya index som sedan resultaten visar beskriver förväntad
mognadsgrad. Indexen är framtagna baserat på den typiska formen i reflektansspektrumet
för en omogen respektive mogen persika av sorten Richlady. För projektgruppen var det ej
möjligt konstruera index specifikt för valda äppelsorter på grund av otillräckliga kunskaper
inom livsmedelsteknik.

En begränsning i arbetet var att projektgruppen inte hade möjlighet följa äpplets hela
mognadsprocess vilket gjorde det omöjligt att veta exakta mognadsgraden vid inköp. Det
ledde till att hypotesen för arbetet var att utgå från att vid inköp befann sig äpplena omkring
högsta punkten på mognadskurvan och med tiden övergår till att bli övermogen. En lösning
för att säkerställa den exakta mognadsgraden hade förslagsvis varit att äppelmognaden
tagits fram genom en kemisk process (likt [11])och sedan jämföra med vegetationsindexet,
men eftersom projektgruppen saknade kunskaper inom området kunde det ej genomföras
i arbetet. En annan lösning hade varit att fotografera äpplena över längre tid för att se hur
vegetationsindexet hade förändrats genom att följa alla äpplen till förruttnelse. Men eftersom
projektet och tillgängligheten av Glanas kamera var under begränsad tid kunde det inte
genomföras. En förbättring i arbetet hade varit att införskaffa äpplen direkt från en äppelod-
ling. Äpplena hade kunna plockats tidigare i mognadsprocessen (liknande [12] där päronen
plockades från en päronodling), istället för att utgå ifrån redan mogna äpplen. Det var ej
möjligt av naturliga faktorer då arbetet påbörjades under januari månad.
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5.2.4 Annotering

En begränsning i annoteringen är att samtliga annoteringar skapades manuellt med eget an-
noteringsprogram skrivet i Python. Det på grund av att inget lämpligt annoteringsprogram
för hyperspektral data hittades. Datan är därför ej annoterad på pixelprecision då projekt-
gruppen ej hade möjlighet att implementera sådan funktionalitet inom given tidsram. Vidare
begränsning i annoteringen är problematiken i att avgöra vart i mognadsprocessen äpplet
befinner sig vilket diskuteras i avsnittet ovan.

5.2.5 Metod för klassificering av mognadsgrad med maskininlärning

Maskininlärningsmodellerna som använts i arbetet var baserat på litteraturstudier där valda
modeller är vedertagna vid användning av hyperspektrala bilder. Vidare var det nöd-
vändigt att valda modeller var övervakade maskininlärningsmodeller, med ett givet rätt
svar"eftersom det inte fanns tydliga visuella skillnader för alla äpplen. Träningsdatan inne-
höll därmed givna etiketter från annoteringen som modellerna tränades på. Om datasetet
konstruerats över längre tid, med äpplen från tidigt till sent mognadsstadie hade det even-
tuellt funnits tydligare visuella skillnader. Vidare hade även då icke-övervakade modeller
undersökts och jämförts med resultaten från de övervakade modellerna.

För att förbättra resultaten för valda maskininlärningsmodeller skulle det krävas en ut-
ökning av datasetet vilket ger träningsalgoritmerna mer data att träna på. En metod för att
utöka datasetet är genom användning av Data Augmentation (Data utökning). Vilket innebär
att omforma bilder som redan existerar i datasetet med transformationer som rotation, skal-
ning, translation och spegling. Eftersom projektgruppen hade lagringssvårigheter för hela
datasetet genomfördes det ingen utökning för datasetet i arbetet.
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6 Slutsats

6.1 Frågeställningar

Målet med arbetet var att finna en icke-destruktiv metod för att klassificera mognadsgraden
av äpplen i hyperspektrala bilder. För att möjliggöra fastställning av mognadsgrad hos äpp-
len utan att behöva skära i frukten. Vidare förhoppning med arbetet är bidrag till minskat
matsvinn, då metoden kan användas vid lagring och beredning.

Slutsatsen är att det går att detektera och klassificera mognadsgraden hos äpplen i hy-
perspektrala bilder. Metoden är även icke-destruktiv vilket var ett av målen med arbetet.
Resultaten visar på att det finns potential för metoden men vidare arbete är nödvändigt för
att avgöra metodens lönsamhet.

Frågeställningarna som ställdes i början av arbetet besvaras nedan.

1. Vad finns det för för- och nackdelar med detektion i hyperspektrala bilder?

Det är en mer tidskrävande process att fotografera och bygga hyperspektrala bilder än
med än konventionell RGB-kamera. Det innebär att det krävs mer tid för att konstruera
ett dataset av hyperspektrala bilder än till exempel RGB-bilder i JPEG-format. Vidare
utmaning är att det ej finns lika många tillgängliga program som stödjer hyperspektral
data, det påverkade arbetet då det ej hittades lämpligt program för annotering.

Fördel vid användning av hyperspektrala bilder är att finns det möjlighet att ut-
vinna information som inte är möjligt med en konventionell RGB-kamera. I det här
arbetet hade det ej varit möjligt att samla in datan som krävdes för att kunna beräkna
vegetationsindexen utan de hyperspektrala bilderna.

2. På vilket sätt kan hyperspektrala signaturer användas för att fastställa och klassifice-
ra mognadsgraden?

Hyperspektral teknik är ett kraftfullt verktyg vid estimering av klorofyllhalten hos väx-
ter. Den största skillnaden för klorofyll är runt ca 680 nm där reflektionen minskar i och
med att frukten mognar. För att fastställa mognadsgraden för äpplen räcker det dock
inte att endast undersöka en våglängd, ytterligare våglängder behövs för att beräkna de
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spektrala vegetationsindex som användes i arbetet. För beräkning av vegetationsdexen
användes den hyperspektrala signaturen. I arbetet användes reflektansen i olika våg-
längder på äppelytan för att extrahera den hyperspektrala signaturen. Vidare kan valda
vegetationsindex beräknas som beskriver var i mognadsprocessen äpplen befinner sig
i med användning av den hyperspektrala signaturen.

3. Vilken metod är mest lämplig för klassificering av mognadsgraden för olika äppel-
sorter i hyperspektrala bilder?

Som presenterat i den första frågeställningen finns det både för- och nackdelar med
användning av hyperspektrala bilder. En nackdel är den mängd data som varje hy-
perspektral bild innehåller, vilket komplicerar datahanteringen. Det är även mer
tidskrävande att fotografera och bygga en hyperspektral bild med en hyperspektral
kamera jämfört med RBG-bilder och en mer komersiell RGB-kamera. I projektet kunde
endast ett mindre dataset konstrueras på grund av tidsbegränsningen.

Resultaten för projektet visar att SVM var föredragen maskininlärningsmodell när
datasetet består av en specifik äppelsort. När datasetet består av samtliga äppelsorter
är KNN mer lämpad. Genom att vidare undersöka en lösning där lagring inte är ett
problem finns det vidare potential för andra maskininlärningsmodeller också.

6.2 Framtida arbete

Den valda metoden för detektion är endast färgbaserad och kräver justering för respektive
äppelsort för att lyckas segmentera ut från bakgrunden. Vidare utveckling för att eventuellt
uppnå en mer generell metod vore att kombinera den färgbaserade metoden för segmente-
ring med en annan segmenteringsmetod, som tillexempel formbaserad segmentering. Med
en mer generell metod behövs inga justeringar baserat på äppelsort, potentiellt kan ytterliga-
re äppelsorter användas.

Vid jämförelse av modellerna fastställdes att SVM-modellen är mer lämpad när datasetet
består av endast en äppelsort men KNN-modellen är mer lämpad när samtliga äppelsorter
användes. Eftersom datasetet består av mindre mängd data tros resultat för CNN-modellen
bero på överanpassning. För att evaluera modellerna vidare krävs utökning av datasetet, då
CNN-modellen eventuellt kräver ökad mängd data för uppnå bättre prestanda. En utökning
av datasetet skulle även utjämna datasetet för klasserna för respektive äppelsort, vilket även
förbättrat resultaten då modellerna tränas på samtliga äppelsorter.

För arbetet har hyperspektrala bilder använts för att beräkna vegetationsindex och fast-
ställa mognadsgraden hos fyra äppelsorter. Vidare intressant utvecklingsmöjlighet är att
undersöka hur väl metoden presterar för andra grödor. Liknande arbete diskuteras i kapitel
2 där vegetationsindex använts för att fastställa mognadsgraden för persikasorten Rich Lady,
vilket visar att metoden potentiellt kan utvecklas vidare. Det vore intressant även för att
finna fler utvecklingsmöjligheter för klassificering av frukt i hyperspektrala bilder.
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Bilaga A

Specifikationer för Glana hyperspektrala kamera

36



Bilaga B

Annotering

1 <annotation>
2 <folder>Grupp_1</folder>
3 <filename>IM1_1.dat</filename>
4 <path>C:\Users\Anna\Skolarbete\Exjobb\TQME33\tqme33\Dataset_RemovedBands\

IngridMarie\11-02-21\Grupp_1\IM1_1.dat</path>
5 <source>
6 <database>Unknown</database>
7 </source>
8 <size>
9 <width>4864</width>

10 <height>3232</height>
11 <depth>16</depth>
12 </size>
13 <segmented>0</segmented>
14 <object>
15 <name>Phase_2</name>
16 <pose>Unspecified</pose>
17 <truncated>0</truncated>
18 <difficult>0</difficult>
19 <bndbox>
20 <xmin>162</xmin>
21 <ymin>189</ymin>
22 <xmax>433</xmax>
23 <ymax>439</ymax>
24 </bndbox>
25 </object> <object>
26 <name>Phase_1</name>
27 <pose>Unspecified</pose>
28 <truncated>0</truncated>
29 <difficult>0</difficult>
30 <bndbox>
31 <xmin>500</xmin>
32 <ymin>184</ymin>
33 <xmax>788</xmax>
34 <ymax>472</ymax>
35 </bndbox>
36 </object> <object>
37 </annotation>

annoterings_exempel.xml
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Bilaga C

Resultat från modeller

Tabell C.1: Resultatet från implementerade maskininlärningsalgorithmer.

Modell Äppelsort Noggrannhet Förlust Precision Sensitivitet
CNN - Tiny Granny Smith 0.968 0.081 0.967 0.966
CNN - Tiny Royal Gala 0.981 0.052 0.981 0.981
CNN- Tiny Saga 0.948 0.147 0.962 0.962
CNN - Tiny Ingrid-Marie 0.940 0.144 0.939 0.940
CNN - Tiny Samtliga äppelsorter 0.893 0.246 0.903 0.895
CNN - Small Granny Smith 0.970 0.075 0.971 0.969
CNN - Small Royal Gala 0.974 0.069 0.973 0.972
CNN - Small Saga 0.965 0.091 0.967 0.967
CNN - Small Ingrid-Marie 0.922 0.176 0.931 0.910
CNN - Small Samtliga äppelsorter 0.904 0.229 0.909 0.900
CNN - Medium Granny Smith 0.980 0.059 0.977 0.975
CNN- Medium Royal Gala 0.976 0.068 0.975 0.975
CNN - Medium Saga 0.980 0.059 0.980 0.980
CNN - Medium Ingrid-Marie 0.930 0.170 0.937 0.929
CNN - Medium Samtliga äppelsorter 0.920 0.193 0.924 0.917
CNN - Large Granny Smith 0.981 0.048 0.983 0.983
CNN - Large Royal Gala 0.984 0.047 0.985 0.984
CNN - Large Saga 0.988 0.035 0.989 0.989
CNN - Large Ingrid-Marie 0.968 0.082 0.970 0.968
CNN - Large Samtliga äppelsorter 0.952 0.199 0.955 0.950
SVM Granny Smith 0.765 - 0.509 0.518
SVM Royal Gala 0.826 - 0.769 0.794
SVM Saga 0.803 - 0.738 0.802
SVM Ingrid-Marie 0.841 - 0.818 0.860
SVM Samtliga äppelsorter 0.631 - 0.661 0.565
KNN (K = 3) Granny Smith 0.674 - 0.563 0.611
KNN (K = 9) Royal Gala 0.803 - 0.701 0.701
KNN (K = 9) Saga 0.826 - 0.709 0.776
KNN (K = 9) Ingrid-Marie 0.712 - 0.655 0.696
KNN (K = 3) Samtliga äppelsorter 0.682 - 0.685 0.667

38



Bilaga D

Vegetationsindex

(a) NDVI (b) mCAI

(c) Simple Ratio (d) Red Edge

Figur D.1: Differens i index mellan första och sista fotograferingstillfälle för respektive äpple
av äppelsorten Ingrid-Marie.
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(a) NDVI (b) mCAI

(c) Simple Ratio (d) Red Edge

Figur D.2: Differens i index mellan första och sista fotograferingstillfälle för respektive äpple
av äppelsorten Granny Smith.
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(a) NDVI (b) mCAI

(c) Simple Ratio (d) Red Edge

Figur D.3: Differens i index mellan första och sista fotograferingstillfälle för respektive äpple
av äppelsorten Royal Gala.
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(a) NDVI (b) mCAI

(c) Simple Ratio (d) Red Edge

Figur D.4: Differens i index mellan första och sista fotograferingstillfälle för respektive äpple
av äppelsorten Saga.
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