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Sammanfattning

Det klassiska transportproblemet är ett linjärt och kontinuerligt optimeringspro-
blem vilket vanligtvis kan lösas till optimalitet snabbt och effektivt med t.ex.
simplex-metoden. Men väldigt stora instanser (> 10 000 000 variabler) är min-
neskrävande och tar lång tid att lösa även för state-of-the-art lösare. Syftet med
undersökningen är att hitta ett eller flera sätt att skatta det optimala målfunk-
tionsvärdet för transportproblemet utan att lösa problemet. Olika nyckeltal och
karakteristika för probleminstanser till transportproblemet har tagits fram, och
dessa har sedan använts för att ta fram linjära regressionsmodeller. För att få en
helhetsbild av hur funktionerna och nyckeltalen fungerar på transportproblemet
skapas ett antal extremfall. Dessa extremfall är olika sätt att placera ut noder.
Resultatet visar att linjär regression inte är tillräckligt för att lösa problemet
i samtliga fall. Vi ser dock att det är möjligt att hitta bra skattningar till det
optimala målfuntionsvärdet i vissa specialfall.

Nyckelord:
Transportproblemet, stegvis regression
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Abstract

The classical transportation problem is a linear and continous optimization pro-
blem which can usually be solved quickly and easily with for example the sim-
plex method. However, larger instances of the problem (> 10 000 000 variables)
requires a lot of memory and takes a long time to solve, even for state-of-the-art
solvers. The purpose of this investigation is to find one or more ways to estima-
te the optimal objective value for the transportation problem without solving
it. Different key values and characteristics for the transportation problem have
been investigated and these values have then been used to derive linear regres-
sion models. In order to get the big picture of how the functions and key values
work on the transportation problem, a set of extreme cases is created. These
extreme cases are different ways to place nodes. The results show that linear
regression is not enough to solve the problem in all cases. However, under cer-
tain circumstances we see that it is possible to find good estimates to optimal
objective value.
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Nomenklatur

z Målfunktionsvärde
z∗ Optimalt målfunktionsvärde
S Mängden av supplynoder
D Mängden av demandnoder
xij Variabel som representerar flödet mellan nod i ∈ S och nod j ∈ D
cij Bågkostnad för bågen mellan nod i och nod j, i ∈ S, j ∈ D
si Mängd supply för nod i ∈ S
dj Mängd demand för nod j ∈ D
XS Mängden av supplynodernas x-koordinater
XD Mängden av demandnodernas x-koordinater
YS Mängden av supplynodernas y-koordinater
YD Mängden av demandnodernas y-koordinater
x̄S , ȳS Medelvärden för supplynodernas x- och y-koordinater
x̄D, ȳD Medelvärden för demandnodernas x- och y-koordinater
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Kapitel 1

Inledning

Ämnesområdet optimeringslära är en gren av den tillämpade matematiken som
omfattar användning av matematiska modeller och metoder för att finna bästa
handlingsalternativ i olika beslutssituationer. Optimeringsmodeller används of-
ta för att beskriva och analysera tekniska och ekonomiska beslutsproblem och
syftet är att nå insikter om möjliga lösningar till problemställningen.

En utgångspunkt för att kunna använda optimeringsmodeller är att det finns
något i problemställningen som kan varieras. Detta definierar problemets vari-
abler. Att optimera är att bestämma bästa möjliga värden på variablerna givet
det mål som specificeras.

Målet uttrycks med hjälp av en målfunktion som beror av variablerna och som
vi vill maximera eller minimera. Begränsningarna i valet av variablerna ges av
ett antal bivillkor. [1]

Transportproblemet (TP) är ett klassiskt optimeringsproblem där man vill mi-
nimera kostnaden för att skicka en eller flera varor från t.ex. ett antal fabriker till
ett antal kunder. Dessa transportproblem kan göras väldigt stora och komplice-
rade. Det finns många metoder för att lösa problemet, men då antalet variabler
ökar blir de fort långsamma och därmed opraktiska.

I den här undersökningen ser vi om det går att hitta en bra approximation
till transportproblemets optimala målfunktionsvärde.

Olsson, 2019. 1
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1.1 Problembeskrivning

Vi skapar en klassificeringsmodell för transportproblemet som ger information
om det optimala målfunktionsvärdet utan att faktiskt lösa problemet. Den data
vi använder är den som är given i problemet, det vill säga koordinater för varje
nod, antal noder och deras mängd tillgång och efterfrågan. Hädanefter kommer
tillgång och efterfrågan kallas supply respektive demand.

1.2 Syfte

Det finns tillämpningar där TP innehåller flera miljoner variabler vilket gör
att även state-of-the-art lösare för LP-problem tar väldigt lång tid på sig, och
minnesanvändning blir snabbt ett problem. Syftet med arbetet är att hitta en
funktion eller ett mått som kan uppskatta det optimala målfunktionsvärdet utan
att faktiskt lösa problemet. En sådan uppskattning kan vara ett närmevärde
eller ett intervall. Vi är också intresserade av hur problemets karakteristika, så
som storlek på problemet och mängd supply/demand, påverkar det optimala
målfunktionsvärdet.

1.3 Avgränsningar

För de instanser av TP som studeras så svarar alla noder mot geografiska platser
(punkter i xy-planet) och bågkostnaderna är det euklidiska avståndet mellan
noderna. Orsaken är att tänkta tillämpningar kommer från fysiska platser, där
kostnader är proportionell mot avståndet mellan noderna. Då vi skapar våra
klassificeringsmodeller begränsar vi oss till linjär regression. Vi vill ha en bred
fokuspunkt och göra många olika tester, därför väljer vi att begränsa oss till
linjär regression och fokuserar mer på testning av de modeller vi skapar.

1.4 Metod och genomförande

Metoden för arbetet följer dessa steg:

• Implementera en problemgenerator.

• Implementera en lösningsprocedur.

• Utveckla en klassifikationsmodell.

• Använda dessa verktyg för att analysera TP.
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1.4.1 Problemgenerator
Problemgeneratorn ska, med hjälp av indata, skapa ett TP med önskad problem-
karakteristik. Indata kan t.ex. vara antal noder, mängd supply och demand per
nod, eller en specifik grafstruktur. Problemgeneratorn är implementerad i Mat-
lab.

1.4.2 Lösningsprocedur
Lösningsproceduren ska lösa de instanser av TP som genereras och returnera
det optimala målfunktionsvärdet z∗ och en optimallösning x∗, d.v.s. vilka bågar
xij som används. Vi använder Matlabs inbyggda optimeringsfunktion, linprog,
för att hitta lösningar till våra TP.

1.4.3 Klassifikationsmodell
Möjliga klassifikationsmodeller är t.ex regression, support-vector machine, eller
neural network. I det här projektet väljer vi att begränsa oss till linjär regression.

1.4.4 Analys
När de första tre stegen är slutförda börjar vi med det egentliga arbetet. Vi an-
vänder vår problemgenerator för att träna klassifikationsmodellen, och slutligen
evaluera modellen på en mängd tester.

1.5 Översikt
I Kapitel 2 går vi in på teorin bakom transportproblemet och den statistik som
behövs för undersökningen.

Kapitel 3 beskriver närmare de olika mått som man kan utläsa och beräkna
från indatan.

I Kapitel 4 beskriver vi de tester som kommer utföras.

Kapitel 5 innehåller den data som erhålls från testerna. Här analyserar vi också
data och försöker hitta en orsak till de resultat vi fått.

Kapitel 6 innehåller slutsats och framtida arbete där vi diskuterar framgångar
och orsaker till motgångar i projektet.





Kapitel 2

Teoretisk bakgrund

I det här kapitlet går vi igenom teorin bakom TP och linjär regression, samt ger
en introduktion till stepwise regression, vilket är en vanlig regressionsalgoritm
för problem med många förklaringsvariabler.

2.1 Transportproblemet

Många optimeringsproblem har en struktur som gör att de kan beskrivas i ett
nätverk uppbyggt av noder och bågar [1], se Figur 2.1a där ett TP med fem
supplynoder och fem demandnoder har ritats upp. Ett klassiskt nätverksproblem
är Transportproblemet (TP) nedan definierat

min z =
∑
i∈S

∑
j∈D

cijxij∑
j∈D

xij = si, i ∈ S

∑
i∈S

xij ≤ dj , j ∈ D

xij ≥ 0, i ∈ S, j ∈ D.

TP definieras av en mängd supply-noder S med given supply si vid varje nod
i ∈ S, en mängd demand-noder D, med given demand dj vid varje nod j ∈ D,
och en transportkostnad cij för varje båge xij , i ∈ S, j ∈ D. För att hitta tillåt-
na lösningar antar vi att

∑
i∈S si =

∑
j∈D dj , d.v.s. vi antar att problemet är

Olsson, 2019. 5
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(a) Nätverk uppbyggt av noder och bå-
gar.
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(b) En optimallösning för ett TP med
fem supplynoder och fem demandnoder.

Figur 2.1: Transportproblemet med lösning

balanserat. Vanligtvis är transportkostnaderna cij proportionella mot det eukli-
diska avståndet mellan noder.

Problemet går ut på att minimera kostnaden z då man transporterar en produkt
från en mängd noder S till en mängd noder D.

TP är intressanta eftersom att mängden indata (S,D, si, dj) för att definiera en
probleminstans är väldigt liten, men ändå resulterar i ett stort antal (|S| × |D|)
variabler xij . Vidare kommer alla lösningar till problemet att använda exakt
|S| + |D| variabler, vilket är litet jämfört med det totala antalet variabler. I
Figur 2.1b kan vi se ett exempel på en optimallösning till ett transportproblem.

Värt att nämna är att indatan (S,D, si, dj), där varje nod ligger i xy-planet,
bildar en bipartit graf K|S|,|D|. Vi antar att bågarna |S| × |D| använder sig av
det euklidiska avståndet mellan noderna för att bilda kostnadsmatrisen cij .

2.1.1 Linprog

Linprog är en linjär programmeringslösare i Matlab som hittar minimum till
problemet

min
x
fTx så att

 A · x ≤ b
Aeq · x = beq
lb ≤ x ≤ ub

 ,
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där f , x, b, beq, lb, och ub är vektorer och A samt Aeq är matriser. Matrisen Aeq
innehåller alla bivillkor med likhet och matrisen A innehåller alla bivillkor med
olikhet. Vektorn x är problemets beslutsvariabler vilka beskriver den mängd
som ska skickas mellan respektive supply- och demandnod.

2.2 Bågkostnader

Vi låter bågkostnader vara det euklidiska avståndet

cij =
√

(xi − xj)2 + (yi − yj)2, i ∈ S, j ∈ D

mellan två noder genomgående i denna uppsats.

2.3 Linjär regression

Vi kommer nu prata om regression. Vår förhoppning är att modellerna vi skapar
med hjälp av regression kan ge oss bra skattningar av det optimala målfunk-
tionsvärdet för ett TP.

Inom många områden av vetenskap och samhällsliv önskar man studera sam-
band mellan två eller flera storheter. I sådana sammanhang kan man ha nytta
av en modell för linjär regressionsanalys och tillhörande statistiska metod för
linjär regressionanalys. En vanlig modell är följande: Det föreligger n par av
värden

(x1, y1), ..., (xn, yn)

där x1, ..., xn är givna storheter och y1, ..., yn är observationer av oberoende
stokastika variabler (reellvärda funktioner) Y1, ..., Yn där Yi ∈ N(µi, σ). Varje
väntevärde µi är linjärt beroende av xi, d.v.s.

µi = α+ βxi, i = 1, ..., n.

Linjen
y = α+ βx

kallas den teoretiska regressionslinjen. Den visar hur väntevärdet beror av regres-
sionsvariabeln x. Koefficienten β är betydelsefull, ty den anger hur mycket vän-
tevärdet ökar då x ökas med en enhet. Om β skulle vara noll är väntevärdet
konstant, d.v.s. beror inte av x. Med hjälp av regressionslinjen kan man för
varje givet x bestämma tillhörande väntevärde. [4]
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2.4 Multipel linjär regression
I det allmänna fallet vill man förklara variationerna hos en responsvariabel y
med hjälp av variationerna hos förklaringsvariabler x1, ..., xk. Man formulerar
ett teoretiskt linjärt samband

y = β0 + β1x1 + ...+ βkxk.

För att skatta β-koefficienterna i det linjära sambandet behöver vi observerade
värden

(x11, x12, ..., x1k, y1)

...

(xn1, xn2, ..., xnk, yn).

I allmänhet upptäcker man sedan att sambandet mellan de observerade y- och
x-värdena inte är exakt linjärt och behöver då också analysera felen som upp-
står. Denna analys görs inte i det här arbetet. Även i det allmänna fallet gör
man en modell som innebär att avvikelserna från det linjära sambandet betrak-
tas som slumpvariabler.

Modell: Varje yj är en observation av

Yj = µj + εj = β0 + β1xj1 + ...+ βkxjk + εj , j = 1, ..., n,

där xj1, ..., xjk är fixa kända tal, β0, ..., βk är okända parametrar och där ε1, ..., εn
är oberoende och N(0, σ). Modellen ger att de stokastiska variablerna Y1, ..., Yn
är oberoende stokastiska variabler sådana att

Yj ∼ N(µj , σ).

På matrisform får vi att
Y1
Y2
...
Yn

 =


β0 + β1x11 + ...+ βkx1k
β0 + β1x21 + ...+ βkx2k

...
β0 + β1xn1 + ...+ βkxnk

 +


ε1
ε2
...
εn

 .

Vi har alltså
Y = Xβ + ε,

där Y är vektorn innehållandes observationerna Yj , X är matrisen innehållandes
observerade mätvärden, β är matrisen innehållandes okända koefficienter, och ε
är vektorn innehållandes felvärden.
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2.5 Stegvis regression
Eftersom vi undersöker ett stort antal förklaringsvariabler blir det opraktiskt
att undersöka dem en i taget. Istället använder vi oss av en algoritm som kallas
stegvis regression som kan undersöka större mängder förklaringsvariabler via ett
urval av problem.

Proceduren för stegvis regression börjar med att välja den förklaringsvariabel xi
som har störst korrelation med y. Efter det lägger man till en variabel i taget och
väljer den som ger minst residualkvadratsumma SSE . Om yi är en observation
av Yi = β0 + β1x1 + ε1, för i = 1, ..., n, så kan man visa att

SSE = SSTOT − SSR = (1− r2)

n∑
i=1

(yi − ȳ)2,

där

SSR = r2
n∑
i=1

(yi − ȳ)2,

och

SSTOT =

n∑
i=1

(yi − ȳ)2,

där r är den empiriska korrelationen för (x1, y1), ..., (xn, yn). Den förklaringsva-
riabel som har högst värde på |r| har starkast korrelation med y och ger minst
residualkvadratsumma vid analyser med en förklaringsvariabel. För att hitta
resterande förklaringsvariabler till modellen använder man följande steg, där t-
test innebär ett förutbestämt gränsvärde för teststorheten ti = β̂i

se(β̂i)
, där se(β̂i)

är den skattade standardavvikelsen för den skattade parametern β̂i.

• Avgör med ett t-test om β-koefficienten för den första förklaringsvariabeln
är signifikant skild från noll.

• Kombinera var och en av de övriga förklaringsvariablerna med den först
valda och testa vilket par som ger lägst residualkvadratsumma SSE .

• Avgör med ett t-test om β-koefficienten för den nya förklaringsvariabeln
är signifikant skild från noll. Avgör också med ett t-test om någon av
variablerna ska tas bort. Dessa två steg görs varje gång en ny variabel
läggs till i modellen.

På det här sättet uppdateras modellen varje gång en förklaringsvariabel läggs
till. En variabel som tidigare varit den bästa kandidaten kan i senare steg av
algoritmen tas bort på grund av dess relation med nya variabler.
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2.5.1 Stepwisefit
I Matlab finns funktionen b = stepwisefit(X,y) som utför multipel linjär
regression av responsvariablerna i vektorn y på matrisen för förklaringsvariabler
X. Vektorn b innehåller de uträknade koefficienterna för förklaringsvariablerna
i X.



Kapitel 3

Problemkarakteristika

För att använda stegvis regression behöver vi förklaringsvariabler. Det finns
många mått och karakteristika som man kan utläsa från problemets geografi,
samt nodernas supply- och demandmängder.

I det här kapitlet beskrivs de förklaringsvariabler som vi använder i våra regres-
sionsmodeller.

3.1 Medelpunkter

Givet en samling av n supplynoder med x-koordinaterXs = {x1, x2, ..., xn−1, xn}
och y-koordinater Ys = {y1, y2, ..., yn−1, yn} bestäms den geografiska medel-
punkten enligt

x̄s =
1

n

n∑
i=1

xi och ȳs =
1

n

n∑
i=1

yi.

Ett liknande mått är den viktade medelpunkten. Det innebär att noder med
högre supply-värde påverkar värdet mer än noder med lägre värde. Ett viktat
medelvärde för supply-noderna räknas ut med

x̄sw =

∑n
i=1 sixi∑n
i=1 si

och ȳsw =

∑n
i=1 siyi∑n
i=1 si

.

Detta går givetvis även att göra för demandnoder.

Olsson, 2019. 11
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3.2 Konvexa höljet

En punkt y är en konvexkombination av en mängd andra punkter x(k), k ∈ K,
om y =

∑
k∈K λkx

(k), där
∑
k∈K λk = 1 och λk ≥ 0, k ∈ K. Det konvexa höljet

till en mängd punkter x(k), k ∈ K, består av alla möjliga konvexkombinationer
av punkterna, [1]. Ett exempel på konvexa höljen ses i Figur 3.1a.

Arean av det konvexa höljet benämns som Ak, medan arean för det gemensam-
ma konvexa höljet benämns som Ag. Ett stort värde på arean av det konvexa
höljet tyder på att noderna är utspridda på ett större område medan ett mind-
re värde kan tyda på att de ligger samlade på en linje. Dessa iakttagelser kan
resultera i en bättre förklaring av problemet. Det gemensamma konvexa höljet
ses i Figur 3.1b och bestäms på följande sätt:

1. Låt mängd S innehålla de supplynoder innanför demandnodernas konvexa
hölje.
2. Låt mängd B innehålla de demandnoder innanför supplynodernas konvexa
hölje.
3. Skapa det konvexa höljet för noderna i C = A ∩B.

0 2000 4000 6000 8000 10000
0

1000

2000

3000

4000

5000

6000

7000

8000

9000

10000

Supplier

Demander

Konvexa höljen

Alla noder

Demandnoder

Supplynoder

(a) Konvexa höljen över supply- och de-
mandnoder.

0 2000 4000 6000 8000 10000
0

1000

2000

3000

4000

5000

6000

7000

8000

9000

10000

Supplier

Demander

Konvexa höljen

Alla noder

Demandnoder

Supplynoder

(b) Det gemensamma konvexa höljet i
grönt.

Figur 3.1: De olika konvexa höljena definierade av supply- och demandnoderna.
De blåa linjerna beskriver det konvexa höljet för samtliga noder. De svarta och
de röda linjerna beskriver det konvexa höljet för demandnoderna respektive
supplynoderna. Det gröna området beskriver det gemensamma konvexa höljet.
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3.3 Klustring

Klustring är en metod där man grupperar en mängd objekt så att objekt i
samma kluster påminner mer om varandra än vad de påminner om objekt
i andra kluster. Vi använder oss av en klustringsalgoritm som försöker sätta
de noder som ligger nära varandra i samma kluster. Ett exempel på klust-
ring återfinns i Figur 3.2. Algoritmen beskrivs i Tabell 3.1 och Algoritm 1.
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(a) Ett antal noder innan klustring. (b) Steg 0 av klustringsalgoritmen.

(c) Steg 1 av klustringsalgoritmen. (d) Maximal klustring.

Figur 3.2: Klustringsalgoritmen från steg 0 till den maximala klustringen.
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Tabell 3.1: Olika parametrar som används i klustringsalgoritmen

Ns Lista med alla supplynoder
k Nuvarande kluster i algoritmen
K Lista med färdiga kluster
A Vektor med avstånden från s1 till alla noder i Ns
a min(A)
si Supplynod med avstånd a till k(1)

Algoritm 1: Klustringsalgoritm
initialization;
K = ∅;
while Ns 6= ∅ do

k = ∅;
s1 = Ns(1);
b = 0;
kp = s1;
Ns = Ns − s1;
if Ns = ∅ then

K = k +K;
else

a = min(A);
k = si + k;
Ns = Ns − si;
while b ≤ a do

b = a;
end
if Ns = ∅ then

K = k +K;
a = 0;

else
a = min(A);
kp = si + k;
Ns = Ns − si;

end
end

end
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3.3.1 Maximal klustring
Maximal klustring innebär att man använder klustringsalgoritmen ovan fle-
ra gånger, tills det bara återstår en klustrad supplynod och en klustrad de-
mandnod. Se Figur 3.2c för ett exempel. Denna maximala klustring kan sedan
användas som ett nyckeltal då man skickar summan av supplyvärdena mellan
supply- och demandklustret.

3.4 Övriga nyckeltal
Övriga värden som vi undersöker är

• Viktade diametern
I grafteori är diametern av en graf den kortaste vägen (antal bågar) mel-
lan de två noder som är längst ifrån varandra, [3]. Vi använder istället
den viktade diametern, där man använder samma metod, men med det
euklidiska avståndet istället för antalet bågar.

• Geografisk tillgänglighet
Tillgänglighet är ett mått på hur lätt en nod kan nå andra noder, eller
hur lätt den kan nås. Geografisk tillgänglighet använder sig av summan
av alla avstånd från en nod dividerat med antal avstånd

Ai(G) =
1

n

n∑
j=1

cij ∀i,

där

Ai(G) = geografiska tillgänglighetsvektorn,
cij = avstånd mellan nod i och nod j,
n = antal noder.

Lägre värde betyder att noden är mer tillgänglig.

• Potentiell tillgänglighet
Potentiell tillgänglighet är ett mer komplext mått än geografisk tillgänglig-
het [3], eftersom det även använder sig av nodernas attribut (Supply/demand-
mängd i vårt fall)

Ai(P ) =

n∑
j=1

Pj
cij
,

där Ai(P ) = potentiell tillgänglighetsmatris,
cij = avstånd mellan nod i och nod j,
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Pj = nodens attribut (supply/demand-mängd),
n = antal noder.

Högre värde betyder att noden är mer tillgänglig.

• Det viktade z-värdet zw
zw är värdet man får då man skickar summan av supplyvärdena längs den
viktade medellinjen. Se Figur 3.3a. Förhoppningen är att detta värde ger
en uppskattning på det optimala målfunktionsvärdet.

• Det geometriska z-värdet zg
zg är värdet man får då man låter summan av supplyvärdena vandra över
den geometriska medellinjen, alltså den båge som går mellan supply- och
demandnodernas geometriska medelpunkter. Se Figur 3.3b.

• Det maximalt klustrade z-värdet zc
zc är värdet man får då man låter summan av supplyvärdena vandra över
linjen mellan supply- och demandnodernas maximala klustringar. Se Fi-
gur 3.3c. Detta ger förhoppningsvis också en uppskattning för det optimala
målfunktionsvärdet.
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(a) Det viktade z-värdet zw mellan de två
viktade medelpunkterna.
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(b) Det geografiska z-värdet zg mellan de
två geografiska medelpunkterna.
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(c) Det klustrade z-värdet zc uppritad mel-
lan de två maximala klustren.

Figur 3.3: Nyckeltalen zw, zg och zc beskriver på olika sätt den totala transpor-
tationen mellan supply- och demandnoder.





Kapitel 4

Analys

Kapitel 4 innehåller en beskrivning av olika tester som har utförts för att utvär-
dera vilka nyckeltal som är intressanta och informationsbärande. Dessa tester
utförs på ett antal extremfall av TP där noderna har placerats ut på ett speci-
fikt sätt. Detta för att få en så bred bild av TP som möjligt. För att utvärdera
resultaten kommer även ett jämförelsevärde introduceras.

4.1 Extremfall
Vi undersöker sex stycken extremfall, hädanefter kallat case. Detta görs för att
få en bredare bild av hur olika nyckeltal påverkar olika situationer i ett TP.
Dessa sex case återfinns i Figur 4.1 nedan.

• Case 0 innebär att supply- och demandnoderna är fritt utplacerade över
hela området.

• Case 1 innebär att supply- och demandnoderna sätter sig i varsin kolumn-
formation. Kolumnerna kan röra sig fritt i x-led.

• Case 2 innebär att supplynoderna tar en kolumnformation och demandno-
derna tar en radformation. Kolumnen kan röra sig fritt i x-led.

• Case 3 innebär att supplynoderna tar en radformation och demandnoderna
tar en kolumnformation. Kolumnen kan röra sig fritt i x-led.

• Case 4 innebär att både supply- och demandnoderna tar en radforma-
tion. Detta case är speciellt eftersom raderna inte kan röra sig fritt. Om
man skapar ett antal problem i Case 4 med samma mängd supply- och
demandnoder kommer de alltid ha samma koordinater.

Olsson, 2019. 19
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• Case 5 innebär att supplynoderna sätter sig fritt på vänstra halvan av
området, och demandnoderna sätter sig fritt på högra halvan av området.
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Figur 4.1: Case 0 - Case 6
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4.2 Jämförelsevärde

En genomgående metod som används i testerna är att jämföra z∗ med olika
värden. Denna jämförelse kallas jämförelsevärde α, där

α =
|z∗ − y|
z∗

, α ≥ 0

och lägre α innebär bättre jämförelse. z∗ är det optimala målfunktionsvärdet
och y representerar det värde som jämförs. För att det ska vara lättare att
förstå sig på testerna kommer vi säga att 0 ≤ α ≤ 0.1 innebär att jämförelsen
är tillräckligt bra. Om α ≥ 1 innebär det att y >> z∗. De värden som vi lägger
särskilt mycket vikt på i flera tester är [αmin , ᾱ , αmax], där ᾱ är medelvärdet
av α-värdena.

4.3 Test 1

I det första testet utförs stepwise regression på våra mätvärden, en gång för var-
je case. De funktioner y vi får jämförs sen med det optimala målfunktionsvärdet
z∗. funktionsvariablerna beskrivs med variabeln u. Vi skapar 100 problem med
100 supplynoder och 100 demandnoder vardera. I tabellen nedan skrivs en båge
mellan två noder som till exempel “Supply → Demand: S → D”.

Geografiska- och potentiella tillgängligheterna mäts bara i supply-värdena. De
förklaringsvariabler u som jämförs med målfunktionsvärdet beskrivs i Tabell 4.1.

4.4 Test 2

I det andra testet undersöker vi hur bra en modell kan beskriva det optimala
målfunktionsvärdet i varje case. Det görs på följande sätt:

1. Använd de 100 problem som togs fram i Test 1.

2. Använd modellerna från Test 1 på ett av problemen.

3. Jämför detta värde med de resterande 99 problemens optimala målfunk-
tionsvärden.

Vi utför det här testet på alla sex case och de värden som undersöks är y, αmin,
ᾱ, och αmax.
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Tabell 4.1: De förklaringsvariabler up som undersöks i Test 1.

p up
1,2,3 Avstånd - Maximum: S → D S → S D → D
4,5,6 Avstånd - Minimum: S → D S → S D → D
7,8,9 Avstånd - Medeltal: S → D S → S D → D

10,11,12 Avstånd - Medianen: S->D S->S D->D
13 Avstånd - Geometriska medellinjen
14 Avstånd - Viktade medellinjen

15,16,17 Viktade avstånd - Diametern: S → D S → S D → D
18,19,20 Viktade avstånd - Radien: S → D S → S D → D

21 Viktade avstånd - Maximum: S → D
22 Viktade avstånd - Minimum: S → D
23 Viktade avstånd - Medeltal: S → D
24 Viktade avstånd - Median: S → D
25 Potentiell tillgänglighet - Maximum:
26 Potentiell tillgänglighet - Minimum:
27 Potentiell tillgänglighet - Medeltal:
28 Potentiell tillgänglighet - Median:
29 Geografisk tillgänglighet - Maximum:
30 Geografisk tillgänglighet - Minimum:
31 Geografisk tillgänglighet - Medeltal:
32 Geografisk tillgänglighet - Median:
33 Supplyvärden - Maximum:
34 Supplyvärden - Minimum:
35 Supplyvärden - Medeltal:
36 Supplyvärden - Median:
37 Demandvärden - Minimum:
38 Demandvärden - Maximum:
39 Demandvärden - Medeltal:
40 Demandvärden - Median:
41 Ak för supplynoderna
42 Ak för demandnoderna
43 Ak för alla noder
44 Ag
45 zw
46 zc
47 zg
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4.5 Test 3

I det tredje testet vill vi se hur bra modellerna från Test 1 kan uppskatta de
optimala målfunktionsvärdena i andra case. Vi använder oss av samma 100
problem som skapades i Test 1. I testet använder vi oss av β-värden, från t.ex.
Case 0, och värden från våra resterande fem case. Vi ser sen hur bra dessa
modellvärden beskriver målfunktionsvärdena. De värden som undersöks är αmin,
ᾱ, och αmax.

4.6 Test 4

Test 4 är en uppföljning på Test 3 där vi undersöker hur bra vår modell y1
fungerar på olika sorters problem med olika mängder noder. Undersökningen
görs på alla sex case, inklusive Case 1. Vi skapar 100 problem av samma typ
och gör fem olika undersökningar per case där varje undersökning innebär en
specifik mängd supply- och demandnoder. Värdena som undersöks är αmin, ᾱ,
och αmax, och undersökningarna beskrivs i Tabell 4.2.

Tabell 4.2: De olika undersökningarna som görs i Test 4. Antalet supply- och
demandnoder varierar mellan 20 och 500 och Undersökning 5 representerar de
förutsättningar som modellerna har skapats på.

Undersökning |S| |D|
1 20 20
2 20 100
3 20 500
4 100 500
5 100 100

4.7 Test 5

I test 5 vill vi veta om modellfunktionernas värden är högre eller lägre än mot-
svarande optimala målfunktionsvärde i respektive testproblem som utvärderas.
Värdena är tagna från Test 1. Alla värden som undersöks kommer från differen-
sen z∗−y, där y representerar modellfunktionernas värden i respektive problem.
Positiva, Negativa och Noll i tabellen syftar på antal sådana element, och totalt
antal element är 100.



24 Kapitel 4. Analys

4.8 Test 6

Det sjätte testet går ut på att jämföra det optimala målfuntionsvärdet z∗ med
zw, zg och zc. Förhoppningen är att alla zw-värden, zg-värden och zc-värden
är antingen högre eller lägre än våra z∗-värden. Testet utförs bara i Case 5, på
grund av att zw, zg och zc får väldigt låga värden i övriga case. Vi gör fyra un-
dersökningar, se Tabell 4.3. Antal skapade problem per undersökning är 1000,
detta för att få en säker bedömning.

Efter att värdena ovan har tagits ut ser vi med z∗ − zw, z∗ − zw och z∗ − zc
om värdena har en tendens att lägga sig under eller över det optimala målfunk-
tionsvärdet. Samtliga värden som undersöks beskrivs i Tabell 4.4.

Tabell 4.3: Test 6 består av fyra olika undersökningar. Antalet supply- och
demandnoder varirar mellan 20 och 500. De tre förklaringsvariabler som testas
är zw, zg och zc.

Test |S| |D| # Problem
1 100 100 1000
2 20 100 1000
3 500 100 1000
4 500 500 1000

Tabell 4.4: I Test 6 undersöker vi om nyckeltalen zw, zg eller zc ger en opti-
mistisk eller pessimistisk skattning av z∗. Detta testas genom att kontrollera
differenserna för varje nyckeltal.

Min z∗ zw zg zc
Medel z∗ zw zg zc
Max z∗ zw zg zc
Minimala differensen z∗ − zw z∗ − zg z∗ − zc
Maximala differensen z∗ − zw z∗ − zg z∗ − zc
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4.9 Test 7
Det sjunde testet är en undersökning i hur det optimala målfunktionsvärdet
förändras då:

• Antal noder ändras

• Case ändras

• Mängd supply/demand ändras

Vi låter mängden supply/demand vara jämt fördelad över antalet noder. I testet
står t.ex. 10×10 för 10 supplynoder och 10 demandnoder. Total mängd supply
1000 betyder att värdet 1000 är jämt fördelat över supplynoderna (och samma
sak för demandnoderna).





Kapitel 5

Resultat

I Kapitel 5 redovisar vi resultaten av våra tester och diskuterar vad de kan
betyda. Alla α-värden avrundas till fyra decimaler.

5.1 Test 1

De modeller y som skapas i Test 1 har ett index i ∈ {0, 1, 2, 3, 4, 5}, beroende
på vilket case de härstammar från. En modell ses som effektiv om maxα ≤ 0.1.
Funktionsvariablerna som används i modellerna finns i sammanställningen av
Test 1.

5.1.1 Case 0

I Case 0 får vi modellen

y0 ≈ 529442.30u1 + 839.18u2 − 276.65u3.

Vi ser i Tabell 5.2 att y0 beror mycket på medelvärdet av supplynodernas totala
värde. Våra α-värden ger oss αmax = 1.3419, αmin = 0.7852 och ᾱ = 1.0694.
Eftersom αmax > 0.1 kan vi inte påstå att modellen är effektiv.

5.1.2 Case 1

I Case 1 får vi modellen

y1 ≈ 0.06u1 + 0.94u2 − 5.86u3 + 544678.70u4 − 930473.91u5.

Olsson, 2019. 27
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Vi ser i Tabell 5.3 att y1 beror mycket på maximum och minimum av den
potentiella tillgängligheten. Även zc är viktig, eftersom värdet för zc närmar
sig z∗ i Case 1. Våra α-värden ger oss αmax = 0.0604, αmin = 0.0058 och
ᾱ = 0.0168. Eftersom αmax < 0.1 kan vi anta att modellen är effektiv. Denna
modell undersöks vidare i senare test.

5.1.3 Case 2
I Case 2 får vi modellen

y2 ≈ 5481.24u1 + 38.52u2 − 38.10u3 + 781.17u4 − 101398881.35u5 . . .
· · · − 2991987.24u6 + 20810500.79u7 − 6310.26u8.

Vi ser i Tabell 5.4 att y2 beror mycket på den potentiella tillgängligheten,
men även den geografiska tillgängligheten. Eftersom zc och zg borde ligga nära
varandra i värde i Case 2 kan man anta att de balanserar ut varandra. Våra
α-värden ger oss αmax = 1.1737, αmin = 0.5102 och ᾱ = 1.7727. Eftersom
αmax > 0.1 kan vi inte anta att modellen är effektiv.

5.1.4 Case 3
I Case 3 får vi modellen

y3 ≈ −27263.54u1 + 4493658.10u2 − 4239.65u3 + 69.89u4 − 70.02u5 . . .
· · · − 863.52u6 − 810.99u7 + 2157.03u8 + 561485u9 − 207840385.30u10 . . .
· · · − 13073239.84u11 + 58683222.14u12 + 31799.77u13 − 4234.31u14.

Eftersom Case 2 och Case 3 är speglingar av varandra är det förståeligt att de
har liknande förklaringsvariabler med liknande tyngd. Ett exempel är att zc och
zg balanserar ut varandra även i detta case. Se Tabell 5.5. Våra α-värden ger
oss αmax = 18.1556, αmin = 7.8562 och ᾱ = 12.0299. Eftersom αmax > 0.1 kan
vi inte anta att modellen är effektiv.

5.1.5 Case 4
I Case 4 får vi modellen

y4 ≈ u1.

I Tabell 5.6 ser vi att modellen endast bygger på zw. Detta är ett intressant
resultat, och vi kommer undersöka zw, zc och zg i Test 4. Våra α-värden ger
oss αmax = 0.0005, αmin = 0.0001 och ᾱ = 0.0003. Eftersom maxα < 0.1
kan vi anta att modellen är effektiv, men det är viktigt att ta i beaktande att
skillnaden mellan problem i Case 4 är mindre än i andra problem.
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5.1.6 Case 5
I Case 5 får vi modellen

y5 ≈ 955252.16u1 + 213.54u2 − 15631846.20u3

Vi ser i Tabell 5.7 att y6 har ungefär samma variabler som y0. Orsaken är
antagligen att Case 0 och Case 6 båda bygger på en slumpmässig fördelning
av nodkoordinater. Våra α-värden ger oss αmax = 0.6236, αmin = 0.3182 och
ᾱ = 0.4373. Eftersom αmax > 0.1 kan vi anta att modellen är effektiv.

5.1.7 Sammanställning Test 1
De nyckeltal som aldrig används i modellerna är euklidiska avstånden, de-
mandvärden och arean för konvexa höljen. Vi ser att potentiell tillgänglighet
används mer än geografisk tillgänglighet. Vi ser också att nyckeltalen zw, zc och
zg används flera gånger. På grund av att viktade avstånd, potentiell tillgänglig-
het och zw, zc samt zg har använts i fler än en modell kan man anta att nyckeltal
med viktade värden ger en bättre förklaring än nyckeltal med enbart euklidiska
avstånd.

I Tabell 5.1 ser vi antal variabler som har använts i varje modell och även vilka
som är godkända enligt αmax ≤ 0.1. De modeller som har klarat denna α-gräns
är y1 och y4, men eftersom Case 4 varierar mindre än Case 1 lägger vi mest
vikt på y1. Denna modell kommer testas vidare i Test 4. Det man också kan se i
Tabell 5.1 är att modellerna med fler förklaringsvariabler inte nödvändigtvis gav
ett bättre resultat. De förklaringsvariabler som har använts är viktade avstånd,
supplyvärden, geografisk tillgänglighet, potentiell tillgänglighet, zw, zg och zc.

Tabell 5.1: Sammanställning av Test 1.

Case αmin ᾱ αmax # Variabler Godkänd?
0 0.4270 0.4843 0.5602 3 Nej
1 0.0058 0.0168 0.0604 5 Ja
2 0.5102 0.7727 1.1737 8 Nej
3 7.8562 12.0299 18.1556 14 Nej
4 0.0001 0.0003 0.0005 1 Ja
5 0.3182 0.4373 0.6236 3 Nej
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Tabell 5.2: Förklaringsvariabler och β-värden för modellen y0.

Variabler Förklaring β-värde
u1 Supplyvärden - Medeltal 529442.297830406
u2 Viktade avstånd - Medeltal 839.181466146182
u3 Geografisk tillgänglighet - Medeltal -276.653584921023

Tabell 5.3: Förklaringsvariabler och β-värden för modellen y1.

Variabler Förklaring β-värde
u1 zw 0.06292
u2 zc 0.94357
u3 Viktade avstånd - Minimum S->D -5.86286
u4 Potentiell tillgänglighet - Maximum 544678.69918
u5 Potentiell tillgänglighet - Minimum -930473.91190

Tabell 5.4: Förklaringsvariabler och β-värden för modellen y2.

Variabler Förklaring β-värde
u1 Viktade avstånd - Medeltal S->D 5481.24419
u2 zc 38.51872
u3 zg -38.10295
u4 Viktade avstånd - Maximum S->D 781.16812
u5 Potentiell tillgänglighet - Minimum -101398881.34834
u6 Potentiell tillgänglighet - Medeltal -2991987.24230
u7 Potentiell tillgänglighet - Median 20810500.78933
u8 Geografisk tillgänglighet - Median -6310.25901
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Tabell 5.5: Förklaringsvariabler och β-värden för modellen y3.

Variabler Förklaring β-värde
u1 Viktade avstånd - Diameter S->D -27263.53891
u2 Supplyvärden - Medeltal 4493658.09593
u3 Supplyvärden - Median -4239.64718
u4 zc 69.88913
u5 zg -70.02444
u6 Viktade avstånd - Maximum S->D -863.51838
u7 Viktade avstånd - Minimum S->D -810.98568
u8 Viktade avstånd - Median S->D 2157.02535
u9 Potentiell tillgänglighet - Maximum 561485.05953
u10 Potentiell tillgänglighet - Minimum -207840385.30005
u11 Potentiell tillgänglighet - Medeltal -13073239.84266
u12 Potentiell tillgänglighet - Median 58683222.14097
u13 Geografisk tillgänglighet - Maximum 31799.76947
u14 Geografisk tillgänglighet - Minimum -4234.31362

Tabell 5.6: Förklaringsvariabler och β-värden för modellen y4.

Variabler Förklaring β-värde
u1 zw 0.99972

Tabell 5.7: Förklaringsvariabler och β-värden för modellen y5.

Variabler Förklaring β-värde
u1 Supplyvärden - Medeltal 955252.15968
u2 Viktade avstånd - Median S->D 213.53971
u3 Potentiell tillgänglighet - Medeltal -15631846.20363



32 Kapitel 5. Resultat

5.2 Test 2

I Test 2 undersöker vi hur modellerna från Test 1 fungerar då man använder
dem på ett problem och sedan jämför det värdet med 99 andra problem från
samma case. Modellvärdena är avrundade till heltal. Övriga värden är avrun-
dade till fyra decimaler. En modell kommer ses som effektiv om maxα ≤ 0.1.

Vi kan i Tabell 5.8 se att alla case ligger ovanför vår α-gräns. Eftersom y1,
som i Test 1 sågs som en bra modell, ligger över α-gränsen i Test 2 kan det vara
intressant att undersöka hur optimala målfunktionsvärden förändras då olika
karakteristika förändras i problemet. Detta testas i Test 7.

Tabell 5.8: Modellvärden samt α-värden från Test 2. Samtliga αmax har ett
värde större än 0.1.

Case 0 Case 1 Case 2 Case 3 Case 4 Case 5
Modellvärde 5998833 3881084 5420732 39396232 2625950 5399011

αmin 0.7996 0.0044 0.1702 7.4039 0.0003 0.3182
ᾱ 1.1258 0.7670 0.7772 11.8666 0.0553 0.5554

αmax 1.4588 5.8211 1.6952 18.4204 0.1562 0.9682

5.3 Test 3

I Test 3 vill vi se hur modellerna från Test 1 fungerar på andra case. En modell
ses som effektiv om αmax ≤ 0.1. Ingen av modellerna klarar av att nå α-gränsen
(αmax ≤ 0.1). Se Tabell 5.9. På grund av detta undersöker vi i Test 5 om våra
modeller kan ge oss ett optimistiskt eller pessimistiskt gränsvärde till z∗. Vi gör
också en sista undersökning på y1 i Test 4.

5.4 Test 4

I Test 4 vill vi göra en slutlig undersökning på y1 och se hur modellen fungerar
då antalet noder förändras i olika case. Om αmax ≤ 0.1 ser vi modellen som en
effektiv skattning av z∗. I Case 4 ser vi att modellen nästan når α-gränsen. I
övriga case får vi betydligt sämre resultat. Förvånande är att αmax i Case 1 är
högt, eftersom vi fick låga värden i Test 1. Vi kan alltså inte påstå att y1 är en
effektiv skattning av z∗. Se Tabell A.2.
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Tabell 5.9: α-värden för Test 3. Ingen av modellerna klara av att få αmax ≤ 0.1.

Case
0 1 2 3 4 5

αmin 0.6372 0.6494 0.6226 0.9274 0.6760
ᾱ 1.7247 0.9855 0.9763 1.0842 0.8672

αmax 8.1704 1.4757 1.4945 1.2593 1.1762
1 0 2 3 4 5

αmin 0.3112 0.0038 0.0978 0.0112 0.0216
ᾱ 0.6983 0.0900 0.1940 0.0873 0.1849

αmax 0.9597 0.1998 0.3408 0.2063 0.3410
2 0 1 3 4 5

αmin 0.2404 1.2907 2.9510 1.8924 0.1793
ᾱ 5.1049 3.1866 4.0743 2.0401 3.6620

αmax 20.1946 19.6413 5.8061 2.2793 12.8095
3 0 1 2 4 5

αmin 5.5193 5.9212 10.1450 33.7867 0.0510
ᾱ 26.5442 11.3944 25.4090 38.0233 0.1614

αmax 62.0268 25.2028 43.4601 42.8416 0.2542
4 0 1 2 3 5

αmin 0.6260 0.0004 0.0286 0.0056 0.0510
ᾱ 0.8430 0.0462 0.1387 0.1242 0.1614

αmax 0.9670 0.2173 0.3383 0.3535 0.2542
5 0 1 2 3 4

αmin 0.1600 0.2709 0.3227 0.3051 0.3364
ᾱ 0.3467 1.0235 0.5008 0.4974 0.4408

αmax 0.5148 3.1846 0.6916 0.6361 0.5235
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5.5 Test 5
I Test 5 vill vi veta hur modellernas y-värden skiljer sig från z∗. Förhoppningen
är att modellerna är antingen optimistiska eller pessimistiska skattningar av z∗.
Värdena är avrundade till heltal.

Det vi kan säga om resultatet i Tabell 5.10 är att y0, y2, y3 och y5 är pessi-
mistiska skattningar av z∗. Eftersom våra värden är väldigt stora är det dock
svårt att säga hur bra skattningarna är.

Tabell 5.10: Värden för Test 5. Medelvärden, Maximum och Minimum syftar på
modellfunktionernas värden. Positiva, Negativa och Noll syftar på differensernas
värden.

Case Min Medel Max Positiva Negativa Noll
0 -3559066 -3163777 -2665391 0 100 0
1 -3312099 -1067424 1426363 23 77 0
2 -3409472 -2218776 -788459 0 100 0
3 -37367634 -36189897 -34708382 0 100 0
4 -226550 119347 485950 79 21 0
5 -2655896 -1911238 -1303220 0 100 0

5.6 Test 6
I Test 6 vill vi se om man kan skatta z∗ med antingen zw, zc eller zg. Det mest
intressanta är att se på differenserna z∗ − zw, z∗ − zc och z∗ − zg. Om både
maximum differens och minimum differens är antingen > 0 eller < 0 ser vi va-
riabeln som en effektiv skattning. Alla värden ges med två decimalvärden och
tillhörande 10-potens.

I Tabell 5.11 ser vi att både zw, zc och zg har en tendens att ge lägre vär-
den än z∗. Det kan vara intressant att plotta differenserna och se hur hur ofta
de tenderar att ge negativa värden. Vi kan i Figur 5.1 se att majoriteten av
differenserna i alla fyra undersökningar ger positiva värden. Detta kan tyda på
att dessa nyckeltal har en tendens till att ge oss en optimistiska skattningar av
z∗, men eftersom ett flertal differenser ger negativa värden är det inte en strikt
optimistisk skattning. Vi måste också ta i beaktande att värdena vi får ofta är
större än 107 vilket gör det svårt att säga hur effektiv skattningen är.
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Tabell 5.11: Värden för Test 6. En funktionsvariabel kan ses som en optimistisk
eller pessimistisk skattning av z∗ om samtliga differenser är negativa respektive
positiva.

100 supplynoder, 100 demandnoder
107 z∗ zw zc zg
Min 2.48 2.04 1.83 2.04
Medel 3.23 2.73 2.59 2.68
Max 3.93 3.67 3.68 3.53

Minimum differens -0.06 -0.43 0.01
Maximum differens 0.91 1.38 0.96

20 supplynoder, 100 demandnoder
107 z∗ zw zc zg
Min 0.38 0.33 0.29 0.33
Medel 0.65 0.57 0.52 0.56
Max 0.93 0.93 0.83 0.88

Minimum differens -0.11 -0.09 -0.12
Maximum differens 0.23 0.29 0.23

500 supplynoder, 100 demandnoder
107 z∗ zw zc zg
Min 14.07 11.13 9.09 10.99
Medel 16.18 13.50 12.94 13.25
Max 18.05 16.46 17.47 15.45

Minimum differens 0.30 -0.67 0.69
Maximum differens 4.09 6.70 4.56

500 supplynoder, 500 demandnoder
107 z∗ zw zc zg
Min 14.59 11.33 9.34 11.50
Medel 16.18 13.11 12.94 12.99
Max 17.68 15.51 18.62 15.05

Minimum differens 1.21 -2.14 1.80
Maximum differens 4.08 6.48 4.14
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(b) 20 supplynoder, 100 demandnoder.
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(c) 500 supplynoder, 100 demandnoder.
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(d) 500 supplynoder, 500 demandnoder.

Figur 5.1: Differensernas spridning i Test 6 för olika antal supply- och demandno-
der. Vi ser att alla tre nyckeltal har en tendens att ge optimistiska skattningar
av z∗.
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5.7 Test 7
I Test 7 vill vi se hur variationer i problemen förändrar z∗. Vi ändrar antal noder
och den totala mängden supply. I testet skapas 100 problem där varje problem
har ett z∗. Mängden av dessa z∗ kallas Z, z∗ ∈ Z. Resultatet av testet återfinns
i Bilaga B, se Tabell B.4, Tabell B.2 och Tabell B.3.

I Test 7 ser vi en stor skillnad på Case 4 och övriga case. Orsaken till detta
är att Case 4 inte har någon skillnad mellan problemen trots att antal noder
förändras. Detta var en miss i programmeringen. Det innebär att det enda som
påverkar målfunktionsvärdet är mängden supply som skickas mellan noderna.

I övriga fem case ser vi ett par gemensamma tendenser:

5.7.1 Variationer för Zmin

I Figur 5.2a ser vi att Zmin, där Zmin = min
z∗∈Z

z∗, ökar i Case 0 och Case 5 då

antal noder ökar. Vi ser att Case 2, Case 3 och Case 4 håller sig på ungefär
samma nivå. Case 1 ökar först mycket och går sedan när på en lägre nivå där
den igen börjar öka långsamt.

5.7.2 Variationer för Z̄

I Figur 5.2b ser vi att även Z̄, där Z̄ = 1
100

∑100
k=1 z

∗
k, ökar mycket i början och

sedan går ner till en lägre nivå. Resterande case verkar hålla sig på ungefär
samma nivå, med undantag för Case 2 och Case 3 som är svåra att tyda.

5.7.3 Variationer för Zmax

Vi kan se i Figur 5.2c att Zmax, där Zmax = max
z∗∈Z

z∗, minskar i Case 0 och Case

5 då antal noder ökar. Vi ser också att Zmax håller sig på ungefär samma nivå
i Case 2, Case 3 och Case 4. Case 1 ökar i början och minskar sedan långsamt.
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Figur 5.2: Resultatet för Test 7. I bilderna ser vi att intervallet för z∗ krymper
i Case 0 och Case 5 då antal noder ökar. I Case 2 - Case 4 ser vi ingen större
skillnad då antal noder ökar. Även i Case 1 ser vi att z∗ har samma beteende
för min, medel och max.
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Slutsats och framtida arbete

De resultaten vi får visar att det går att skatta det optimala målfunktionsvär-
det med en felmarginal på mindre än 10% för ett transportproblem där supply-
och demandnoder tar kolumnformationer. Den modell som togs fram för det här
extremfallet av transportproblemet skapades med kriteriet att det finns 100 sup-
plynoder och 100 demandnoder. Vi ser att modellen även kan ge låg felmarginal
på andra liknande uppsättningar där antalet supplynoder och demandnoder är
lika.

I undersökningen av optimistiska- och pessimistiska skattningar ser vi att ett
flertal modeller ger oss pessimistiska skattningar av det optimala målfunktions-
värdet. Man ser även att vissa nyckeltal har en tendens till att ge optimistiska
skattningar då supply- och demandnoderna är uppdelade i varsin zon. Det är
dock svårt att avgöra hur bra dessa skattningar är då modellvärdena är höga.

Då antalet noder ökar och resterande karakteristika i transportproblemet hålls
fixt, i fallen där supply- och demandnoder är antingen fritt utplacerade eller
utplacerade i zoner, kan man tydligt se att intervallet för det optimala målfunk-
tionsvärdet krymper. Då mängden supply/demand ökar med en tiopotens ökar
även det optimala målfunktionsvärdet med ungefär samma mängd.

För att få en mer allmän skattning av det optimala målfunktionsvärdet som
fungerar tillfredsställande på flera extremfall rekommenderar vi att testa and-
ra modeller så som R2-predicted, icke-linjära modeller, support-vector machine
eller neural network. Ett intressant arbete skulle vara att skapa modeller med
hjälp av alla dessa verktyg och se vilken som klarar av att skatta det optimala
målfunktionsvärdet med lägst felmarginal.
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Bilaga A

Test 4

I Test 3 undersöker vi hur bra vår modell y1 fungerar på problem med olika
mängder noder. Undersökningen görs på alla sex case, inklusive Case 1. Vi
skapar 100 problem av samma typ och gör fem olika undersökningar per case
där varje undersökning innebär en specifik mängd supply- och demandnoder.
Värdena som undersöks är αmin, ᾱ, och αmax, och undersökningarna beskrivs i
Tabell A.1.

Tabell A.1: De olika undersökningarna som görs i Test 4. Antalet supply- och
demandnoder varierar mellan 20 och 500 och Undersökning 5 representerar de
förutsättningar som modellerna har skapats på.

Undersökning |S| |D|
1 20 20
2 20 100
3 20 500
4 100 500
5 100 100
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42 Bilaga A. Test 4

Tabell A.2: α-värden för Test 4. I tabellen beskrivs αmin, ᾱ och αmax för y1 i
varje undersökning och detta görs för samtliga case.

Case Undersökning αmin ᾱ αmax
0 1 0.1733 0.6295 0.9287

2 0.3170 0.6756 0.9341
3 0.1917 0.6534 0.9661
4 0.2587 0.6988 0.9684
5 0.3422 0.6913 0.9407

1 1 0.0002 0.0406 0.5221
2 0.0559 0.2469 0.8703
3 0.0807 0.2497 0.7718
4 0.0665 0.2354 0.7664
5 0.0000 0.0064 0.0769

2 1 0.0042 0.1010 0.3080
2 0.0003 0.0770 0.2173
3 0.0387 0.1386 0.2814
4 0.0333 0.1225 0.2605
5 0.0006 0.0772 0.1806

3 1 0.0672 0.1942 0.3839
2 0.0638 0.1949 0.3919
3 0.0734 0.2155 0.4084
4 0.0876 0.1902 0.3457
5 0.0904 0.1893 0.3527

4 1 0.0062 0.0719 0.2630
2 0.0013 0.0573 0.2017
3 0.0003 0.0295 0.1127
4 0.0001 0.0458 0.1101
5 0.0020 0.0874 0.2473

5 1 0.0006 0.1635 0.3833
2 0.0015 0.1752 0.3319
3 0.0013 0.1737 0.3304
4 0.0347 0.1844 0.3112
5 0.0154 0.1710 0.3376



Bilaga B

Test 7

Det sjunde testet är en undersökning i hur det optimala målfunktionsvärdet
förändras då:

• Antal noder ändras

• Case ändras

• Mängd supply/demand ändras

Vi låter mängden supply/demand vara jämt fördelad över antalet noder. I testet
står t.ex. 10×10 för 10 supplynoder och 10 demandnoder. Samtliga nodmängder
beskrivs i Tabell B.1. Total mängd supply 1000 betyder att värdet 1000 är jämt
fördelat över supplynoderna (och samma sak för demandnoderna). Alla värden
är avrundade till heltal.

Tabell B.1: Beskrivning av de olika undersökningarna i Test 7. 10×10 står t.ex.
för 10 supplynoder och 10 demandnoder.

Undersökning Storlek
1 10×10
2 100×100
3 500×500
4 10×100
5 10×500
6 100×500
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Tabell B.2: Test 7 - Minimum. De fyra kolumnerna med rubriker 1000, 10 000,
100 000 och 1 000 000 beskriver maximum av z∗ för fyra olika mängder supply.

Case Undersökning 1000 10 000 100 000 1 000 000
0 1 2272782 28029758 232969266 2203681429

2 4529777 44536629 444434129 4600439540
3 4937064 49812052 493970515 4926981085
4 4267517 42893351 430512621 4397163186
5 4472734 46673816 462810155 4537597216
6 4889811 49578618 484110106 4906680503

1 1 548000 6190000 81000000 1222000000
2 895000 2010000 65800000 263000000
3 992000 6480000 33200000 98000000
4 3161541 33572520 332263810 3289843787
5 3517816 33302484 343436274 3382104908
6 3038231 31130506 306129679 3045663763

2 1 3850947 38594280 387711694 3854206166
2 3850217 38302810 384289238 3832931778
3 3944544 38315567 387548210 3848785124
4 3847551 38234488 382409706 3825394130
5 3823611 38405142 385031908 3836603057
6 3831387 38392222 386346587 3825554099

3 1 3854583 38301351 382067819 3836229493
2 3849419 38467632 387743725 3830217983
3 3894269 38447921 383882709 3840151653
4 3900226 38727669 385978894 3877324242
5 3842675 38322767 383292528 3847889542
6 3884070 38729461 388668288 3867080463

4 1 5000000 50000000 500000000 5000000000
2 5000000 50000000 500000000 5000000000
3 5000000 50000000 500000000 5000000000
4 5000000 50000000 500000000 5000000000
5 5000000 50000000 500000000 5000000000
6 5000000 50000000 500000000 5000000000

5 1 4781560 45262947 420592595 4903564263
2 5878613 57045023 576371869 5746737743
3 6098795 61978671 604617641 6173013617
4 5176719 50929303 495408650 5543594783
5 5370560 54551360 542003731 5469546883
6 6018050 60149628 604880205 6034775681
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Tabell B.3: Test 7 - Medelvärde. De fyra kolumnerna med rubriker 1000, 10 000,
100 000 och 1 000 000 beskriver maximum av z∗ för fyra olika mängder supply.

Case Undersökning 1000 10 000 100 000 1 000 000
0 1 4952038 48149590 492109408 4817518419

2 5188549 51868364 518805580 5140315006
3 5208622 52007796 520770141 5213289478
4 5150277 51252013 520800278 5169428278
5 5192700 52218714 520040103 5222856017
6 5217029 52082888 520300779 5240692885

1 1 4813040 47937800 473190000 5239950000
2 5060080 49784900 498252000 4918310000
3 4943590 50053600 505225000 4892800000
4 6363324 64788962 632141712 6253325733
5 6563168 64274867 619565687 6348014794
6 6303037 64866374 604704781 6244098867

2 1 6091253 54306133 582850438 5866899208
2 5822588 57943129 580724728 5791936333
3 5807985 59866636 583305061 5663304977
4 5722399 57275972 607445331 5793199043
5 5699671 57424568 566896666 5781135322
6 5570320 56209122 582325753 5927977200

3 1 5894956 59087716 592650436 5626065642
2 5866667 58521599 602512829 5930463517
3 6073631 59735481 560586359 5732975905
4 5983816 55598920 573397111 5706264534
5 5853245 58877594 582372324 5773643654
6 5940521 60360954 590272918 5620647827

4 1 5000000 50000000 500000000 5000000000
2 5000000 50000000 500000000 5000000000
3 5000000 50000000 500000000 5000000000
4 5000000 50000000 500000000 5000000000
5 5000000 50000000 500000000 5000000000
6 5000000 50000000 500000000 5000000000

5 1 6373620 62550042 621770925 6201291399
2 6412049 63938781 636172739 6388385982
3 6387652 64268496 639812535 6405899580
4 6314126 64490919 636133891 6422377464
5 6363074 63854116 638670824 6302294960
6 6379823 63663017 639574520 6426663934
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Tabell B.4: Test 7 - Maximum. De fyra kolumnerna med rubriker 1000, 10 000,
100 000 och 1 000 000 beskriver maximum av z∗ för fyra olika mängder supply.

Case Undersökning 1000 10 000 100 000 1 000 000
0 1 6431265 74133352 658693681 6869619285

2 5905216 57344346 587845678 5812208651
3 5498742 55230661 547368555 5464838671
4 6108509 60091431 6010361656 5989903656
5 5889970 59911955 605866213 6116078298
6 5546873 55185106 551617041 5565738104

1 1 9454000 96510000 937700000 8834000000
2 9406000 94250000 935300000 9359000000
3 9242000 99140000 961700000 9072000000
4 9852405 104968521 1050904384 10304832165
5 9898318 105469448 1037447292 10702958129
6 10098996 101939539 986067119 10088660574

2 1 8025928 80203357 799145342 7922575261
2 8023933 80043699 803884305 8032319375
3 7826281 80234034 796660610 7941484901
4 7983669 80209708 801910512 7997654341
5 7997624 79864351 796313362 8025604750
6 8021897 78813003 802469412 7945499043

3 1 8035761 79072721 800873358 8035760704
2 8041774 80380474 803804738 7995205886
3 8023047 80230473 803236302 7947651370
4 8046405 80026856 794600020 7911648885
5 7970677 79334752 796230435 8013493033
6 8052948 80204550 804740548 8010242924

4 1 5000000 500000000 5000000000 50000000000
2 5000000 50000000 500000000 5000000000
3 5000000 50000000 500000000 5000000000
4 5000000 50000000 500000000 5000000000
5 5000000 50000000 500000000 5000000000
6 5000000 50000000 500000000 5000000000

5 1 8664805 79651470 803736027 8606424884
2 6909896 69718262 689139528 6924556073
3 6653499 66638273 664424225 6666177556
4 7405619 78125777 760752071 7410747190
5 7319580 73758740 723948078 6985266629
6 6820042 66587576 688619033 6773460745



Bilaga C

Grundkod

function [FinishedSupplyClusters,FinishedDemandClusters, ...
ClusteredSupplies,ClusteredDemands] = ...
Clustering(xlocS,ylocS,Supply,xlocD,ylocD,Demand)

SNodes = [xlocS,ylocS];
DNodes = [xlocD,ylocD];
SupplyCluster = [];
DemandCluster = [];
LastDistance = 0;
FinishedSupplyClusters = [];
FinishedDemandClusters = [];
ClusteredSupplies = [];
ClusteredDemands = [];
NewResources = [];

currentIndex = -1;
addedSupply = 0;

while isempty(SNodes) == 0
if currentIndex == -1

SupplyCluster = [];
currentIndex = 1;

end
SupplyCluster = [SupplyCluster;SNodes(currentIndex,:)];
addedSupply = addedSupply + Supply(currentIndex,1);
Distance = Inf;

Olsson, 2019. 47
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newIndex = -1;
A = size(SNodes);

for i = 1:A(1,1)
if i ~= currentIndex

calcDistance = sqrt((SNodes(currentIndex,1) ...
- SNodes(i,1))^2 + ...
(SNodes(currentIndex,2) ...

- SNodes(i,2))^2);
if calcDistance < Distance

Distance = calcDistance;
newIndex = i;

end
end

end
SNodes(currentIndex,:) = [];
Supply(currentIndex,:) = [];

if A(1,1) == 1 && LastDistance == 0
RoundXS = SupplyCluster(1,1);
RoundYS = SupplyCluster(1,2);
FinishedSupplyClusters = ...
[FinishedSupplyClusters; [RoundXS, RoundYS]];
ClusteredSupplies = ...
[ClusteredSupplies; addedSupply];
addedSupply = 0;
break;

end

if (Distance < LastDistance || LastDistance == 0)
if currentIndex < newIndex

newIndex = newIndex - 1;
end
currentIndex = newIndex;
LastDistance = Distance;

else
RoundXS = round(sum(SupplyCluster(:,1))/ ...

numel(SupplyCluster(:,1)));
RoundYS = round(sum(SupplyCluster(:,2))/ ...

numel(SupplyCluster(:,2)));
FinishedSupplyClusters = ...
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[FinishedSupplyClusters; [RoundXS, RoundYS]];
ClusteredSupplies = ...
[ClusteredSupplies; addedSupply];
addedSupply = 0;
currentIndex = -1;
LastDistance = 0;

end
end

currentIndex = -1;
addedDemand = 0;

while isempty(DNodes) == 0
if currentIndex == -1

DemandCluster = [];
currentIndex = 1;

end
DemandCluster = [DemandCluster;DNodes(currentIndex,:)];
addedDemand = addedDemand + Demand(currentIndex,1);
Distance = Inf;
newIndex = -1;
A = size(DNodes);

for i = 1:A(1,1)
if i ~= currentIndex

calcDistance = sqrt((DNodes(currentIndex,1) - ...
DNodes(i,1))^2 + ...
(DNodes(currentIndex,2) - ...
DNodes(i,2))^2);

if calcDistance < Distance
Distance = calcDistance;
newIndex = i;

end
end

end
DNodes(currentIndex,:) = [];
Demand(currentIndex,:) = [];

if A(1,1) == 1 && LastDistance == 0
RoundXD = DemandCluster(1,1);
RoundYD = DemandCluster(1,2);
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FinishedDemandClusters = ...
[FinishedDemandClusters; [RoundXD, RoundYD]];
ClusteredDemands = ...
[ClusteredDemands; addedDemand];
addedDemand = 0;
break;

end

if (Distance < LastDistance || LastDistance == 0)
if currentIndex < newIndex

newIndex = newIndex - 1;
end
currentIndex = newIndex;
LastDistance = Distance;

else
RoundXD = round(sum(DemandCluster(:,1))/ ...

numel(DemandCluster(:,1)));
RoundYD = round(sum(DemandCluster(:,2))/ ...

numel(DemandCluster(:,2)));
FinishedDemandClusters = ...
[FinishedDemandClusters; [RoundXD, RoundYD]];
ClusteredDemands = ...
[ClusteredDemands; addedDemand];
addedDemand = 0;
currentIndex = -1;
LastDistance = 0;

end
end

numel(FinishedSupplyClusters);
numel(FinishedDemandClusters);

end

function [FinishedSupplyClusters, ...
FinishedDemandClusters, ...
ClusteredSupplies,ClusteredDemands] = ...
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MaxClustering(xlocS,ylocS,Supply,xlocD,ylocD,Demand)

[FinishedSupplyClusters,FinishedDemandClusters, ...
ClusteredSupplies,ClusteredDemands] = ...
Clustering(xlocS,ylocS,Supply,xlocD,ylocD,Demand);

end

function [RoundXS,RoundYS,RoundXD,RoundYD] = ...
GeographicMeanNodes(xs,ys,xd,yd,s,d,plotlvl)

S = size(s);
D = size(d);

%Geographic mean
RoundXS = round(sum(xs)/numel(xs));
RoundYS = round(sum(ys)/numel(ys));
RoundXD = round(sum(xd)/numel(xd));
RoundYD = round(sum(yd)/numel(yd));

MeanS = [RoundXS,RoundYS];
MeanD = [RoundXD,RoundYD];

%plot geographic mean nodes
if plotlvl == 15

plot(MeanS(1,1),MeanS(1,2),’bs’, ...
MeanD(1,1),MeanD(1,2),’g*’)

lgnd = legend(’Supplier’,’Demander’, ...
’Mean Supply’,’Mean Demand’, ...
’Location’,’EastOutside’);

lgnd.AutoUpdate = ’off’;
end

%plot line between geographic mean nodes
if plotlvl == 17

plot(MeanS(1,1),MeanS(1,2),’bs’, ...
MeanD(1,1),MeanD(1,2),’g*’)
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hold on
lgnd = legend(’Supplier’,’Demander’, ...

’Mean Supply’,’Mean Demand’, ...
’Location’,’EastOutside’);

lgnd.AutoUpdate = ’off’;
plot([MeanS(1,1) MeanD(1,1)], ...

[MeanS(1,2) MeanD(1,2)],’b’);
end

end

function [WRoundXS,WRoundYS,WRoundXD,WRoundYD] = ...
WeightedMeanNodes(xs,ys,xd,yd,s,d,plotlvl)

S = size(s);
D = size(d);

%Weighted mean
WRoundXS = round(s’*xs’/(sum(s)));
WRoundYS = round(s’*ys’/(sum(s)));
WRoundXD = round(d’*xd’/(sum(d)));
WRoundYD = round(d’*yd’/(sum(d)));

WMeanS = [WRoundXS,WRoundYS];
WMeanD = [WRoundXD,WRoundYD];

%Plot weighted mean nodes
if plotlvl == 16

plot(WMeanS(1,1),WMeanS(1,2),’bs’, ...
WMeanD(1,1),WMeanD(1,2),’g*’)

lgnd = legend(’Supplier’,’Demander’, ...
’Weighted Mean Supply’, ...
’Weighted Mean Demand’, ...
’Location’,’EastOutside’);

lgnd.AutoUpdate = ’off’;
end



53

%plot line between weighted mean nodes
if plotlvl == 18

plot(WMeanS(1,1),WMeanS(1,2),’bs’, ...
WMeanD(1,1),WMeanD(1,2),’g*’)

hold on
lgnd = legend(’Supplier’,’Demander’, ...

’Weighted Mean Supply’, ...
’Weighted Mean Demand’, ...
’Location’,’EastOutside’);

lgnd.AutoUpdate = ’off’;
plot([WMeanS(1,1) WMeanD(1,1)], ...

[WMeanS(1,2) WMeanD(1,2)],’b’);
end

end

function [Line] = MeanLine(x1,y1,x2,y2)

%Line between mean nodes
Line = abs(x1 - x2) + abs(y1 - y2);

end

function [G1] = Problem(S,D,plotlevel,Repeat,Case,Print,Save)
tic
%S = number of supply nodes
%D = number of demand nodes

%%%%%%%%%%%%%%%%%%%%%%% Plot levels %%%%%%%%%%%%%%%%%%%%%%%%%%%%%
%plotlevel 0 = do not plot
%plotlevel 1 = plot nodes
%plotlevel 2 = plot supply and demand values
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%plotlevel 3 = plot edges from supply to demand
%plotlevel 4 = plot edges from supply to supply
%plotlevel 5 = plot edges from demand to demand

%plotlevel 6 = plot solution

%plotlevel 7 = plot longest distance from supply to demand
%plotlevel 8 = plot shortest distance from supply to demand

%plotlevel 9 = plot longest distance from supply to supply
%plotlevel 10 = plot shortest distance from supply to supply

%plotlevel 11 = plot longest distance from demand to demand
%plotlevel 12 = plot longest distance from demand to demand

%plotlevel 13 = plot longest distance in solution
%plotlevel 14 = plot shortest distance in solution

%plotlevel 15 = plot the geographic mean nodes
%plotlevel 16 = plot the weighted mean nodes

%plotlevel 17 = plot the line between the geographic mean nodes
%plotlevel 18 = plot the line between the weighted mean nodes

%plotlevel 19 = plot the convex hull around the supply nodes
%plotlevel 20 = plot the convex hull around the demand nodes
%plotlevel 21 = plot the convex hull around all nodes
%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%Repeat = How many problems to create

%Case 0 = plot a random problem
%Case 1 = plot special problem #1
%Case 2 = plot special problem #2
%Case 3 = plot special problem #3
%Case 4 = plot special problem #4
%Case 5 = plot a random problem with different sectors

%Print 1 = print to excel

%Save is used if you want to keep working with the same problem.
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%Write the same Save again to get the same problem.

%Default plotlevel, only plot nodes
if nargin < 3

plotlevel = 1;
end

%Defeault Repeat, only one problem
if nargin < 4

Repeat = 1;
end

%Default Case1, do not use it
if nargin < 5

Case = 0;
end

%Default Print, do not use it
if nargin < 6

Print = 0;
end

%Default Save, always give new problem
if nargin > 6

rng(Save);
end

Iteration = 1;

while Iteration <= Repeat

%Size of plot window
N = 10000000;
N2 = N*N;

% unique locations of facilities
if Case == 0
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xylocS = randperm(N2,S);
xylocD = randperm(N2,D);
[xlocS,ylocS] = ind2sub([N N],xylocS);
[xlocD,ylocD] = ind2sub([N N],xylocD);

end

if Case == 1
xlocS = ones(1,S)*randi(N/2);
ylocS = ones(1,S);
for i = 0:S-1

ylocS(1,i+1) = (N/(2*S) + i*N/S);
end
xlocD = ones(1,D)*(N/2)+ones(1,D)*randi(N/2);
ylocD = ones(1,D);
for i = 0:D-1

ylocD(1,1+i) = (N/(2*D) + i*N/D);
end

end

if Case == 2
xlocS = ones(1,S)*randi(N/2);
ylocS = ones(1,S);
for i = 0:S-1

ylocS(1,i+1) = (N/(2*S) + i*N/S);
end
xlocD = ones(1,D);
for i = 0:D-1

xlocD(1,i+1) = (N/(4*D) + i*N/(2*D) + N/2);
end
ylocD = ones(1,D)*(N/2);

end

if Case == 3
xlocS = ones(1,S);
for i = 0:S-1

xlocS(1,i+1) = (N/(4*S) + i*N/(2*S));
end
ylocS = ones(1,S)*(N/2);
xlocD = ones(1,D)*(N/2)+ones(1,D)*randi(N/2);
ylocD = ones(1,D);
for i = 0:D-1
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ylocD(1,1+i) = (N/(2*D) + i*N/D);
end

end

if Case == 4
xlocS = ones(1,S);
for i = 0:S-1

xlocS(1,i+1) = (N/(4*S) + i*N/(2*S));
end
ylocS = ones(1,S)*(N/2);
xlocD = ones(1,D);
for i = 0:D-1

xlocD(1,i+1) = (N/(4*D) + i*N/(2*D) + N/2);
end
ylocD = ones(1,D)*(N/2);

end

if Case == 5
xlocS = randi(N/2,S,1)’;
ylocS = randi(N,S,1)’;
xlocD = (ones(1,D)’*(N/2)+randi(N/2,D,1))’;
ylocD = randi(N,D,1)’;

end

if plotlevel > 0
%Plot nodes
h = figure;
plot(xlocS(1:S),ylocS(1:S),’rs’, ...

xlocD(1:D),ylocD(1:D),’k*’);
lgnd = legend(’Supplier’,’Demander’, ...

’Location’,’EastOutside’);
lgnd.AutoUpdate = ’off’;
xlim([0 N+1]);ylim([0 N+1])
hold on

end

%%%%%%%%%%%%%--Supply/Demand--%%%%%%%%%%%%%
%Random supply
Supply = randi([1 1000],S,1);
%Demand based on the supply vector
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sums = ones(1,S)*Supply;
b=1:sums;
a=b(sort(randperm(sums,D)))’;
Demand=diff(a);
Demand(end+1)=sums-sum(Demand);

%Plot supply and demand in text form
if plotlevel == 2

for i = 1:S
s = Supply(i);
text(xlocS(i),ylocS(i),num2str(s));

end
for i = 1:D

d = Demand(i);
text(xlocD(i),ylocD(i),num2str(d));

end
end
%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%%%%--Dsd--%%%%%%%%%%%%%
% calculate distances from supply to demand
%Dsd=Distance supply demand
%Creates a matrix with distances from supply1
%to all demands in the first
%column, and so on

Dsd = zeros(S,D);
for ii = 1:S

for jj = 1:D
Dsd(ii,jj) = sqrt((xlocS(ii)-xlocD(jj))^2 + ...

(ylocS(ii)-ylocD(jj))^2 );
if plotlevel == 3

plot([xlocS(ii) xlocD(jj)], ...
[ylocS(ii) ylocD(jj)],’b’);

end
end

end

%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
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%%%%%%%%%%%%%--Dss--%%%%%%%%%%%%%
% calculate distances from supply to supply
%Dss=Distance supply supply
%Creates a matrix with distances from supply1
%to all supplies in the first
%column, and so on
Dss = zeros(S,S);
for ii = 1:S

for jj = 1:S
Dss(ii,jj) = sqrt((xlocS(ii) - xlocS(jj))^2 + ...

(ylocS(ii) - ylocS(jj))^2);
if plotlevel == 4

for i = 1:S
plot([xlocS(i) xlocS(ii)], ...

[ylocS(i) ylocS(ii)],’b’);
end

end
end

end
%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%%%%--Ddd--%%%%%%%%%%%%%
% calculate distances from demand to demand
%Ddd=Distance demand demand
%Creates a matrix with distances from demand1
%to all demands in the first
%column, and so on
Ddd = zeros(D,D);
for ii = 1:D

for jj = 1:D
Ddd(ii,jj) = sqrt((xlocD(ii) - xlocD(jj))^2 + ...

(ylocD(ii) - ylocD(jj))^2);
if plotlevel == 5

plot([xlocD(ii) xlocD(jj)], ...
[ylocD(ii) ylocD(jj)],’b’);

end
end

end
%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%
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%%%%%%%%%%% Mean nodes %%%%%%%%%%

[RoundXS,RoundYS,RoundXD,RoundYD] = ...
GeographicMeanNodes(xlocS,ylocS,xlocD,ylocD, ...

Supply,Demand,plotlevel);
GeographicMeanNodes(xlocS,ylocS,xlocD,ylocD, ...

Supply,Demand,plotlevel);

[WRoundXS,WRoundYS,WRoundXD,WRoundYD] = ...
WeightedMeanNodes(xlocS,ylocS,xlocD,ylocD, ...

Supply,Demand,plotlevel);
WeightedMeanNodes(xlocS,ylocS,xlocD,ylocD, ...

Supply,Demand,plotlevel);

%Geographic mean line between supply and demand
GeographicLine = MeanLine(RoundXS,RoundYS,RoundXD,RoundYD);
%Weighted mean line between supply and demand
WeightedLine = MeanLine(WRoundXS,WRoundYS,WRoundXD,WRoundYD);

Z2 = WeightedLine*ones(1,S)*Supply;
ZG = GeographicLine*ones(1,S)*Supply;

%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%% Convex Hull %%%%%%%%%%%%%%%

xlocSD = [xlocS’;xlocD’];
ylocSD = [ylocS’;ylocD’];
if Case == 1 || Case == 2 || Case == 3 || Case == 4

kS = [];
AreaS = 0
kD = [];
AreaD = 0;

else
[kS,AreaS] = convhull(xlocS,ylocS);
[kD,AreaD] = convhull(xlocD,ylocD);

end
if Case == 4
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kSD = [];
AreaSD = 0;

else
[kSD,AreaSD] = convhull(xlocSD,ylocSD);

end

if Case == 1 || Case == 2 || Case == 3 || Case == 4
inS = [];
onS = [];
inD = [];
onD = [];

else
[inS,onS] = inpolygon(xlocS,ylocS,xlocD(kD),ylocD(kD));
[inD,onD] = inpolygon(xlocD,ylocD,xlocS(kS),ylocS(kS));

end

NewHull = [xlocS(inS)’,ylocS(inS)’; ...
xlocS(onS)’,ylocS(onS)’; ...
xlocD(inD)’,ylocD(inD)’; ...
xlocD(onD)’,ylocD(onD)’];

if Case == 1 || Case == 2 || Case == 3 || Case == 4
kNew = [];
AreaNew = 0;

else if numel(NewHull) < 6
kNew = [];
AreaNew = 0;

else

[kNew,AreaNew] = convhull(NewHull(:,1),NewHull(:,2));
end

end

if plotlevel == 19
plot(xlocS(kS),ylocS(kS),’r-’)

end

if plotlevel == 20
plot(xlocD(kD),ylocD(kD),’r-’)

end
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if plotlevel == 21
plot(xlocSD(kSD),ylocSD(kSD),’r-’)

end

if plotlevel == 22
plot(xlocS(kS),ylocS(kS),’r-’)
plot(xlocD(kD),ylocD(kD),’b-’)

end

%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%%%%%% Linprog %%%%%%%%%%%%%%%
%Solves the problem

f=Dsd;
A=[];
b=[];
beq=sparse([Supply;Demand]);
lb=zeros(size(Dsd));
ub=inf(size(Dsd));

%A_S=sparse(zeros(S,S*D));
A_S=spalloc(S,S*D,S);
for i =0:S-1

A_S(i+1,1+i*D:D*(i+1))=ones(1,D);
end

A1=sparse(eye(D,D));
A_D=speye(D,D);
for i=1:S-1

A_D=sparse([A_D,A1]);
end
clear A1
Aeq=[A_S;A_D];
clear A_S
clear A_D
%Used edges
X = linprog(f,A,b,Aeq,beq,lb,ub);
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clear Aeq
clear beq
clear lb
clear ub
Edges = zeros(S,D);
for i = 0:S-1

for j = 1:D
Edges(i+1,j) = X(i*D +j);

end
end

%Plot used edges
if plotlevel == 6

for i = 1:S
for j = 1:D

if Edges(i,j) > 0
plot([xlocS(i) xlocD(j)], ...

[ylocS(i) ylocD(j)],’b’);
end

end
end

end

%Goal function value
SolvedDsd = Edges.*Dsd./Edges;
NaNDsd = SolvedDsd;
NaNDsd(isnan(NaNDsd)) = 0;
Z = ones(1,S)*(NaNDsd.*Edges)*ones(D,1);
if Repeat == 1

Z
end
NumberOfSolvedEdges = numel(SolvedDsd(SolvedDsd>0));
%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

[FinishedSupplyClusters,FinishedDemandClusters, ...
ClusteredSupplies,ClusteredDemands] = ...
Clustering(xlocS’,ylocS’,Supply,xlocD’,ylocD’,Demand);

while numel(FinishedSupplyClusters(:,1)) > 1 || ...
numel(FinishedDemandClusters(:,1)) > 1
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[FinishedSupplyClusters,FinishedDemandClusters, ...
ClusteredSupplies,ClusteredDemands] = ...
MaxClustering(FinishedSupplyClusters(:,1), ...

FinishedSupplyClusters(:,2) ...
,ClusteredSupplies,FinishedDemandClusters(:,1), ...
FinishedDemandClusters(:,2),ClusteredDemands)

end

%%%%%%%%%%%%%%% Linprog - Clustered problem %%%%%%%%%%%%%%%
%Solves the clustered problem
SC = numel(ClusteredSupplies);
DC = numel(ClusteredDemands);
xlocSC = FinishedSupplyClusters(:,1);
ylocSC = FinishedSupplyClusters(:,2);
xlocDC = FinishedDemandClusters(:,1);
ylocDC = FinishedDemandClusters(:,2);

DsdC = zeros(SC,DC);
for ii = 1:SC

for jj = 1:DC
DsdC(ii,jj) = sqrt((xlocSC(ii) - xlocDC(jj))^2 ...

+ (ylocSC(ii) - ylocDC(jj))^2);
end

end

fC=DsdC;
AC=[];
bC=[];
beqC=sparse([ClusteredSupplies;ClusteredDemands]);
lbC=zeros(size(fC));
ubC=inf(size(fC));

%A_S=sparse(zeros(S,S*D));
A_SC=spalloc(SC,SC*DC,SC);
for i =0:SC-1

A_SC(i+1,1+i*DC:DC*(i+1))=ones(1,DC);
end

A1C=sparse(eye(DC,DC));
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A_DC=speye(DC,DC);
for i=1:SC-1

A_DC=sparse([A_DC,A1C]);
end
clear A1C
AeqC=[A_SC;A_DC];
clear A_SC
clear A_DC
%Used edges
X = linprog(fC,AC,bC,AeqC,beqC,lbC,ubC);
clear AeqC
clear beqC
clear lbC
clear ubC
EdgesC = zeros(SC,DC);
for i = 0:SC-1

for j = 1:DC
EdgesC(i+1,j) = X(i*DC +j);

end
end

%Plot used edges
if plotlevel == 6

for i = 1:SC
for j = 1:DC

if EdgesC(i,j) > 0
plot([xlocSC(i) xlocDC(j)], ...

[ylocSC(i) ylocDC(j)],’b’);
end

end
end

end

%Goal function value
SolvedDsdC = EdgesC.*fC./EdgesC;
NaNDsdC = SolvedDsdC;
NaNDsdC(isnan(NaNDsdC)) = 0;
ZC = ones(1,SC)*(NaNDsdC.*EdgesC)*ones(DC,1);
if Repeat == 1

ZC
end
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NumberOfSolvedEdgesC = numel(SolvedDsdC(SolvedDsdC>0));
%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%%%%--Distances--%%%%%%%%%%%%%

%Weighted distances from supply to demand
WeightedDsd = (Supply’*Dsd)/sum(Supply);
%Weighted distances of solution
Weightedsolution = (Supply’*NaNDsd)/sum(Supply);

%Biggest value of weighted distance from supply to demand
MaxWDsd = max(WeightedDsd);
%Smallest value of weighted distance form supply to demand
MinWDsd = min(WeightedDsd);
%Biggest value of weighted distance in solution
MaxWSolution = max(Weightedsolution);
%Smallest value of weighted distance in solution
MinWSolution = min(Weightedsolution);

%Potential accessibility Dsd
PotentialADsd = sum(((repmat(Demand,[1,S]))./Dsd’));
%Potential accessiblity Solution
PASolution = ((repmat(Demand,[1,S]))./SolvedDsd’);
PASolution(isnan(PASolution))=0;
PotentialASolution = sum(PASolution);

%Biggest potential accessibility in supply nodes
MaxPotentialADsd = max(PotentialADsd);
%Lowest potential accessibility in supply nodes
MinPotentialADsd = min(PotentialADsd);
%Biggest potential accessibility in solution
MaxPotentialASolution = max(PotentialASolution);
%Lowest potential accessibility in solution
MinPotentialASolution = min(PotentialASolution);

%Biggest supply in a node
BSupply = max(Supply);
%Biggest demand in a node
BDemand = max(Demand);
%Lowest supply in a node
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LSupply = min(Supply);
%Lowest demand in a node
LDemand = min(Demand);
%Median of supply
MedianSupply = median(Supply);
%Median of demand
MedianDemand = median(Demand);
%Average supply
MeanSupply = (ones(1,S)*Supply)/numel(Supply);
%Average Demand
MeanDemand = (ones(1,D)*Demand)/numel(Demand);

%Geographic accessibility Dsd
GeographicADsd = sum(Dsd’)./S;
%Geographic accessibility Solution
GASolution = SolvedDsd’;
GASolution(isnan(GASolution))=0;
GeographicASolution = sum(GASolution);

%Biggest geographic accessibility in supply nodes
MaxGeographicADsd = max(GeographicADsd);
%Lowest geographic accessibility in supply nodes
MinGeographicADsd = min(GeographicADsd);
%Biggest geographic accessibility in solution
MaxGeographicASolution = max(GeographicASolution);
%Lowest geographic accessibility in solution
MinGeographicASolution = min(GeographicASolution);

%Longest edge between supply and demand
LongestDsd = max(Dsd(:));
if plotlevel == 7

[row,col] = find(ismember(Dsd,LongestDsd));
plot([xlocS(row) xlocD(col)], ...

[ylocS(row) ylocD(col)],’b’);
end
%Shortest edge between supply and demand
ShortestDsd = min(Dsd(Dsd>0));
if plotlevel == 8

[row,col] = find(ismember(Dsd,ShortestDsd));
plot([xlocS(row) xlocD(col)], ...

[ylocS(row) ylocD(col)],’b’);
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end
%Longest edge between supply and supply
LongestDss = max(Dss(:));
if plotlevel == 9

[row,col] = find(ismember(Dss,LongestDss));
plot([xlocS(row) xlocS(col)], ...

[ylocS(row) ylocS(col)],’b’);
end
%Shortest edge between supply and supply
ShortestDss = min(Dss(Dss>0));
if plotlevel == 10

[row,col] = find(ismember(Dss,ShortestDss));
plot([xlocS(row) xlocS(col)], ...

[ylocS(row) ylocS(col)],’b’);
end
%Longest edge between demand and demand
LongestDdd = max(Ddd(:));
if plotlevel == 11

[row,col] = find(ismember(Ddd,LongestDdd));
plot([xlocD(row) xlocD(col)], ...

[ylocD(row) ylocD(col)],’b’);
end
%Shortest edge between demand and demand
ShortestDdd = min(Ddd(Ddd>0));
if plotlevel == 12

[row,col] = find(ismember(Ddd,ShortestDdd));
plot([xlocD(row) xlocD(col)], ...

[ylocD(row) ylocD(col)],’b’);
end
%Longest edge from solution
LongestSolution = max(SolvedDsd(:));
if plotlevel == 13

[row,col] = find(ismember(SolvedDsd,LongestSolution));
plot([xlocS(row) xlocD(col)], ...

[ylocS(row) ylocD(col)],’b’);
end
%Shortest edge from solution
ShortestSolution = min(SolvedDsd(:));
if plotlevel == 14

[row,col] = find(ismember(SolvedDsd,ShortestSolution));
plot([xlocS(row) xlocD(col)], ...
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[ylocS(row) ylocD(col)],’b’);
end

%Average distance between supply and demand
AverageDsd = round(ones(1,S)*Dsd*ones(D,1)/numel(Dsd));
%Average distance between supply and supply
AverageDss = round(ones(1,S)*Dss*ones(S,1)/numel(Dss));
%Average distance between demand and demand
AverageDdd = round(ones(1,D)*Ddd*ones(D,1)/numel(Ddd));
%Average distance in solution
AverageSolution = round(ones(1,S)*NaNDsd*ones(D,1)/ ...

numel(NaNDsd(NaNDsd>0)));
%Average weighted distance between supply and demand
AverageWDsd = sum(WeightedDsd)/numel(WeightedDsd);
%Average weighted distance solution
AverageWSolution = sum(Weightedsolution)/ ...

numel(Weightedsolution);
%Average potential accessibility in demand nodes
AveragePotentialADsd = sum(PotentialADsd)/ ...

numel(PotentialADsd);
%Average Potential accessibility in solution
AveragePotentialASolution = sum(PotentialASolution)/ ...

numel(PotentialASolution);
%Average Geographic accessibility in demand nodes
AverageGeographicADsd = median(GeographicADsd);
%Average Geographic accessibility in solution
AverageGeographicASolution = median(GeographicASolution);

%Median of supply and demand
MedianDsd = median(Dsd,’all’);
%Median of supply and supply
MedianDss = median(reshape(nonzeros(Dss),S-1,S),’all’);
%Median of demand and demand
MedianDdd = median(reshape(nonzeros(Ddd),D-1,D),’all’);
%Median distance in solution
MedianSolution = nanmedian(SolvedDsd,’all’);
%Median of weighted distance between supply and demand
MedianWDsd = median(WeightedDsd);
%Median of weighted distance of solution
MedianWSolution = median(Weightedsolution);
%Median potential accessibility in demand nodes



70 Bilaga C. Grundkod

MedianPotentialADsd = median(PotentialADsd);
%Median potential accessibility in solution
MedianPotentialASolution = median(PotentialASolution);
%Median Geographic accessibility in demand nodes
MedianGeographicADsd = median(GeographicADsd);
%Median Geographic accessibility in solution
MedianGeographicASolution = median(GeographicASolution);

%Weighted Eccentricity
%Weighted Diameter from supply to demand
WDiameterDsd = min(max(Dsd));
%Weighted Radius from supply to demand
WRadiusDsd = min(min(Dsd));
%Weighted Diameter from supply to supply
WDiameterDss = max(min(reshape(nonzeros(Dss),S-1,S)));
%Weighted Radius from supply to supply
WRadiusDss = min(min(reshape(nonzeros(Dss),S-1,S)));
%Weighted Diameter from demand to demand
WDiameterDdd = max(min(reshape(nonzeros(Ddd),D-1,D)));
%Weighted Radius from demand to demand
WRadiusDdd = min(min(reshape(nonzeros(Ddd),D-1,D)));
%Weighted Diameter of solution
WDiameterSolution = max(min(SolvedDsd));
%Weighted Radius of solution
WRadiusSolution = min(min(SolvedDsd));

%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

%%%%%%%%%%%%%%% Print %%%%%%%%%%%%%%%%%
%Print information to excel
%filename = ’.xlsx’;
Sheet = Iteration;

OriginalProblemMatrix = ...
[LongestDsd,LongestDss,LongestDdd; ...
ShortestDsd,ShortestDss,ShortestDdd ...

;AverageDsd,AverageDss,AverageDdd; ...
MedianDsd,MedianDss,MedianDdd ...
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;WDiameterDsd,WDiameterDss,WDiameterDdd ...
;WRadiusDsd,WRadiusDss,WRadiusDdd];

SupplyDemandMatrix = ...
[S;D;BSupply;LSupply; ...
MeanSupply;MedianSupply;BDemand ...

;LDemand;MeanDemand;MedianDemand ...
;AreaS;AreaD;AreaSD ...
;GeographicLine;WeightedLine; ...
Z2;ZC;AreaNew;ZG];

ProblemWeightedAndSolutionMatrix = ...
[MaxWDsd;MinWDsd;AverageWDsd;MedianWDsd ...
;MaxPotentialADsd;MinPotentialADsd; ...
AveragePotentialADsd;MedianPotentialADsd; ...
MaxGeographicADsd;MinGeographicADsd ...

;AverageGeographicADsd;MedianGeographicADsd;Z ...
;NumberOfSolvedEdges; ...
LongestSolution;ShortestSolution ...

;AverageSolution;MedianSolution; ...
WDiameterSolution;WRadiusSolution ...

;MaxWSolution;MinWSolution; ...
AverageWSolution;MedianWSolution ...

;MaxPotentialASolution;MinPotentialASolution; ...
AveragePotentialASolution ...

;MedianPotentialASolution; ...
MaxGeographicASolution;MinGeographicASolution ...

;AverageGeographicASolution; ...
MedianGeographicASolution];

if Print == 1
writetable(table(OriginalProblemMatrix), ...
filename,’Sheet’,Sheet, ...
’WriteVariableNames’,false,’Range’,’B3’)

writetable(table(SupplyDemandMatrix), ...
filename,’Sheet’,Sheet, ...
’WriteVariableNames’,false,’Range’,’H1’)

writetable(table(ProblemWeightedAndSolutionMatrix), ...
filename,’Sheet’,Sheet, ...
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’WriteVariableNames’,false,’Range’,’C11’)
end

Iteration
Iteration = Iteration + 1;
toc

end

%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%%

end
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